
Effiziente Erstellung
aufgabenspezifischer

Bilderkennungssysteme

Efficient Development of Application-Specific
Image Recognition Systems

Dissertation
zur Erlangung des Doktorgrades (Dr. rer. nat.)

des Fachbereichs Humanwissenschaften
der Universität Osnabrück

vorgelegt von

Julia Mandy Möhrmann

aus Stuttgart

Osnabrück, 2014



Dissertation
zur Erlangung des Doktorgrades (Dr. rer. nat.)

des Fachbereichs Humanwissenschaften
der Universität Osnabrück

Berichterstatter:

Prof. Dr. Gunther Heidemann

Prof. Dr. Daniel Weiskopf

Prof. Dr. Kai-Uwe Kühnberger

Tag der mündlichen Prüfung: 13. Mai 2014







Danksagungen
Zuallererst möchte ich mich bei meinem Betreuer Gunther Heidemann für die Unterstüt-
zung und Anleitung bedanken. Ganz besonders möchte ich mich für die Möglichkeit be-
danken, dass ich mein Thema in Stuttgart und in Osnabrück bearbeiten konnte. Ich bedanke
mich ebenfalls bei Daniel Weiskopf für die hilfreichen Diskussionen und die Hinweise, die
ich von ihm erhalten habe. Ich danke Daniel Weiskopf und Kai-Uwe Kühnberger dafür,
dass sie sich als Gutachter für diese Arbeit bereit erklärt haben.
Ich möchte mich bei allen Studierenden bedanken, deren Arbeit ich betreuen durfte. Ganz
besonders hervorheben möchte ich dabei Stefan Bernstein und Johannes Schleith, die bei-
de mit einer sehr großen Motivation an ihrem Thema gearbeitet haben und sehr schöne
Ergebnisse erzielen konnten.
Ich möchte mich bei meinen Arbeitskollegen in der Gruppe Intelligente Systeme an der
Universität Stuttgart und in der Arbeitsgruppe Biologisch-orientierte Computer Vision an
der Universität Osnabrück für die interessanten Diskussionen bedanken. Ein besonderes
Dankeschön geht an die Mitarbeiter des Instituts für Visualisierung und intelligente Syste-
me an der Universität Stuttgart.
Ich möchte mich zudem bei Michael Wörner und Harald Weinschrott dafür bedanken, dass
sie mich während des Studiums und der Promotion unterstützt haben und mir immer hilf-
reich zur Seite standen, egal um welche Fragen es ging. Ich bedanke mich ebenfalls bei
Martin Falk für die Unterstützung und Hilfe - nicht nur in LATEX Fragen. Ich bedanke mich
zudem bei allen dreien dafür dass sie sehr gute Freunde sind und mich beruflich und pri-
vat unterstützt haben und sich nicht von der großen Entfernung nach Osnabrück haben
abschrecken lassen.
Ich bedanke mich bei Anne-Marie Schreyer, Karin Moss, Heike Ringwald, Inga Loke, Tat-
jana Junge und Kerstin Puller für ihre Unterstützung und die vielen hilfreichen und netten
Diskussionen.
Ich danke meiner besten Freundin Anna Claßen für ihre Freundschaft und ihre Unterstüt-
zung.
Ganz besonders bedanke ich mich bei meiner Familie: Meinen wundervollen Eltern Cor-
nelia und Walter Möhrmann sowie meinen wunderbaren Geschwistern und Freunden Ines
Henrich und Jan Möhrmann und meinem kleinen Sonnenschein Jonas Henrich.
Ich bedanke mich bei meinem Mann Martin Möhrmann dafür, dass er einfach wunderbar
ist und mich so lieb unterstützt hat.

Osnabrück, Julia Möhrmann
April 2014





Die Verwendung der in dieser Arbeit
enthaltenen Webcam-Bilder sowie der
Graz-02-Bilder erfolgt mit freundlicher

Genehmigung der jeweiligen
Rechteinhaber.





Inhaltsverzeichnis

Zusammenfassung xiii

Englische Zusammenfassung - Abstract xv

1 Einführung 1
1.1 Nutzung allgegenwärtiger Bilderkennungsanwendungen . . . . . . . . . . . 5
1.2 Ziele dieser Arbeit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
1.3 Aufbau dieser Arbeit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9

2 Grundlagen 11
2.1 Merkmalsdetektion und Merkmalsextraktion . . . . . . . . . . . . . . . . . . 12

2.1.1 Bag-of-Features . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
2.2 Bilderkennungssysteme . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

2.2.1 Generische Bilderkennungssysteme . . . . . . . . . . . . . . . . . . . 21
2.2.2 Flexible Bilderkennung . . . . . . . . . . . . . . . . . . . . . . . . . . 22
2.2.3 Frameworks . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

2.3 Generierung von Trainingsdaten . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.3.1 General-Purpose-Datensätze . . . . . . . . . . . . . . . . . . . . . . . 25
2.3.2 Human Computation und Crowdsourcing . . . . . . . . . . . . . . . 26
2.3.3 Visualisierung von Bilddatensätzen . . . . . . . . . . . . . . . . . . . 30
2.3.4 Semi-automatische Annotation . . . . . . . . . . . . . . . . . . . . . 32

3 Architektur des flexiblen Bilderkennungssystems 35
3.1 Anforderungen an ein flexibles Bilderkennungssystem . . . . . . . . . . . . 36

3.1.1 Weiche Anforderungen . . . . . . . . . . . . . . . . . . . . . . . . . . 36
3.1.2 Technische Anforderungen . . . . . . . . . . . . . . . . . . . . . . . . 38

3.2 Architektur von FOREST . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
3.2.1 Berechnungsschicht . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
3.2.2 Service-Schicht . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.2.3 Interaktionsschicht . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
3.2.4 Datenbank . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

3.3 Technische Realisierung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
3.3.1 Physikalische Verteilung . . . . . . . . . . . . . . . . . . . . . . . . . 45
3.3.2 Parallelisierung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
3.3.3 Erweiterbarkeit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
3.3.4 Algorithmen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
3.3.5 Klassifikation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
3.3.6 Multi-Klassen Klassifikation . . . . . . . . . . . . . . . . . . . . . . . 56
3.3.7 Berechnung eines Bilderkennungssystems . . . . . . . . . . . . . . . 56

3.4 Zusammenfassung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57



vi INHALTSVERZEICHNIS

4 Annotation von Trainingsdaten 59
4.1 Vorsortierung der Bilddaten . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

4.1.1 Unüberwachtes Lernen . . . . . . . . . . . . . . . . . . . . . . . . . . 61
4.1.2 Semi-überwachtes Lernen . . . . . . . . . . . . . . . . . . . . . . . . 61
4.1.3 Evaluation der semi-überwachten Neuberechnung . . . . . . . . . . 70

4.2 Grafische Benutzungsoberfläche . . . . . . . . . . . . . . . . . . . . . . . . . 76
4.2.1 Visuelle Rückkopplung . . . . . . . . . . . . . . . . . . . . . . . . . . 78
4.2.2 Technische Realisierung . . . . . . . . . . . . . . . . . . . . . . . . . 81

4.3 Benutzungsfreundlichkeit und Effizienz . . . . . . . . . . . . . . . . . . . . . 82
4.3.1 Studie 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82
4.3.2 Studie 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 87
4.3.3 Qualitative Ergebnisse der Benutzerstudien . . . . . . . . . . . . . . 89
4.3.4 Einschränkungen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 92

4.4 Annotation von Bildregionen . . . . . . . . . . . . . . . . . . . . . . . . . . . 93

5 Entwicklung aufgabenspezifischer Bilderkennungssysteme 97
5.1 Entwicklungsprozess . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98
5.2 Bilddatenakquisition . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 99
5.3 Grafische Entwicklungsoberfläche . . . . . . . . . . . . . . . . . . . . . . . . 101

5.3.1 Spezifikation der Bilddatenquelle . . . . . . . . . . . . . . . . . . . . 102
5.3.2 Analyse der Trainingsdaten . . . . . . . . . . . . . . . . . . . . . . . 102
5.3.3 Fortschrittsanzeige . . . . . . . . . . . . . . . . . . . . . . . . . . . . 104
5.3.4 Validierung und Fertigstellung . . . . . . . . . . . . . . . . . . . . . . 105

5.4 Spezifische Funktionen für Experten-Anwender . . . . . . . . . . . . . . . . 107
5.5 Entwicklungsdauer . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 109

6 Evaluation 111
6.1 Darstellung der Ergebnisse . . . . . . . . . . . . . . . . . . . . . . . . . . . . 113
6.2 Evaluation der Detektionsoperatoren . . . . . . . . . . . . . . . . . . . . . . . 116
6.3 Evaluation der Merkmalsextraktion . . . . . . . . . . . . . . . . . . . . . . . 120
6.4 Generelle Erkennungsleistung auf künstlichen Datensätzen . . . . . . . . . . 124

6.4.1 Diskriminative Bildstrukturen . . . . . . . . . . . . . . . . . . . . . . 125
6.4.2 Erkennungsleistung auf Caltech-101 . . . . . . . . . . . . . . . . . . 127

6.5 Generelle Erkennungsleistung auf realen Datensätzen . . . . . . . . . . . . . 130
6.5.1 Erkennung offener Fenster . . . . . . . . . . . . . . . . . . . . . . . . 130
6.5.2 Erkennung von Markttagen . . . . . . . . . . . . . . . . . . . . . . . 132
6.5.3 Erkennung von Segelbooten auf der Alster . . . . . . . . . . . . . . . 133
6.5.4 Erkennung von Flugzeugen auf dem Rollfeld . . . . . . . . . . . . . 135
6.5.5 Erkennung von Fahrzeugen . . . . . . . . . . . . . . . . . . . . . . . 136

6.6 Multi-Klassen Klassifikation . . . . . . . . . . . . . . . . . . . . . . . . . . . 140
6.6.1 Unterscheidung von Blumen . . . . . . . . . . . . . . . . . . . . . . . 140
6.6.2 Unterscheidung von Gesichtern . . . . . . . . . . . . . . . . . . . . . 143

6.7 Diskussion der Ergebnisse . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 144

7 Zusammenfassung und Ausblick 145
7.1 Zusammenfassung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 145



INHALTSVERZEICHNIS vii

7.2 Ausblick . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 148
7.2.1 Bereitstellung von Schnittstellen . . . . . . . . . . . . . . . . . . . . 148
7.2.2 Annotation von Bildregionen . . . . . . . . . . . . . . . . . . . . . . 148
7.2.3 Multimodale Daten . . . . . . . . . . . . . . . . . . . . . . . . . . . . 149
7.2.4 Komplexe Erkennungssysteme . . . . . . . . . . . . . . . . . . . . . 151
7.2.5 Raum-zeitliche Bilderkennung . . . . . . . . . . . . . . . . . . . . . . 152

A Technische Details 155
A.1 Service-Schicht . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 155

A.1.1 Klasse core.Manager . . . . . . . . . . . . . . . . . . . . . . . . . . . 157
A.1.2 Klasse core.scpManagement.SensorCreationProcess . . . . . . . . . 158
A.1.3 Paket core.requests . . . . . . . . . . . . . . . . . . . . . . . . . . . . 161

A.2 Datenbank . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 162
A.3 Berechnungsschicht . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 163

A.3.1 MATLAB-Server Schnittstelle . . . . . . . . . . . . . . . . . . . . . . 163
A.3.2 Objektorientierung in MATLAB . . . . . . . . . . . . . . . . . . . . . 165
A.3.3 Paketstruktur der Berechnungsschicht . . . . . . . . . . . . . . . . . 166
A.3.4 Schnittstelle für Detektionsoperatoren . . . . . . . . . . . . . . . . . 167
A.3.5 Schnittstelle für Merkmalsextraktion . . . . . . . . . . . . . . . . . . 170
A.3.6 Integration neuer Operatoren . . . . . . . . . . . . . . . . . . . . . . . 171
A.3.7 Ergebnistypen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 173

A.4 Beispielimplementierungen . . . . . . . . . . . . . . . . . . . . . . . . . . . . 174
A.4.1 Beispiel eines Detektionsoperators . . . . . . . . . . . . . . . . . . . 174
A.4.2 Beispiel eines Extraktionsoperators . . . . . . . . . . . . . . . . . . . 176
A.4.3 Beispiel eines Ergebnistyps . . . . . . . . . . . . . . . . . . . . . . . 179

A.5 Konfigurationsdateien . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 180
A.5.1 MATLAB-Server Konfiguration . . . . . . . . . . . . . . . . . . . . . 180
A.5.2 Konfiguration der Service-Schicht . . . . . . . . . . . . . . . . . . . . 181

B Detaillierte Evaluationsergebnisse 183
B.1 Merkmalsextraktion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 183
B.2 Caltech-101 Evaluation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 186
B.3 Erkennung auf realen Datensätzen . . . . . . . . . . . . . . . . . . . . . . . . 191

Verzeichnis der Webcam Datenquellen 195

Literaturverzeichnis 197





ABKÜRZUNGEN ix

Abkürzungsverzeichnis

ANOVA Analysis of variance
API Application Programming Interface
AR Augmented Reality

BoF Bag-of-Features
BoK Bag-of-Keypoints
BoVW Bag-of-Visual-Words
BoW Bag-of-Words
BRIEF Binary Robust Independent Elementary Features
BRISK Binary Robust Invariant Scalable Keypoints

CBIR Content-based Image Retrieval
CL Cannot-Link
CLD Color Layout Descriptor
CSD Color Structure Descriptor

DCD Dominant Color Descriptor
DFG Deutsche Forschungsgemeinschaft
DFT Diskrete Fourier Transformation
DoG Difference of Gaussian

EBR Edge-based Region Descriptor
Exif Exchangeable Image File Format

FAST Features from Accelerated Segment Test
FOREST Flexible Object Recognition System
FREAK Fast Retina Keypoints

GLOH Gradient Location-Orientation Histogram
GMM Gauß’sches Mischmodell
GUI Graphical User Interface

HMM Hidden Markov Model
HOG Histogram of Oriented Gradients
HSV Hue-Saturation-Value
HTML Hypertext Markup Language

IBR Intensity-based Region Descriptor
IDF Inverse Document Frequency
IP Interest Point

JSON JavaScript Object Notation

LBP Local Binary Patterns



x ABKÜRZUNGEN

LoG Laplacian of Gaussian
LPQ Local Phase Quantization

MDS Multidimensionale Skalierung
ML Must-Link
MPEG Moving Picture Experts Group
MSER Maximally Stable Extremal Regions
MVC Model-View-Controller

NMF Nicht-Negative Matrix Faktorisierung

ORB Oriented Binary Robust Independent Elementary Features

PCA Principal Component Analysis

QR Quick Response

RAM Random Access Memory
ROC Receiver Operating Characteristic

SFB Sonderforschungsbereich
SIFT Scale-invariant Feature Transform
SNN Shared Nearest Neighbor
SNoW Sparse Network of Winnows
SOM Self-organizing Map
SQL Structured Query Language
SSD Sum of Squared Differences
SURF Speeded-up Robust Features
SVD Singular Value Decomposition
SVM Support Vector Machine

tf Term-Frequenz
TUI Tangible User Interface

UML Unified Modeling Language
URL Uniform Resource Locator

WOEID Where On Earth Identifier

XML Extensible Markup Lanuage



NOTATION UND SYMBOLE xi

Notation und Symbole
H(i) Starker Klassifikator

hv,t,θ Schwache Hypothese, definiert durch Merk-

malsvektor v, Merkmalstyp t und einen

Schwellwert θ

I Menge an Bildern i

∣I∣ Anzahl der Bilder i in Menge I

I⊖ Menge der negativ annotierten Bilder

I⊕ Menge der positiv annotierten Bilder

σ Standardabweichung

θ Schwellwert

u Skalar

u Vektor, u ∈ Rn, n > 1

∣∣u, v∣∣ Distanz zwischen Vektoren u und v ohne nähere

Spezifikation der Metrik

∣∣u, v∣∣2 Euklidische Distanz zwischen Vektoren u und v

u Menge an Vektoren, mit ∣u∣ der Anzahl der Vek-

toren in u

U Matrix, U ∈ Rn,m mit n, m > 1





Zusammenfassung
Die Entwicklung von Bilderkennungssystemen ist ein hochkomplexer Prozess, der derzeit
fast ausschließlich von Experten mit entsprechenden Fachkenntnissen bewältigt werden
kann. Bilderkennungssysteme haben durch die allgegenwärtige Verfügbarkeit an Bilddaten
und ihren kostenneutralen Einsatz das Potential, eine wichtige Rolle in der digitalisierten
Gesellschaft zu spielen. Jedoch ist ihr Einsatz effektiv durch den nicht vorhandenen Zu-
gang zu entsprechenden Entwicklungswerkzeugen limitiert. Diese Arbeit verfolgt das Ziel,
ein Software-Framework bereitzustellen, das von Anwendern ohne Fachkenntnisse genutzt
werden kann. Hierfür werden die einzelnen Schritte des Entwicklungsprozesses betrachtet
und an diese Zielgruppe adaptiert. Im Detail bedeutet dies für das in dieser Arbeit präsen-
tierte Software-Framework FOREST (Flexible Object Recognition System), dass

◇ der Entwicklungsprozess größtmöglich automatisiert abläuft,
◇ nicht automatisierbare Komponenten vereinfacht werden
◇ und eine intuitive Benutzungsoberfläche bereitgestellt wird, die keine Einarbeitungs-

zeit und Fachkenntnisse erfordert.

Im Gegensatz zu existierenden Entwicklungswerkzeugen ist das Ziel von FOREST nicht
die Entwicklung eines speziellen Bilderkennungssystems, sondern die Adaption an die vom
Anwender intendierte Erkennungsaufgabe. Allein durch die Auswahl einer Bilddatenquel-
le und der Annotation der Bilder lernt FOREST einen Klassifikator, der die Erkennungs-
aufgabe löst. Das resultierende Bilderkennungssystem wird auch als aufgabenspezifisches
Bilderkennungssystem bezeichnet, da es speziell auf die gestellte Erkennungsaufgabe trai-
niert wurde. Beispielsweise kann eine Webcam genutzt werden, um geöffnete Fenster zu
detektieren und so Wetterschäden oder einen Einbruch zu vermeiden.
Die Bereitstellung eines Entwicklungswerkzeugs für Anwender ohne Fachkenntnisse wird
durch die automatische Bildverarbeitung mit einer großen Menge an Operatoren für die
Merkmalsdetektion und die Merkmalsextraktion realisiert. Die Auswahl diskriminativer
Merkmalsdeskriptoren für die Klassifikation aus dem Merkmalsdatensatz wird während
des Trainingsprozesses durch einen Boosting-Klassifikator geleistet. Die modulare und er-
weiterbare Struktur des Frameworks ist entscheidend für den langfristig erfolgreichen Ein-
satz des Systems. FOREST stellt spezifizierte Schnittstellen für den Zugriff auf das System
durch Benutzungsschnittstellen und die Erweiterung der Erkennungsfunktionalität bereit.
Die Komponenten des Systems können zentral bereitgestellt werden und erlauben so die
Nutzung ohne eine lokale Installation durch den Anwender.
Die Definition der Erkennungsaufgabe findet durch die Annotation der Bilder, also der
Zuweisung einer Kategorie zu jedem Bild, statt. Die Annotation ist ein sehr aufwändiger
Prozess, da sie manuell durchgeführt werden muss. Die Qualität der Trainingsdaten und
die Qualität der Annotationen, also die Korrektheit, haben direkten Einfluss auf die Ergeb-
nisse des resultierenden Bilderkennungssystems. Der Annotationsaufwand wird mit Hilfe
eines semi-automatischen Prozesses reduziert, indem Bilder ihrer Ähnlichkeit nach vor-
sortiert und in einer optimierten Benutzungsoberfläche dargestellt werden. Die Annotation
ganzer Cluster in einem Zug ermöglicht eine effiziente Annotation des Datensatzes. Die
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Vorsortierung stellt aufgrund der unbekannten Natur der Bilder eine große Schwierigkeit
dar, die durch die Integration verschiedener Bildmerkmale in einen Bag-of-Features (BoF)
Histogramm-Merkmalsvektor gelöst werden kann. Die Vorsortierung der Bilder kann wäh-
rend des Annotationsprozesses weiter verbessert werden, indem partiell verfügbare An-
notationen in einem semi-überwachten Lernprozess eingesetzt werden. Anhand partieller
Annotationen wird die Gewichtung der Bildmerkmale so angepasst, dass die Ähnlichkeit
innerhalb einer Kategorie erhöht wird. Zusätzlich erlaubt die Identifikation diskriminativer
Bildmerkmale eine Visualisierung relevanter Bildregionen, die Anwendern als Qualitäts-
maß für die neu berechnete Vorsortierung der Bilder dienen kann.
Die Benutzungsschnittstellen sind auf eine visuelle Informationsdarstellung ausgelegt. FO-
REST erlaubt Laien-Anwendern die Entwicklung aufgabenspezifischer Bilderkennungs-
systeme in einem einfach gehaltenen Entwicklungsprozess, der notwendige Interaktionen
auf ein Minimum beschränkt. Dennoch ist FOREST für Experten-Anwender nutzbar. Neue
Operatoren können leicht in das System integriert und effizient evaluiert werden.
Die Ergebnisse aufgabenspezifischer Erkennungssysteme, die mit FOREST entwickelt wur-
den, sind mit den Ergebnissen spezialisierter Systeme vergleichbar. Die detaillierte Analy-
se der Klassifikation zeigt zudem, dass trotz der Annotation ganzer Bilder mit einer Ka-
tegorie relevante Objektstrukturen erkannt und automatisiert für die Erkennung herange-
zogen werden. Der Entwicklungsaufwand für die Erstellung eines aufgabenspezifischen
Bilderkennungssystems ist nicht mit der gemeinhin bekannten Entwicklung von Bilderken-
nungssystemen vergleichbar, da das System keine Programmierkenntnisse, kein Fachwis-
sen und keine Eigenentwicklung erwartet. FOREST bietet daher für fachfremde Anwender
ein Entwicklungswerkzeug und ermöglicht die Entwicklung von Bilderkennungssystemen
für alltägliche Aufgaben. Damit legt FOREST den Grundstein für einen breiten Einsatz von
Bilderkennungsanwendungen im Alltag.



Englische Zusammenfassung
- Abstract

The development of image recognition systems is a complex and highly specialized process,
which requires expert knowledge in areas of image recognition and machine learning. Alt-
hough image recognition systems have a large potential for future applications in everyday
life of our current digitized society, their application, as of today, is limited by the lack of
access to appropriate development tools. The purpose of this work is the development of a
software framework for users without expert knowledge in the areas of computer vision and
machine learning. The development of such a software framework requires the adaptation
of the standard development process in computer vision to the needs of non-expert users.
In detail, the framework developed and presented in this work, called FOREST (Flexible
Object Recognition System),

◇ highly automates the development process
◇ simplifies the development of non-automatable components, and
◇ provides intuitive user interfaces which require no training or previous knowledge.

In contrast to existing development tools, FOREST does not aim to provide a tool for a
specialized development process, but instead lets users adapt its generic recognition func-
tionality to the intended recognition task. FOREST requires only an image data source
and the annotations for the image data to learn a classifier for the intended task, e.g., the
recognition of left open windows. The resulting recognition system is referred to as an
application-specific recognition system, since it was trained for a specific task only.
The flexible recognition system FOREST implements its generic recognition functionality
by providing a multitude of methods for the detection of salient image regions and the ex-
traction of image feature descriptors. The selection of discriminative image features from
this resulting set of heterogeneous features is performed using a Boosting approach. The
long-term success of FOREST is determined by its modularity and extensibility. The fra-
mework provides specified software interfaces for accessing or extending the system or
its recognition functionality. The main functionality of the framework can be provided as
a central resource, thereby allowing users to access the functionality without the need to
install all components of the framework on a local system.
Since the image recognition task itself is defined solely through the annotation of ground
truth data, i.e., the assignment of a category to each image, this step cannot be automated.
Image annotation requires a lot of time an effort, since quality, i.e., the correctness, of
the annotated ground truth data is crucial for the correctness of the resulting application-
specific recognition system. A semi-automatic annotation process is employed to reduce
the required time and effort. This process clusters images according to similarity and allows
users to annotate clusters in one go and, thereby, efficiently annotate the complete data set.
Since the nature of the image data is unknown beforehand, and the semi-automatic process
has to perform well on arbitrary data sets, multiple image feature types are used. A Bag-
of-Features (BoF) approach is employed to integrate these different feature types in one
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histogram vector. The clustering of the image data is also recalculated during the annotation
process using partial annotations, in order to further improve the arrangement of similar
images. Partial annotations are employed to identify discriminative features, which lead to
a high similarity between images of the same category and a small similarity of images in
different categories. A major advantage of the identification of such discriminative features
is that they can be visually displayed as relevant image regions, thereby giving users an idea
of the quality of the recalculated clustering.
The framework allows users to develop application specific image recognition systems in
a simple development process. Necessary user interactions are reduced to a minimum. Alt-
hough non-expert users are an important user group, the framework is also of interest to
expert users. Newly developed operators may easily be integrated into the framework and
can be tested and evaluated without knowledge about the internal processing of FOREST.
Recognition results of application specific recognition systems developed with FOREST
are comparable to those of specialized recognition systems. A detailed analysis of classifi-
cation results shows that despite weakly supervised learning, relevant image structures are
identified and used for the recognition task. The effort for the development of application-
specific recognition systems is not comparable with the effort of manually developing a
specialized image recognition system, since FOREST requires no expert knowledge, no
programming skills, and no custom developments. FOREST therefore provides a frame-
work for non-expert users which allows the wide application of image recognition systems
in everyday use.
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Der ständige technologische Fortschritt in der Entwicklung digitaler Medien zur Aufnahme
und Sicherung von Bildern führt zu einer stetig anwachsenden Menge verfügbarer Bild-
daten. Die rasant steigende Popularität sozialer Netzwerke und Internetplattformen zum
Teilen und Verbreiten von Bildern hat ihrerseits zu einer ständigen Verfügbarkeit dieser
riesigen Mengen an Bilddaten geführt. Während bis 2012 auf Flickr1 noch zwischen 40
bis 50 Mio. Bilder im Jahr hochgeladen wurden (Michel, 2013), vermeldete Facebook2 im
Jahr 2012 bereits eine Menge von 300 Mio. Bildern pro Tag (Armbrust, 2012). Das Teilen
von Bildern und Fotos wird als Freizeitbeschäftigung gesehen, dient aber gleichzeitig auch
in hohem Maß der Selbstdarstellung innerhalb des (erweiterten) Freundeskreises (Counts
und Fellheimer, 2004; Nov et al., 2010a). Die Annotation von Bildern mit sogenannten
Tags, also Kennzeichnungen des Inhalts auf Internetplattformen wie Flickr hat sowohl für
die Besucher als auch für die aktiven Nutzer3 der Plattform Vorteile (Ames und Naaman,
2007; Angus und Thelwall, 2010; Nov und Ye, 2010b). Obwohl solche Tags für die For-
schung im Bereich Bilderkennung nützliche Trainingsinformationen liefern können, enthal-
ten die Tags großer Bildmengen in der Regel unvollständige Daten oder semantisch mehr-
deutige Begriffe (Rorissa, 2010; Schmitz, 2006; Sigurbjörnsson und van Zwol, 2008). Die
Nutzung frei verfügbarer Bilddatensätze für Anwendungen in der Bilderkennung ist den-
noch von großem Interesse. Einerseits können auf diesem Weg Bilder bereitgestellt werden,
die direkt für die Forschung und Entwicklung genutzt werden können. Andererseits ist die

1http://Flickr.de
2https://de-de.facebook.com
3Sämtliche in dieser Arbeit verwendeten Formen beziehen sich auf beide Geschlechter gleichermaßen. Der

Verständlichkeit halber wird auf die explizite Nennung der weiblichen Form verzichtet. Diese ist aber
implizit stets mit eingeschlossen.

http://Flickr.de
https://de-de.facebook.com
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Entwicklung von Bilderkennungssystemen für solche Datensätze selbst von Interesse. Bei-
spielsweise bieten Bilderkennungssysteme die Möglichkeit, Fotos automatisch in bestimm-
te Kategorien einzuteilen oder Personen zu identifizieren. Diese Funktionalität kann für ein
soziales Netzwerk ein nützliches Feature darstellen und auch für private Bilddatenbanken
hilfreich sein. Die Identifikation von Bildinhalten ist von Menschen problemlos durchführ-
bar. Für maschinelle Verfahren stellt die semantische Interpretation von Bildinhalten al-
lerdings immer noch eine große Herausforderung dar. In den vergangenen Jahren wurden
einige hocheffiziente Verfahren entwickelt, die einzelne Aufgabenstellungen, wie z.B. Ge-
sichtserkennung (Li und Jain, 2011; Wiskott et al., 1997; Zhao et al., 2003), Handschrifter-
kennung (Due Trier et al., 1996; Hull, 1994; Impedovo et al., 1991) und Verkehrszeiche-
nerkennung (Mogelmose et al., 2012; Ruta et al., 2010; Stallkamp et al., 2012) zuverlässig
lösen. Allerdings wird die zuverlässige Erkennung in diesen Fällen durch eine aufwändi-
ge und hochspezialisierte Entwicklungsphase erkauft, in der spezialisierte Operatoren über
Jahre entwickelt und getestet werden. Die Identifikation und Entwicklung von Methoden
zur Lösung einer konkreten Bilderkennungsaufgabe ist aufgrund der notwendigen Fach-
kenntnisse Experten vorbehalten, weshalb Bilderkennungssysteme sich bislang nur in sehr
eingeschränkten Bereichen Zugang zu einem breiten Publikum erschließen konnten. Posi-
tive Beispiele für Bilderkennungsanwendungen, die von Anwendern außerhalb von Fach-
kreisen angenommen wurden, sind:

◇ iPhoto4: Automatische Sortierung und Annotation von Fotos anhand von Gesichtern,
◇ Entsperren von Smartphones mittels Gesichtserkennung (verfügbar ab Android5 4.0)

(Matsuoka, 2012),
◇ Erkennung von QR- oder Barcodes mit Smartphones (Kato und Tan, 2007; Ohbuchi

et al., 2004).
Der Erfolg dieser Anwendungen ist zum einen darauf zurückzuführen, dass die Funktiona-
lität auf mittlerweile allgegenwärtigen Smartphones vorhanden ist. Zum anderen ist die
Entwicklung in den Bereichen Barcode Erkennung und Gesichtserkennung bereits sehr
weit fortgeschritten und damit robust genug für einen Einsatz im Alltag. Andere Bilderken-
nungsanwendungen, z.B. die Erkennung von Sehenswürdigkeiten, Gemälden, Logos oder
Texten wie in der Android Applikation Google Goggles6, haben sich noch nicht im glei-
chen Maß durchsetzen können. Erfahrungsberichten im Google Play Store (Google Gog-
gles im Google Play Store) zufolge ist die Funktionalität für viele Menschen interessant,
läuft aber noch nicht robust genug, um im Alltag wirklich hilfreich zu sein. Die Erkennung
kann durch die Nutzung von Standortinformationen generell verbessert werden, allerdings
ist diese Funktion im Wesentlichen für Sehenswürdigkeiten und Gemälde relevant, da hier
der Suchraum aufgrund der Position stark eingeschränkt werden kann. Obwohl also der
Wunsch nach Bilderkennungsanwendungen im Alltag vorhanden ist, existieren robuste Lö-
sungen nur für Anwendungen, die kommerziell oder sicherheitstechnisch interessant sind
und deren Entwicklung in den letzten Jahren daher stark gefördert wurde. Die Entwicklung
spezialisierter Bilderkennungssysteme ist ein aufwändiger und teurer Prozess, der von Ex-
perten geleistet werden muss. Sie erfordert die detaillierte Analyse der Erkennungsaufga-
be, die Identifikation oder Entwicklung geeigneter Merkmale für die Erkennung sowie eine

4http://www.apple.com/de/ilife/iphoto
5Betriebssystem für mobile Geräte. Entwickelt von der Open Handset Alliance.
6http://www.google.com/mobile/goggles

http://www.apple.com/de/ilife/iphoto
http://www.google.com/mobile/goggles
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(a) Vision 1.0: Starrer Prozess zur Entwicklung eines spezialisierten Bilderkennungssystems durch
Experten.
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(b) Vision 2.0: Anwender definieren Erkennungsaufgaben durch Annotation der Bilder, die aus frei zu-
gänglichen Bilddatenquellen stammen. Die bereitgestellten Erkennungskomponenten werden allein auf-
grund der Annotationen automatisch ausgewählt.

Abbildung 1.1: Schematische Darstellung der Entwicklungsprozesse für Bilderkennungs-
systeme. Webcam-Quellen in (b): (1. Spalte) Alster Webcam, Laborkamera SFB Nexus,
(2. Spalte) Marktplatz Aurich, (3. Spalte) Hafen Stralsund.



4 Kapitel 1 ◆ Einführung

ausgiebige Testphase des Systems. Dieser Entwicklungsprozess ist in Abbildung 1.1(a) als
Vision 1.0 dargestellt. Die Notwendigkeit der Entwicklung durch Computer Vision Exper-
ten sowie der Entwicklungsaufwand und der damit einhergehende Zeitaufwand, machen
diesen Entwicklungsprozess kostenintensiv. Die hohen Kosten dieses statischen Entwick-
lungsprozesses sind allerdings in vielen Fällen gerechtfertigt, beispielsweise für sicherheits-
relevante Anwendungen wie Fahrerassistenzsysteme (Mobileye7) oder Überwachungstech-
nik (SafetyEYE8). Für eine allgemeine Verbreitung von Bilderkennungssystemen zur Nut-
zung im Alltag sind allerdings weder die Kosten noch der damit einhergehende Aufwand
gerechtfertigt. Die Entwicklung der letzten Jahre im Bereich Smartphones und Software
hat gezeigt, dass Anwender neue Technologien sehr schnell annehmen, allerdings kaum
bereit sind, eine lange Einarbeitungszeit in Kauf zu nehmen. Je intuitiver die Technologie
ist, desto höher ist das Potential, schnell und erfolgreich von der Kundschaft angenommen
zu werden.
Die bisherige Forschung und Entwicklung im Bereich Computer Vision hat sich auf ge-
nerische Verfahren für die Erkennung fokussiert, also die Entwicklung von Verfahren, die
auf verschiedenen Datensätzen gute Erkennungsleistungen erbringen. Die Erstellung allge-
mein verwendbarer (engl. General Purpose) Datensätze hat sich dagegen größtenteils auf
den Einsatz menschlicher kognitiver Fähigkeiten spezialisiert. Die Erstellung von General-
Purpose-Datensätzen wurde in den letzten Jahren in Form von Spielen (ESP-Game von
Ahn und Dabbish, 2004), Gemeinschaftsprojekten (LabelMe Russell et al., 2008) oder on-
line Marktplätzen wie Amazon Mechanical Turk (Sorokin und Forsyth, 2008) untersucht.
Die Anwendbarkeit solcher General-Purpose-Datensätze ist allerdings auf die Evaluation
neuer Verfahren und damit auf den Einsatz in der Forschung beschränkt, da sich reale Er-
kennungssysteme nicht oder nur selten auf Szenarien beziehen, die in solchen Datensätzen
ausreichend abgedeckt werden.
Die Entwicklung von Bilderkennungssystemen für alltägliche Erkennungsaufgaben durch
„normale“ Anwender, also Anwender ohne spezielle Fachkenntnisse, kann mit den verfüg-
baren Methoden und vorhandenen Systemen nicht ohne großen Aufwand und nicht ohne
das Erlernen von Fachwissen geleistet werden, obwohl der Stand der Technik durchaus die
Lösung alltäglicher Aufgaben erlaubt. Beispiele für solche alltäglichen Aufgaben sind die
Erkennung von offen gelassenen Fenstern oder Türen, freien Parkplätzen oder bestimmten
Ereignissen („Das Licht in meiner Wohnung wurde angeschaltet, obwohl ich im Urlaub
bin“). Für eine große Zahl solcher Erkennungssysteme stehen bereits adäquate Webcams
bereit, die den relevanten Bildausschnitt zeigen und Zugriff auf die Bilder ermöglichen.
Da die meisten Haushalte zudem einen Computer mit Internetanschluss besitzen, ist da-
von auszugehen, dass für die Entwicklung eines Bilderkennungssystems prinzipiell keine
spezielle Hardware angeschafft werden müsste. Diese Situation soll in dem als Vision 2.0
bezeichneten Entwicklungsprozess ausgenutzt werden. Analog zu der Definition des Web
2.0 zeichnet sich Vision 2.0 durch die Partizipation von Anwendern (der sog. Community)
aus. Der Prozess ist schematisch in Abbildung 1.1(b) dargestellt, wobei hier im Gegensatz
zu Vision 1.0 in Abbildung 1.1(a) auf die Darstellung eines zeitlichen Ablaufs verzichtet
wurde. Der Vision 2.0 Entwicklungsprozess zeichnet sich dadurch aus, dass den Anwen-
dern verschiedene, in sich simple Komponenten zur Verfügung gestellt werden, mit de-

7http://www.mobileye.com
8https://www.pilz.com/de-DE/eshop/A0010B0016/Sichere-Kamerasysteme

http://www.mobileye.com
https://www.pilz.com/de-DE/eshop/A0010B0016/Sichere-Kamerasysteme
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ren Hilfe Bilderkennungssysteme entwickelt werden können. Der Vorteil von Vision 2.0
ist, dass Bilderkennungssysteme ohne Kosten und mit geringem Zeitaufwand erstellt wer-
den können. Hierdurch bietet sich die Möglichkeit, Bilderkennung in großem Umfang für
alltägliche Aufgaben einzusetzen. Würde sich der großflächige Einsatz solcher Bilderken-
nungssysteme durchsetzen, wäre es zudem möglich, durch die Integration anderer (multi-
modaler) Informationen, wie beispielsweise Wetter, Zeit, Datum, Veranstaltungskalender,
Position, etc., komplexere Erkennungssysteme auf Basis einer breiten Datenlage zu reali-
sieren.

1.1 Nutzung allgegenwärtiger
Bilderkennungsanwendungen

Die Bereitstellung eines flexiblen Bilderkennungssystems, das das Lösen alltäglicher Er-
kennungsaufgaben ermöglicht, kann zu einer weiten Verbreitung von Bilderkennungssys-
temen führen.
Beispiele für alltägliche Erkennungsaufgaben können sein:

◇ Sind beim Verlassen meines Büros alle Fenster geschlossen?
◇ Gibt es vor meiner Arbeitsstelle einen freien Parkplatz?
◇ Ist vor der Kantine eine lange Warteschlange?
◇ Benachrichtigung bei aktuellem Wetterumschwung (damit das Auto / Fahrrad / ande-

rer Gegenstand in Sicherheit gebracht werden kann)

Alltägliche Bilderkennungssysteme können aber auch andere Ziele verfolgen, wie bei-
spielsweise

◇ die automatische Statusaktualisierung auf Webseiten, durch Auswertung von Ver-
kehrskameras oder öffentlichen Webcams,

◇ die Unterscheidung und Erkennung bestimmter Objekte,
◇ die Entwicklung von Bilderkennungssystemen für bestimmte Zielgruppen oder Ge-

meinschaften, wie etwa Systeme zur Unterscheidung und Erkennung von Tieren, Blu-
men oder Pilzen.

Eine weite Verbreitung von Bilderkennungssystemen im Alltag bietet die Möglichkeit, ko-
stengünstige Erkennungssysteme zu entwickeln, die als Spezialform eines Sensors betrach-
tet werden können. Die zunehmende Miniaturisierung physikalischer Sensoren zu soge-
nanntem intelligenten Staub (engl. Smart Dust) (Kahn et al., 1999) ermöglicht die Über-
wachung großflächiger Umgebungen. Allerdings sind mit physikalischen Sensoren – wenn
auch geringe – Kosten verbunden. Der Einsatz intelligenter Algorithmen zur Bilderken-
nung auf bereits vorhandenen Kameradaten wäre hingegen ohne zusätzliche Hardware
realisierbar. Eine Reihe physikalischer Sensoren könnte durch solche Bilderkennungssys-
teme ersetzt werden. Solch einen Ansatz verfolgte auch der Sonderforschungsbereich 627
(Nexus), aus dem das Projekt zur Entwicklung eines flexiblen Bilderkennungssystems ur-
sprünglich entstand.
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Abbildung 1.2: Informationsfluss zwischen einem Weltmodell und Bilderkennungsanwen-
dungen. Erkennungsergebnisse werden in das Weltmodell eingepflegt. Gleichzeitig können
anderweitige Kontextinformationen aus dem Weltmodell genutzt werden, um die Erken-
nungsleistung zu verbessern. Bildquellen (v.l.n.r): Privat (der TowerCam nachempfunden),
Marktplatz Aurich, Laborkamera SFB Nexus, Webcam Windsurfclub Emsland.

Der Sonderforschungsbereich beschäftigte sich mit der Integration heterogener Sensordaten
in ein umfassendes Kontextmodell (Lange et al., 2009), welches Informationen beliebiger
(physikalischer) Sensoren verfügbar macht und die Integration der Sensordaten zu soge-
nanntem höherwertigen Kontext ermöglicht. Die Auswertung von Bilddaten aus Kameras
oder Webcams könnte in diesem Szenario dazu genutzt werden, Kontextinformationen zu
generieren und in das Kontextmodell einzupflegen. Gleichzeitig könnte aber auch bereits
vorhandener Kontext genutzt werden, um die Erkennungsleistung der Bilderkennung zu
verbessern, wie etwa in Form der Integration von Informationen über das Wetter, Zeitplä-
ne oder Veranstaltungen. Denkbar wäre in solch einem Szenario, dass Kontextinformatio-
nen als Annotationen für Bilder dienen. Beispielsweise könnten Informationen über aktu-
elle Staumeldungen aus textuellen Daten extrahiert werden. Diese können wiederum ge-
nutzt werden, um ein Bilderkennungssystem überwacht auf Verkehrskameras zu trainieren.
Möglich wäre auch die Nutzung von Kontextinformationen, um spezielle Bilderkennungs-
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systeme „anzulernen“, die auf eine bestimmte Situation spezialisiert sind. Beispielsweise
können Wetterinformationen genutzt werden, um ein Bilderkennungssystem zu trainieren
das auf Regen spezialisiert ist, während ein anderes Bilderkennungssystem auf strahlen-
den Sonnenschein trainiert wird. Durch diese Spezialisierung könnten Probleme vermieden
werden, die durch die große Varianz in Bildern aufgrund unterschiedlicher Beleuchtungs-
verhältnisse entstehen. Das flexible Bilderkennungssystem könnte also als Datenlieferant
für ein Kontextmodell dienen, aber auch selbst die Kontextinformationen nutzen, um die
Bilderkennung zu verbessern. Diese gegenseitige Beeinflussung ist schematisch in Abbil-
dung 1.2 dargestellt.
Bedauerlicherweise lief der Sonderforschungsbereich 627 Ende 2010 aus, weshalb diese
Arbeit ohne die Vorzüge eines umfassenden Kontextmodells fertiggestellt werden musste.

1.2 Ziele dieser Arbeit
Das Ziel dieser Arbeit ist die Entwicklung eines Vision 2.0 Systems, das die effiziente Er-
stellung aufgabenspezifischer Bilderkennungssysteme ermöglicht. Das flexible Bilderken-
nungssystem hat nicht den Anspruch, generische Bilderkennung bereitzustellen, sondern
soll durch den Anwender auf eine spezielle Aufgabe adaptiert werden. Im Rahmen die-
ser Arbeit wurde ein Software-Framework für die Erstellung solcher aufgabenspezifischer
Bilderkennungssysteme entwickelt.
Bislang in der Forschung verbreitete generische Erkennungssysteme umfassen im Wesent-
lichen die Entwicklung und Integration von Merkmalsoperatoren sowie Elemente des ma-
schinellen Lernens für die Klassifikation der Daten. Dagegen umfasst diese Arbeit alle
Aspekte des Entwicklungsprozesses, also die Akquisition von Bilddaten, die Auswahl von
Operatoren, die Annotation der Trainingsbilder und die Festlegung von Einstellungen für
die Klassifikation. Die Entwicklung dieser Komponenten für eine Zielgruppe ohne Fach-
kenntnisse, wie es das Ziel des Vision 2.0 Entwicklungsprozesses ist, setzt eine hoch ent-
wickelte Mensch-Maschine-Interaktion voraus und erfordert daher die Entwicklung geeig-
neter Interaktionstechniken.
Die entscheidenden Unterschiede dieser Arbeit im Vergleich zum aktuellen Stand der Tech-
nik (Vision 1.0 und generische Erkennungssysteme) sind im Folgenden beschrieben und
stellen den wissenschaftlichen Nutzen dieser Arbeit dar.

Definition

Ein aufgabenspezifisches Bilderkennungssystem ist ein Bilderkennungssystem,
das auf eine spezifische (spezialisierte) Erkennungsaufgabe trainiert wurde und aus-
schließlich den Anspruch hat, eben diese Erkennungsaufgabe zu lösen.
Ein mit FOREST erstelltes aufgabenspezifisches Bilderkennungssystem wird der
Eindeutigkeit halber als FOREST-Erkennungssystem bezeichnet.

Synonym: Spezifisches Bilderkennungssystem, benutzerdefiniertes Bilderkennungs-
system.
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Entwicklung eines flexiblen und erweiterbaren Frameworks Die Entwicklung eines
flexiblen und erweiterbaren Frameworks zur Erstellung von Bilderkennungssystemen stellt
Anforderungen an die Architektur und die technische Realisierung der Software. Das Fra-
mework muss zum einen robust sein und Anwender nicht mit technischen Details belasten,
zugleich muss es aber die technischen Voraussetzungen bieten, die eine hohe Flexibilität,
leichte Erweiterbarkeit und gute Wartbarkeit ermöglichen.

Keine Anforderung bezüglich fachlicher Vorkenntnisse Das flexible Erkennungssys-
tem muss ohne fachliche Vorkenntnisse benutzbar sein. Dies bezieht sich vor allem auf
Vorkenntnisse bezüglich

◇ der technischen Umsetzung von Bilderkennungssystemen,
◇ Verfahren zur Detektion oder Extraktion von Merkmalen in der Bilderkennung,
◇ Verfahren des maschinellen Lernens zur Klassifikation der Daten sowie
◇ Programmiersprachen und -techniken.

Diese Anforderungen an das System gehen damit einher, dass die Auswahl geeigneter Ver-
fahren für die spezifische Erkennungsaufgabe nicht durch den Anwender geleistet werden
kann, sondern automatisch, durch das System selbst, erfolgen muss.
Obwohl zu erwarten ist, dass spezifische, alltägliche Erkennungsaufgaben in sich keine
allzu große Komplexität beinhalten, kann und soll der Raum potentieller Erkennungsauf-
gaben nicht von vornherein eingeschränkt werden. Die potentielle Anzahl spezifischer Er-
kennungsaufgaben ist daher prinzipiell beliebig. Daraus ergibt sich bezüglich der Opera-
torauswahl eine analoge Aufgabenstellung wie für generische Bilderkennungssysteme, die
verschiedene Erkennungsaufgaben in einem System zu lösen versuchen. Aufgrund dieser
generischen Eigenschaften stellt das entwickelte System keine auf die Erkennungsaufga-
be spezialisierten Verfahren bereit, sondern wählt aus einem Pool existierender Verfahren
automatisch geeignete aus.

Keine Integration von Vorwissen Spezialisierte Erkennungssysteme nutzen Vorwissen
über die Erkennungsaufgabe, aufgrund dessen die Entwicklung geeigneter Merkmale oder
Verfahren stattfindet. Dieses Vorgehen verfolgt das Ziel, die Erkennung effizient und mit
hoher Genauigkeit zu lösen. Dieses Vorwissen kann in Form eines impliziten oder expli-
zit definierten Modells vorliegen und reicht von der geometrischen Modellierung (Glasner
et al., 2012) und der Verwendung spezieller Farbinformationen (Li et al., 2013) über die
Definition der Größe des Detektionsfensters (Dalal und Triggs, 2005) bis hin zu der Ein-
schränkung des Suchraums durch Benutzerrückmeldungen (Branson et al., 2010).
Ohne die Integration von Vorwissen kann keine Optimierung der Operator-Parameter statt-
finden und es kann nicht a priori entschieden werden, welche Merkmale für die Erkennung
geeignet sind. Die Definition der Erkennungsaufgabe wird allein durch die Annotation der
Bilddaten realisiert.

Effiziente Generierung von Ground-Truth-Daten Das Trainieren spezialisierter Bild-
erkennungssysteme erfordert große Mengen an Trainingsdaten. Die Annotation dieser Bil-
der, also die Assoziation der Bilder mit einer bestimmten Kategorie, ist generell ein sehr
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aufwändiger Schritt. Da ein System zur automatischen Annotation von Bildern bereits die
Fähigkeit besitzt, die dem spezialisierten Erkennungssystem mit Hilfe der Annotationen
beigebracht werden soll, kann solch ein System per Definition nicht existieren. Daher muss
die Annotation manuell durchgeführt werden und erfordert einen hohen Zeitaufwand.
Ein Ziel dieser Arbeit ist die Entwicklung einer Komponente zur effizienten Annotation
von Bildern und Bilddatensätzen, die für das Training der Bilderkennungssysteme genutzt
werden können. Der manuelle Annotationsaufwand soll mit Hilfe semi-automatischer Lern-
verfahren reduziert werden. Eine automatische Annotation der Bilder innerhalb des semi-
automatischen Prozesses wird nicht untersucht. Die Korrektheit der Annotationen ist ent-
scheidend, weswegen die Entscheidung über die Annotation dem Anwender obliegt.

Allgemeine Verfügbarmachung von Bilderkennungsmethoden Die Lösung einfacher,
alltäglicher Bilderkennungsaufgaben ist für Einzelpersonen oder kleinere (Fan-) Gemein-
den von Interesse. Allerdings sind sie nicht von solcher Bedeutung, dass es gerechtfertigt
wäre, Kosten für deren Entwicklung in Kauf zu nehmen. Ein flexibles System, das die
Entwicklung solcher Erkennungssysteme durch Laien-Anwender ermöglicht, kann dieses
bislang nicht ausgeschöpfte Potential nutzen. Welche Erkennungsaufgabe genau durchge-
führt werden soll, ist für das flexible Bilderkennungssystem nicht relevant. Während des
Trainingsprozesses wird ein spezielles Modell gelernt, das anschließend zur Erkennung
eingesetzt wird. Im Voraus muss also keine Information über die Geometrie des Objekts
oder das eigentliche Ziel der Erkennungsaufgabe bekannt sein.

1.3 Aufbau dieser Arbeit
Der Aufbau der Arbeit ist angelehnt an die einzelnen Komponenten des flexiblen Erken-
nungssystems sowie an die Reihenfolge, in der diese während des Entwicklungsprozesses
zum Einsatz kommen. Im Vorfeld der detaillierten Diskussion des flexiblen Erkennungs-
systems wird in Kapitel 2 die grundlegende Literatur für diese Arbeit diskutiert. Die Li-
teratur gliedert sich dabei in drei Teilbereiche: Operatoren für die Merkmalsdetektion und
Merkmalsextraktion (Kapitel 2.1), existierende Bilderkennungssysteme (Kapitel 2.2) und
die Annotation von Ground-Truth-Daten (Kapitel 2.3). Abbildung 1.3 zeigt den schemati-
schen Aufbau des Bilderkennungssystems, inklusive der Angabe der Kapitel, in denen die
jeweiligen Komponenten beschrieben werden. Die technische Realisierung des flexiblen Er-
kennungssystems, die auch den Einsatz verschiedener Bilderkennungsverfahren diskutiert,
ist in Kapitel 3 beschrieben. Neben der Architektur des Systems werden auch die Anforde-
rungen an das System im Hinblick auf die Zielgruppe in Kapitel 3.1 diskutiert. Zusätzlich
beschreibt das Kapitel die eingesetzten Verfahren zur Merkmalsdetektion, Merkmalsextrak-
tion und Klassifikation (Kapitel 3.3.4).

Definition

Ground-Truth-Daten sind vollständig und korrekt annotierte Daten. Die Annotati-
on bezeichnet die Zuordnung der Daten zu einer oder mehreren Kategorien.
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Abbildung 1.3: Schematischer Aufbau des flexiblen Bilderkennungssystems unter Angabe
der Kapitel, in denen die jeweiligen Komponenten diskutiert werden. Bildquelle: Alster
Webcam.

Die Entwicklung einer Komponente zur effizienten Annotation von Trainingsdaten wird in
Kapitel 4 beschrieben. Die Diskussion dieser Komponente beinhaltet die Entwicklung einer
Benutzungsoberfläche und die Untersuchung verschiedener Interaktionskonzepte für die ef-
fiziente Annotation großer Bildmengen. Zudem beschreibt Kapitel 4.1 die semi-überwachte
Vorsortierung der Bilder auf Basis partieller Annotationen während des Annotationsprozes-
ses.
Kapitel 5 beschreibt den Entwicklungsprozess aus Sicht eines Anwenders sowie die grafi-
sche Benutzungsoberfläche für die Entwicklung aufgabenspezifischer Bilderkennungssys-
teme. Die Beschreibung beinhaltet die Diskussion vorhandener Visualisierungen für die
Untersuchung der Trainingsdaten.
Kapitel 6 beinhaltet eine umfangreiche Evaluation des flexiblen Bilderkennungssystems.
Die Evaluation umfasst dabei die einzelnen Teilaspekte des flexiblen Bilderkennungssys-
tems, wie die Integration einer Vielzahl an Operatoren für die Merkmalsdetektion (Kapi-
tel 6.2) und Merkmalsextraktion (Kapitel 6.3) sowie die generelle Erkennungsleistung auf
Standarddatensätzen (Kapitel 6.4) und realen Webcam-Datensätzen (Kapitel 6.5). Die Er-
gebnisse werden in Kapitel 6.7 diskutiert.
Die Arbeit schließt mit einer Zusammenfassung und einem Ausblick auf mögliche Erwei-
terungen des flexiblen Bilderkennungssystems und diskutiert zukünftig relevante Szenarien
im Hinblick auf flexible Bilderkennungssysteme.
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Ein flexibles Bilderkennungssystem hat im Gegensatz zu einem generischen Bilderken-
nungssystem nicht den Anspruch, im Auslieferungszustand bereits die Erkennungsfunktio-
nalität für beliebige Objektklassen bereitzustellen. Im Gegenteil soll das flexible System auf
eine spezielle Bilderkennungsaufgabe adaptiert werden. Die resultierende Erkennungsfunk-
tionalität ist damit auf die gelernte Aufgabe beschränkt. Dennoch muss das flexible System
auf beliebige Erkennungsaufgaben trainierbar sein und hierfür geeignete Operatoren zur
Verfügung stellen. Neben der Bereitstellung der rein technischen Erkennungsfunktionalität
ist die Architektur und die Erweiterbarkeit der integrierten Bilderkennungsverfahren ent-
scheidend für den Erfolg des flexiblen Bilderkennungssystems. Die flexible Adaption an
unterschiedlichste Erkennungsaufgaben erfordert zudem die Annotation spezifischer Trai-
ningsdatensätze und entsprechende – auf die Zielgruppe abgestimmte – Interaktionstechni-
ken.
Dieses Kapitel diskutiert grundlegende Arbeiten aus Bereichen, die für die Entwicklung
eines flexiblen Bilderkennungssystems relevant sind. Diese können grob in drei Themen-
blöcke eingeteilt werden:

◇ Kapitel 2.1: Grundlegende Arbeiten zu Merkmalsdetektoren und Deskriptoren,
◇ Kapitel 2.2: Arbeiten zu generischen und flexiblen Bilderkennungssystemen,
◇ Kapitel 2.3: Arbeiten über die Erstellung von Ground-Truth-Daten.

Kapitel 2.1 befasst sich mit dem Stand der Technik auf dem Gebiet der Merkmalsdetektion,
also der Detektion salienter Bildbereiche oder Regionen. Anschließend diskutiert das Ka-
pitel Merkmalsdeskriptoren, die sich als geeignet erwiesen haben. Kapitel 2.1.1 diskutiert
Bag-of-Features (BoF) Ansätze, da diese thematisch eng mit den Merkmalsdeskriptoren
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verknüpft sind und in den letzten Jahren große Aufmerksamkeit in der Literatur erhalten
haben.
Kapitel 2.2 diskutiert den Aufbau und die Umsetzung existierender generischer Bilderken-
nungssysteme (Kapitel 2.2.1). Zudem diskutiert das Kapitel einige flexible Ansätze, die
sich auf die Entwicklung von Bilderkennungssystemen fokussieren oder Bilderkennungs-
verfahren einsetzen (Kapitel 2.2.2).
Die Erstellung der Ground-Truth-Daten in Kapitel 2.3 gliedert sich in mehrere Teilaspekte.
Zu Beginn werden in Kapitel 2.3.1 die Eigenschaften derzeit verfügbarer General-Purpose-
Datensätze diskutiert. Anschließend wird in Kapitel 2.3.2 der Bereich Human Computation
diskutiert, der für die Erstellung von Ground-Truth-Daten eine wichtige Rolle spielt. Die
visuelle Darstellung von Bilddatensätzen, beispielsweise für Bildverwaltungsprogramme,
wird in Kapitel 2.3.3 beschrieben und leitet über zu semi-automatischen Verfahren für die
Annotation von Bildern, welche in Kapitel 2.3.4 beschrieben werden.

2.1 Merkmalsdetektion und Merkmalsextraktion
Die automatische Extraktion semantischer Information aus Bildern ist ein nicht-triviales
Problem. Die automatische Verarbeitung von Bildern findet bisher naiv auf der Signalebene
statt. Die Extraktion von Merkmalen auf dieser Ebene beschränkt sich auf sehr grundlegen-
de Merkmale, die sich etwa aus den Farbwerten der Bildpixel oder Gradienteninformation
ergeben. Solche Merkmale können zwar Strukturen um einen bestimmten Bildpunkt her-
um beschreiben, sie lassen an sich aber keine direkten Rückschlüsse auf die Semantik des
Bildinhalts zu.
Wie in Abbildung 2.1 dargestellt, wird der Sprung von signalnahen Merkmalen hin zu kom-
plexer Semantik als semantische Lücke (engl. Semantic Gap) bezeichnet. Obwohl dieser
Sprung von Menschen problemlos durchgeführt werden kann, ist es mit maschinellen Ver-
fahren derzeit nur möglich semantische Konzepte zu erlernen, indem signalnahe Merkmale
gelernt werden, die in hohem Maß mit dem zu erlernenden semantischen Konzept korrelie-
ren. Der Erfolg dieser Korrelation ist stark von der internen Repräsentation der Konzepte
durch die signalnahen Merkmale abhängig. Soll beispielsweise ein bestimmtes Objekt er-
kannt werden, so ist es von enormer Bedeutung, dass die verwendeten Merkmalsdeskripto-
ren die relevanten Eigenschaften des Objekts abbilden. Dies kann beispielsweise wichtige
Strukturen, Form oder Farbe betreffen. In den letzten Jahren wurde eine Reihe robuster
Merkmalsdetektoren entwickelt, die sich zu einem Großteil an salienten Bildbereichen, wie
Ecken oder Kanten orientieren. Die Entwicklung aktueller Merkmalsdetektoren beginnt im
Wesentlichen mit dem Moravec-Detektor (Moravec, 1977), der darauf spezialisiert ist, an-
hand von Intensitätsunterschieden eines Punktes zu seiner Umgebung Ecken zu detektieren.
Die Intensitätsunterschiede werden als Summe der quadrierten Differenzen (engl. Sum of
Squared Differences (SSD)) zwischen zwei Bildbereichen berechnet, die sich überlappen.
Der Nachteil des Detektors ist, dass er nicht isotrop ist, da Kanten fälschlicherweise als
Ecken erkannt werden können, falls die Kante nicht in der Richtung verläuft, in der die
überlappenden Bildbereiche untersucht werden. Eine Erweiterung des Moravec-Detektors
von Harris und Stephens (1988) überwindet diesen Nachteil. Der Detektor betrachtet ei-
ne gewichtete Summe der quadrierten Differenzen, wobei meist eine Gauß-Funktion zum
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Abbildung 2.1: Darstellung der semantischen Lücke zwischen signalnahen Bildmerkmalen
und einem komplexen semantischen Konzept.

Einsatz kommt. Wie für die Berechnung des Moravec-Detektors wird ein Bildbereich mit
seinen überlappenden Nachbarbereichen verglichen. Deren Beschreibung kann mittels der
Taylor-Entwicklung zu einer Beschreibung durch den Structure Tensor approximiert wer-
den. Der Erfolg des Detektors ergibt sich auch aus der Tatsache, dass Ecken effizient über
die Eigenwerte des Structure Tensors detektiert werden können, ohne dass die Notwen-
digkeit zur direkten Berechnung der Eigenwerte besteht. Für die Detektion einer Ecke ist
lediglich das Verhältnis zwischen der Determinanten und der Spur des Structure Tensors
relevant. Die Detektion von SIFT-Keypoints (Scale-invariant Feature Transform) weitet die
Merkmalsdetektion auf einen Skalenraum aus (Lowe, 2004). Für die Detektion wird ein
Bild i iterativ mit einem Gauß-Filter (Standardabweichung σ) geglättet. Diese geglätte-
ten Bilder werden bezeichnet mit Gkσ(i), wobei k = 1, 2, .., K die Iteration des Glättungs-
prozesses beschreibt. Anschließend werden Differenzbilder Dkσ(i) = G

(k−1)σ(i) −Gkσ(i)
berechnet. Diese Differenzbilder entsprechen einer Approximation des Laplacian of Gaus-
sian (LoG)-Operators. Die Detektion von salienten Bildpunkten, auch Keypoints oder In-
terest Points (IPs) genannt, findet statt, indem die Differenzbilder Dkσ(i) als dreidimensio-
nale Struktur aufgefasst werden, in der unter benachbarten Pixeln nach Extrema gesucht
wird. Diese stellen prinzipiell die detektierten Keypoints dar. In der Praxis werden wei-
terhin Punkte mit zu geringem Kontrast und solche, die auf Kanten liegen, entfernt. Um
die Unterscheidung zwischen der Detektion von SIFT-Keypoints und SIFT-Deskriptoren
zu vereinfachen, wird der Detektor, wie in der Literatur üblich, als DoG-Detektor (Dif-
ference of Gaussian) bezeichnet. Einen Fokus auf die effiziente Detektion von Keypoints
legten Bay et al. (2006) mit der Entwicklung des SURF-Detektors (Speeded-up Robust Fea-
tures). Dieser Detektor nutzt das durch die Rechteck-Merkmale (Viola und Jones, 2001) be-
kannt gewordene Integral-Bild sowie Approximationen der partiellen zweiten Ableitungen,
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die simplen Rechteck-Merkmalen (und damit Haar-Wavelets) ähneln. Der Informations-
verlust, den diese Approximation mit sich bringt, wird für die effiziente Berechenbarkeit in
Kauf genommen.
Affin-invariante Detektoren (Harris-affin und Hessian-affin) wurden von Mikolajczyk und
Schmid für die Detektion von Bildregionen - im Vergleich zu salienten Bildpunkten - prä-
sentiert (Mikolajczyk und Schmid, 2004; Mikolajczyk et al., 2005a). Beide Detektoren ba-
sieren im Wesentlichen auf der Erweiterung des Harris-Detektors in einen Skalenraum, dem
Harris-Laplace (Mikolajczyk und Schmid, 2001) bzw. dem Hessian-Laplace (Mikolajczyk
und Schmid, 2004) Operator. Der Laplace-Operator wird hierbei eingesetzt, um die Po-
sition im Skalenraum (d.h. die Auflösungsstufe) zu bestimmen, während der Harris- bzw.
Hessian-Operator die Position im Bild bestimmt. Anhand der Eigenwerte und -vektoren der
Kovarianzmatrix, die die Intensitätsveränderung um einen Bildpunkt (auf einer bestimmten
Auflösungsstufe, an einer bestimmten Position) darstellt, kann die Richtung der größten
und kleinsten Varianz bestimmt werden. Diese Eigenvektoren beschreiben prinzipiell die
Ausdehnung einer Ellipse, die den salienten Bildbereich umfasst. Die Invarianz gegenüber
affinen Transformationen wird anschließend durch eine Normalisierung der Bildregion er-
reicht, die man sich als Transformation der Ellipse auf einen kreisförmigen Bereich vorstel-
len kann. Das heißt, die Region wird so transformiert, dass die Eigenwerte der Kovarianz-
matrix gleich groß sind. Ebenfalls von Mikolajczyk et al. wurden die beiden Detektoren
Edge-based Region Descriptor (EBR) und Intensity-based Region Descriptor (IBR) vorge-
stellt. Beide Detektoren verwenden ebenfalls eine Multi-Skalen-Strategie, um die Invarianz
gegenüber Skalierung zu gewährleisten. EBR verwendet zusätzlich zum Harris-Detektor
den Canny-Detektor (Canny, 1986), um Regionen zu detektieren, die von zwei Kanten auf-
gespannt werden. Der IBR Detektor sucht nach Intensitäts-Minima und -Maxima von Bil-
dern und anschließend nach Intensitätsabfällen oder -anstiegen in der Umgebung der Extre-
ma. Für die Detektion salienter Bildregionen haben sich auch Maximally Stable Extremal
Regions (MSER) als robust erwiesen (Matas et al., 2002). MSER detektiert Regionen, deren
Form und Größe sich bei einer Binarisierung des Bildes mit verschiedenen Schwellwerten
kaum ändert. Das Konzept wurde von Forssén (2007) auf Farbbilder erweitert, indem ein
hierarchisches Clustering auf die Farbinformation angewandt wird.
Es existieren ausführliche Diskussionen über diese und weitere Merkmalsdetektoren von
Tuytelaars und Mikolajczyk (2008) sowie Li und Allinson (2008), auf die der interessierte
Leser verwiesen sei. Eine Evaluation der Robustheit von Merkmalsdetektoren findet sich
zudem in (Song und Klette, 2013). Die Evaluation beinhaltet die Detektoren Difference of
Gaussian (DoG), MSER, Speeded-up Robust Features (SURF), Features from Accelerated
Segment Test (FAST) (Rosten und Drummond, 2006), Binary Robust Independent Elemen-
tary Features (BRIEF) (Calonder et al., 2010), Binary Robust Invariant Scalable Keypoints
(BRISK) (Leutenegger et al., 2011), Oriented Binary Robust Independent Elementary Fea-
tures (ORB) (Rublee et al., 2011) und Fast Retina Keypoints (FREAK) (Alahi et al., 2012),
welche in Hinblick auf Effizienz und Invarianz gegenüber Rotation, Beleuchtung, Verzer-
rung und Unschärfe untersucht werden. In dieser Evaluation schneidet der DoG-Detektor
hinsichtlich der Invarianz am besten ab. Dieses Ergebnis bestätigt die Ergebnisse der Dis-
kussionen in (Tuytelaars und Mikolajczyk, 2008) und (Li und Allinson, 2008). Obwohl die
Operatoren FAST, BRIEF, BRISK, ORB und FREAK hinsichtlich verschiedener Aspekte
gut abschneiden, scheinen die Verbesserungen jeweils nur in bestimmten Szenarien einen
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Effekt zu haben. Da die Operatoren bislang nicht so weit verbreitet sind wie andere Tech-
niken, werden sie nicht detailliert diskutiert.
Die eigentliche Repräsentation der Bildstruktur wird von Merkmalsdeskriptoren geleistet,
die die Bildinformation der detektierten salienten Bildbereiche abstrakt darstellen. Der
wahrscheinlich bekannteste Merkmalsdeskriptor ist SIFT (Scale-invariant Feature Trans-
form) von Lowe (2004). Der SIFT-Deskriptor wurde zusammen mit dem DoG-Detektor
vorgestellt, der die Detektion relevanter Keypoints gewährleistet. Um diese Bildpunkte her-
um wird das Bild in (n×n) Zellen eingeteilt, die jeweils (m×m) Pixel beinhalten. Auf jeder
dieser Zellen wird ein Gradientenhistogramm mit der Größe (1×8) berechnet, wodurch je-
des Histogramm-Element einen 45○ Winkel der Gradientenrichtung abdeckt. Da für die An-
zahl an Zellen meist der Wert n = 4 verwendet wird, ergibt sich für den finalen Deskriptor
durch Konkatenation der einzelnen (Zell-)Histogramme die Länge n × n × 8 = 128. Durch
die Normalisierung des Merkmalsvektors anhand der stärksten Gradientenrichtung ist der
resultierende Deskriptor nicht nur skalierungs-, sondern auch rotationsinvariant. Prinzipi-
ell ähnlich berechnet sich der Histogram of Oriented Gradients (HOG) Deskriptor (Dalal
und Triggs, 2005). Im Gegensatz zu Scale-invariant Feature Transform (SIFT) werden die
Gradientenhistogramme auf einem engen Gitter eines Detektionsfensters berechnet. Die-
se Berechnung geschieht auf mehreren Skalen, jedoch werden keine spezifischen IPs ver-
wendet. Es existieren einige Erweiterungen des SIFT-Deskriptors, z.B. Gradient Location-
Orientation Histogram (GLOH) (Mikolajczyk und Schmid, 2005b) oder SURF (Bay et al.,
2006), die die Robustheit des Deskriptors erhöhen sollen. Durch die Invarianz des SIFT-
Deskriptors gegenüber Skalierung und Rotation sowie die detaillierte Beschreibung der
Bildstruktur anhand der Gradientenhistogramme hat sich der Deskriptor als ausnehmend
erfolgreich erwiesen.
Weitere Deskriptoren, die sich als erfolgreich erwiesen haben, sind Shape-Context-Deskrip-
toren (Belongie et al., 2002), die die Kontur eines Objekts anhand deren regelmäßig gesam-
pelter Kantenpunkte in ein Histogramm übertragen, sowie steuerbare Filter (Freeman und
Adelson, 1991) zur detaillierten Darstellung von Kanten. Eine detaillierte Diskussion dieser
Deskriptoren bietet (Li und Allinson, 2008). Weniger komplexe, aber ausgesprochen erfolg-
reiche Merkmale stellen die sogenannten Rechteck-Merkmale von Viola und Jones (2001)
dar. Diese prinzipiell simplen Merkmale berechnen die Differenz der Summe der Pixelwer-
te verschiedener Bereiche. Die Merkmale werden auf allen Bildpositionen in verschiedenen
Skalen und Formen berechnet und bilden daher einen sehr hochdimensionalen Merkmals-
vektor. Unter Verwendung des Integral-Bilds, das die Pixelwerte zwischen dem Ursprung
des Bildes und der aktuellen Bildposition aufsummiert, kann die Summe der Pixelwerte
in einem Rechteckbereich mit lediglich vier Werten des Integral-Bilds berechnet werden.
Trotz der großen Menge an Merkmalen kann die Berechnung daher in konstanter Zeit erfol-
gen. In Kombination mit einem Boosting-Klassifikator (Schapire, 1999), der aus dem hoch-
dimensionalen Merkmalsvektor diskriminative Merkmale identifiziert und die notwendige
Anzahl an Merkmalen reduziert, hat sich diese Methode vor allem für die Gesichtsdetekti-
on als extrem erfolgreich erwiesen. Allerdings ist das Verfahren bezüglich Rotationen oder
unterschiedlichen Blickwinkeln auf das zu erkennende Objekt sehr eingeschränkt.
Der Einsatz von Farbinformation in lokalen Deskriptoren wurde bislang größtenteils ver-
nachlässigt. Van De Weijer und Schmid (2006) erweitern den SIFT-Deskriptor um ein lo-
kales Farbhistogramm, basierend auf RGB-Histogrammen, bzw. dem Hue-Wert des HSV
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Farbraums. Ein globaler Deskriptor, der eine Szene, also ein Bild bei dem kein bestimm-
tes Objekt im Vordergrund steht, kompakt und ohne vorherige Segmentierung darstellt, ist
GIST (Oliva und Torralba, 2001). Der GIST-Deskriptor berechnet auf einer groben Ra-
sterisierung der Bilder die Fourier-Transformation, deren hochdimensionale Ausgabe an-
schließend mit Hilfe einer Hauptkomponentenanalyse (engl. Principal Component Ana-
lysis (PCA)) auf eine Darstellung geringerer Dimension projiziert wird. Einige globale
Farbmerkmale sind in der MPEG-7 Spezifikation beschrieben (Manjunath et al., 2001).
Die Spezifikation beinhaltet beispielsweise einen Deskriptor für die dominante Farbe in
einem Bild(-bereich) (Dominant Color Descriptor (DCD)) sowie Deskriptoren, die die Ver-
teilung der Farbe innerhalb eines Bildes abbilden (Color Structure Descriptor (CSD) und
Color Layout Descriptor (CLD)). Da diese Deskriptoren vor allem darauf ausgelegt sind,
farbbasierte Ähnlichkeitsmaße zwischen Bildern bereitzustellen, finden sie vornehmlich in
Content-based Image Retrieval (CBIR) Systemen ihre Anwendung (Deselaers et al., 2008;
Ojala et al., 2002a; Sikora, 2001). Neben reinen Farbdeskriptoren beschreibt der MPEG-
7 Standard zudem diverse Texturdeskriptoren, wie beispielsweise den Texture-Browsing-
Deskriptor, der die dominanten Gradientenrichtungen und die Grobkörnigkeit beschreibt,
sowie den Edge-Histogram-Detektor, der die Verteilung und Orientierung der Kanten im
Bild repräsentiert. Zusätzlich zu den MPEG-7 Deskriptoren gibt es statistische Metriken
basierend auf der Kookkurenz Matrix (Haralick, 1979) sowie lokale binäre Muster (engl.
Local Binary Patterns (LBP)) (Ojala et al., 2001, 2002a), die beispielsweise in der Gesichts-
erkennung erfolgreich und robust eingesetzt wurden (Ahonen et al., 2006; Määttä et al.,
2012). Die Berechnung lokaler binärer Muster vergleicht den Pixelwert eines Bildpunkts in
einem Bildbereich mit den Pixelwerten der Nachbarschaft. Das Ergebnis dieses Vergleichs
ist ein binärer Vektor der Größe (1×8), der angibt, ob der aktuelle Pixelwert größer als sein
Nachbar an der entsprechenden Position ist. Diese Berechnung wird auf allen Bildpunkten
des aktuellen Bildbereichs durchgeführt und die resultierenden binären Vektoren werden
zu einem Merkmalsvektor konkatentiert. Eine Übersicht und Evaluation möglicher Erwei-
terungen des LBP Deskriptors präsentieren Nanni et al. (2012). Ein ähnlicher Deskriptor
ist durch Local Phase Quantization (LPQ) gegeben (Ojansivu und Heikkilä, 2008). Der
Unterschied ergibt sich hierbei durch die Betrachtung der Phaseninformation der diskreten
Fourier-Transformation (DFT).
Für die Erkennung von Gesichtern hat sich ein PCA-basierter Ansatz als erfolgreich erwie-
sen (Jolliffe, 1986). Die Hauptkomponentenanalyse auf Gesichtsbildern berechnet einen
Unterraum des hochdimensionalen Eingaberaums, der die Gesichtsbilder enthält. Die Ba-
sisvektoren des Unterraums ergeben sich aus den Eigenvektoren der Kovarianzmatrix. Der
Eigenvektor mit dem größten Eigenwert beschreibt dabei die Richtung der größten Vari-
anz innerhalb der Eingabedaten. Da Details für viele Erkennungsaufgaben nicht relevant
sind, kann die Dimensionalität der Daten durch eine PCA und die Verwendung einer Teil-
menge der Eigenvektoren reduziert werden. Die ursprünglichen Eingabedaten werden al-
so lediglich durch die lineare Kombination einer Teilmenge der Basisvektoren dargestellt.
Obwohl die Erkennung mit Eigengesichtern die größte Aufmerksamkeit genießt (Agarwal
et al., 2010; Shakhnarovich und Moghaddam, 2011; Turk und Pentland, 1991a,b), kann der
Ansatz auf beliebige Objekte erweitert werden (Bischof und Leonardis, 1998; Leonardis
und Bischof, 2000; Tschirsich und Kuijper, 2012). Ein ähnlicher Ansatz wird durch die
Nicht-Negative Matrix Faktorisierung (NMF) realisiert. NMF approximiert eine Eingabe-
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matrix V durch das Produkt zweier Matrizen U und W, so dass V ≈ UW (Lee und Seung,
1999). Matrix U kann dabei als Basis und Matrix W als Koeffizienten interpretiert wer-
den. Im Gegensatz zur PCA enthalten die Basis-Bilder lediglich nicht-negative Werte, was
die Interpretierbarkeit der Darstellung vereinfacht. Während ein durch PCA berechnetes
Eigengesicht aus hellen und dunklen Bereichen besteht, die positiven und negativen Ele-
menten entsprechen, stellt ein mit NMF berechnetes Basis-Bild bestimmte Merkmale dar,
beispielsweise den Mund- oder Augenbereich. Eine aktuelle Übersicht und Diskussion von
NMF bieten Wang und Zhang (2013). Sowohl PCA als auch NMF können als Eingabeda-
ten das Pixelbild selbst oder bereits extrahierte Merkmale weiterverarbeiten. Der Nachteil
der direkten Verarbeitung der Bilddaten ist, dass die Verfahren sehr eingeschränkt sind, was
verschiedene Perspektiven des zu erkennenden Objekts angeht. Die Verwendung invarianter
Merkmalsdeskriptoren reduziert diesen Nachteil, allerdings geht hierdurch die Möglichkeit
zur Visualisierung der Basis-Informationen verloren, bzw. der Interpretierbarkeit dieser In-
formationen. Dennoch eignen sich beide Verfahren zur Dimensionsreduktion.
Obwohl die beschriebenen Merkmalsdetektoren und -deskriptoren den Stand der Technik
darstellen und für viele Anwendungen bereits hohe Erkennungsraten auch auf unterschied-
lichen Szenarien gewährleisten, ist ihr Einsatz sehr von der Erkennungsaufgabe abhängig.
Bislang existiert kein Verfahren, das sich für beliebige Erkennungsaufgaben als sinnvoll
herausgestellt hat. Obwohl durch die zukünftige Steigerung der Rechenleistung sowie durch
neue Erkenntnisse über die Funktionsweise des menschlichen Sehens erhebliche technische
Verbesserungen zu erwarten sind und Erweiterungen existierender Deskriptoren, wie es bei
SIFT der Fall ist, robuste Erkennungsergebnisse gewährleisten können, ist es unrealistisch,
dass die zukünftige Forschung und Entwicklung ein universelles Verfahren zur Lösung ver-
schiedenster Erkennungsaufgaben hervorbringen wird.

2.1.1 Bag-of-Features
Bag-of-Words (BoW) Ansätze stammen ursprünglich aus der Textanalyse. Wie der Name
andeutet, werden Textdokumente dabei als (ungeordnete) Sammlungen bestimmter Wörter
betrachtet (Harris, 1981). Im Detail wird ein Textdokument durch ein Histogramm darge-
stellt, das die Vorkommen der Wörter eines Wörterbuchs (engl. Dictionary oder Codebook)
zählt. Abbildung 2.2 stellt die Repräsentation eines Texts als Histogramm der Wörterbuch-
Elemente dar. Dieses Histogramm ergibt wiederum den Bag-of-Words (BoW)-Vektor (rot
markiert). Obwohl die Interpretation von Dokumenten anhand der Term-Frequenz (tf), also
der Häufigkeit der Wörter, die Relationen und semantischen Bedeutungen zwischen den
einzelnen Wörtern außer Acht lässt, ist das Verfahren für die Klassifikation von Themen-
gebieten oder Textinhalten (z.B. Spam) sehr erfolgreich (Joachims, 2002). BoW-Verfahren
sind auch aufgrund der effizienten Berechnungsmöglichkeiten sehr beliebt.
Der BoW-Ansatz wurde in den letzten Jahren sehr erfolgreich auf Computer Vision Anwen-
dungen übertragen, indem Bilder durch die Häufigkeit bestimmter Merkmale beschrieben
werden. Entsprechend wird das Verfahren oft als Bag-of-Features (BoF), Bag-of-Keypoints
(BoK) oder Bag-of-Visual-Words (BoVW) bezeichnet.
Obwohl nicht sichergestellt werden kann, dass zwischen semantischen Unterschieden eines
Wortes differenziert werden kann, erzielen BoW-Ansätze gute Ergebnisse. Bildmerkma-
le sind zwar vergleichbar mit Wörtern, allerdings ergibt sich durch die Übertragung auf
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Ein Text wird durch einen Bag-
of-Words Vektor beschrieben.
Ein Vektor zählt für jedes Wort
im Wörterbuch, wie oft es im
Text auftritt.

Term tf
Arbeit 0
Alles 0
Bag-of-Words 1
Datum 0
Gehen 0
oft 1
Text 2
Vektor 2
Wort 1
Wörterbuch 1
zählt 1

Abbildung 2.2: Erstellung eines BoW-Vektors (rot) für ein Dokument. Das Wörterbuch
ist rechts auszugsweise dargestellt. tf steht für Term-Frequenz, also die Häufigkeit eines
Wortes in einem Dokument.

die Bilddomäne die Schwierigkeit, dass kein vordefiniertes Wörterbuch existiert. Zudem
ist das Vorhandensein eines Merkmals in einem Bild nicht so leicht zu überprüfen, wie
dies für Wörter der Fall ist. Während grammatikalische Regeln genutzt werden können,
um Wörter untereinander vergleichbar zu machen, ist dies für Bildmerkmale aufgrund der
abstrakten Darstellung und der damit verbundenen schwierigen Interpretierbarkeit nicht
möglich. Dieses Problem wird meist gelöst, indem für die Erstellung des Wörterbuchs eine
Quantisierung auf einem Merkmalsdatensatz durchgeführt wird. Die Berechnung der Term-
Frequenz wird dann über eine Suche nach dem ähnlichsten Wörterbuchelement geleistet,
also dem Element mit der kleinsten Distanz.
Die Generierung von BoF-Vektoren erfordert die Detektion und Extraktion von Bildmerk-
malen, die Erstellung eines Wörterbuchs sowie die Berechnung der Histogramme. Bezüg-
lich der Detektion und Extraktion von Bildmerkmalen wurde im vorigen Abschnitt eine
Reihe an Verfahren diskutiert, die hier eingesetzt werden können. Allerdings spielt die
Detektion salienter Bildpunkte und -regionen für BoF-Verfahren nicht die gleiche Rolle,
wie für eine allein auf Merkmalsvektoren basierende Erkennung. In einer umfangreichen
Evaluation stellten Nowak et al. (2006) fest, dass die Anzahl der extrahierten Merkmale
entscheidend für die Erkennungsrate ist. Die Extraktion der Bildmerkmale an bestimmten
salienten Bildpunkten oder Bildregionen konnte hierbei nicht als vorteilhaft identifiziert
werden. Vielmehr führte eine zufällige Auswahl vieler Bildregionen und die Extraktion
von Bildmerkmalen an diesen Regionen zu höheren Erkennungsraten als die Extraktion an
ausgewählten salienten Bildregionen, sofern diese in ihrer Anzahl geringer sind als die An-
zahl zufällig ausgewählter Bildregionen. Aus der Berechnung der Bildmerkmale an einer
sehr großen Anzahl zufällig ausgewählter Bildbereiche ergibt sich allerdings ein ungleich
höherer Rechenaufwand für die Erstellung der BoF-Vektoren.
Für die Erstellung des Wörterbuchs können die Verfahren prinzipiell in zwei Kategorien
eingeteilt werden: unüberwachte und überwachte Verfahren. Die unüberwachte Erstellung
von Wörterbüchern wurde durch verschiedene Clusteringverfahren, wie k-means Cluste-
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Abbildung 2.3: Schematische Darstellung der Berechnung von BoF-Vektoren. Gleiche
Farben stehen für eine hohe Ähnlichkeit der Merkmale. Wörterbuch-Elemente (Codebook-
Vektoren) werden durch k-means Clustering bestimmt. Die resultierenden Histogramme
geben die normalisierte Term-Frequenz an.

ring (Hartigan und Wong, 1979) (beispielsweise in (Csurka et al., 2004; Philbin et al.,
2007)), mean-shift (Jurie und Triggs, 2005) oder fuzzy c-means (Cannon et al., 1986;
Kogler und Lux, 2010) gelöst. Hierbei wird der Merkmalsdatensatz unüberwacht auf ei-
ne gewisse Menge an Vektoren, die sogenannten Wörterbuch-Vektoren oder Codebook-
Vektoren, reduziert. Unter Verwendung eines k-means Clusterings für die Erstellung eines
Wörterbuchs hat der resultierende BoF-Merkmalsvektor schließlich die Größe (1× k), wo-
bei die Codebook-Vektoren die Ergebnisse des k-means Clusterings darstellen. Ein BoF-
Vektor für ein Bild wird als Histogramm der Bildmerkmale bezüglich deren Ähnlichkeit
zu den Codebook-Vektoren berechnet. Sei c die Menge an Codebook-Vektoren und cp ∈ c
ein Codebook-Vektor mit p = 1, .., ∣c∣ und sei vj ein Merkmalsvektor der Menge an Merk-
malsvektoren v mit j = 1, .., ∣v∣. Die Berechnung der BoF-Histogramme ergibt sich gemäß
Gleichung 2.1, bzw. der Berechnung des nächsten Nachbarn in Gleichung 2.2.

b̃of(p) =
∣v∣

∑
j=1

nn(p, vj) (2.1)

nn(p, vj) =

⎧⎪⎪⎪
⎨
⎪⎪⎪⎩

1, p = argmin
q=1,..,∣c∣

∣∣cq, vj∣∣

0, sonst
(2.2)

Da die Codebook-Vektoren praktisch Prototypen darstellen, nach denen Bilder klassifiziert
werden, werden sie auch als Textons oder Visual Words bezeichnet. Die Auswahl des spezi-
fischen Clusteringverfahrens zeigt laut Viitaniemi und Laaksonen (2008) keine signifikan-
ten Unterschiede. Die Erstellung der BoF-Histogramme mittels k-means Clustering ist in
Abbildung 2.3 schematisch dargestellt.
Überwachte Verfahren nutzen Informationen über die Klassenzugehörigkeit, um spezifi-
sche Wörterbücher zu erstellen und dadurch die Repräsentation der Bilder durch die BoF-
Histogramme zu verbessern. Die Klasseninformation kann in das Clustering integriert wer-
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den (Fernando et al., 2012; Moosmann et al., 2007). Es kann aber auch für jede Kategorie
ein spezifisches Wörterbuch generiert werden (Farquhar et al., 2005), was den Rechen-
aufwand für das Clustering selbst nicht erhöht und bereits eine Verbesserung erzielt. Es
existieren aber auch zahlreiche Arbeiten, die ein universelles Wörterbuch an eine spezielle
Aufgabe oder Kategorie adaptieren (Dillard et al., 2013; Perronnin, 2008; Perronnin et al.,
2006). Yang et al. (2008) integrieren hingegen die Berechnung des Wörterbuchs in den
Trainingsprozess des Klassifikators und fügen zusätzliche Merkmale in das Wörterbuch
ein, um einzelne Kategorien besser abbilden zu können. Wie Viitaniemi und Laaksonen
(2008) beschreiben, ist der zusätzliche Rechenaufwand, den überwachte Verfahren erfor-
dern, allerdings nicht in jedem Fall gerechtfertigt.
Generell kann die Erkennungsleistung von BoF-Verfahren weiter verbessert werden, indem
wenig aussagekräftige Merkmale, also Merkmale die häufig vorkommen, aber keine signifi-
kante Korrelation mit den zu erkennenden Kategorien aufweisen, entfernt werden (Chimlek
et al., 2010; Kesorn und Poslad, 2012). Die Normalisierung der Term-Frequenz durch die
Division des BoF-Vektors mit dem größten Vektor Element erlaubt die Vergleichbarkeit
von Bildern (bzw. Dokumenten) unterschiedlicher Größe (Lazebnik et al., 2006; Zhang
et al., 2006). Zudem kann für die Berechnung des Histogramms zusätzlich die inverse Do-
kumentenhäufigkeit (engl. Inverse Document Frequency (IDF)) verwendet werden. Dieses
als TF-IDF bezeichnete Maß normalisiert die reine Term-Frequenz über die Häufigkeit des
Terms im gesamten Datensatz (Sivic und Zisserman, 2003).
Die Berechnung der Codebook-Vektoren kann, gerade unter Verwendung unüberwachter
Lernverfahren, in dichten Regionen des Vektorraums zu ähnlichen Codebook-Vektoren füh-
ren. Obwohl eine engmaschige Quantisierung dichter Bereiche notwendig ist, kann dies
bei der Berechnung des ähnlichsten Codebook-Vektors zu negativen Effekten führen. Im
schlimmsten Fall werden sehr ähnliche Merkmale unterschiedlich kategorisiert, also unter-
schiedlichen Codebook-Vektoren zugewiesen. Dies kann zu drastischen Unterschieden in
den Histogrammen führen. Um diesen Effekt zu vermeiden und dennoch eine detaillierte
Abbildung dichter Regionen im Vektorraum zu ermöglichen, wurde eine abfallende Ge-
wichtung (engl. Soft Weighting) eingeführt, die ein Merkmal nicht nur dem ähnlichsten
Codebook-Vektor zuweist (cf. Gleichung 2.1), sondern die besten n Treffer betrachtet (Ji-
ang et al., 2007, 2010; Philbin et al., 2008; van Gemert et al., 2010a). Dieses Soft Weighting
reduziert den Einfluss der Größe des Wörterbuchs (Jiang et al., 2007), die in der Literatur
stets sehr unterschiedlich und datensatzabhängig war (Cai et al., 2010; Jiang et al., 2010;
Lazebnik et al., 2006; Sivic und Zisserman, 2003; van Gemert et al., 2010a; Yang et al.,
2007).
In den letzten Jahren wurde Sparse Coding (Chatfield et al., 2011; Wright et al., 2010)
vermehrt eingesetzt, um eine höhere Genauigkeit in der Darstellung der Bilder, bzw. de-
ren Merkmalsvektoren zu ermöglichen und hierdurch den Quantisierungsfehler zu reduzie-
ren (Wang et al., 2010; Yang et al., 2009). Diese Methoden sind dem Soft-Weighting bezüg-
lich der Erkennungsraten meist überlegen, allerdings sind sie rechnerisch komplexer (Liu
et al., 2011).
Tsai (2012) bietet eine ausführliche Literaturübersicht zu den verschiedenen Aspekten von
BoF-Ansätzen sowie eine tabellarische Darstellung der jeweiligen Methoden zur Berech-
nung der Wörterbücher, auf die der Vollständigkeit halber verwiesen sei.
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2.2 Bilderkennungssysteme
Flexible Bilderkennungssysteme, die auf spezielle Erkennungsaufgaben adaptiert werden,
müssen prinzipiell die gleichen Probleme lösen wie generische Erkennungssysteme. Ge-
nerische Bilderkennungssysteme bieten im Auslieferungszustand bereits ein System zur
Erkennung und Unterscheidung verschiedener Objektklassen. Flexible Erkennungssysteme
hingegen stellen die Funktionalität zur Adaption an beliebige, in sich aber spezielle Erken-
nungsaufgaben bereit.
Da ein generisches Erkennungssystem, wie jedes andere Bilderkennungssystem auch, auf
die Erkennungsaufgabe trainiert werden muss, ist die Erkennungsleistung praktisch durch
die im Training verwendeten Objektklassen eingeschränkt. Ein ideales generisches Bild-
erkennungssystem müsste auf jede beliebige Objektklasse trainiert oder erweitert werden
können bzw. aus bekannten Objektklassen Informationen ableiten können und existiert da-
her aus praktischen Gründen nicht.
Wie bereits in Kapitel 2.1 beschrieben, ist die Entwicklung einer universellen, also aufga-
benunabhängigen Methode für die Bilderkennung in absehbarer Zukunft unwahrscheinlich.
Zukünftige Entwicklungen werden daher eine Spezialisierung auf bestimmte Anwendungs-
gebiete mit sich bringen oder den Einsatz verschiedener Verfahren notwendig machen.

2.2.1 Generische Bilderkennungssysteme
Die generische Objekterkennung mittels BoF-Ansatz wurde von Csurka et al. (2004) prä-
sentiert. Das System extrahiert SIFT-Deskriptoren aus salienten Bildregionen, die anschlie-
ßend unüberwacht geclustert werden, um ein Wörterbuch zu generieren. Wie bereits in
Kapitel 2.1.1 diskutiert, kann die überwachte Berechnung der Wörterbücher zu einer Ver-
besserung der Erkennungsleistung führen. Perronnin (2008) nutzt dies, um die Erkennung
mittels eines klassenspezifischen und eines universellen Wörterbuches zu verbessern. Die
Verschmelzung dieser Wörterbücher hat zur Folge, dass Merkmale, die relevant für eine
spezifische Klasse sind, dem klassenspezifischen Wörterbuch zugewiesen werden. Das uni-
verselle Wörterbuch verliert so an Bedeutung, wodurch das System wiederum keine wirk-
lich generische Erkennungsleistung bereitstellt.
Opelt et al. präsentieren ein generisches Objekterkennungssystem, das schwach überwach-
tes Lernen einsetzt (Opelt, 2006a; Opelt et al., 2004, 2006b). Opelt et al. verwenden ver-
schiedene lokale Deskriptoren wie SIFT, Momenten-Invariante Merkmale und Texturmerk-
male zusammen mit spezifischen Verfahren zur Detektion salienter Bildbereiche für die ver-
schiedenen Deskriptoren. Der Einsatz verschiedener Merkmalsdeskriptoren bietet die Mög-

Definition

Schwach überwachtes Lernen bezeichnet die Verwendung globaler Annotationen
je Element. Für Bilder bedeutet dies, dass für das Erlernen eines Modells lediglich
eine Kategorie für das gesamte Bild vorhanden ist. Die Annotation von Bildregionen
wird analog als stark überwachtes Lernen bezeichnet.

Synonyme: Weakly Supervised Learning.
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lichkeit, verschiedene Objektklassen mit jeweils geeigneten individuellen Merkmalstypen
abzubilden. Für die Klassifikation wird ein Boosting Klassifikator eingesetzt, der den be-
kannten AdaBoost Klassifikator (Freund und Schapire, 1996) auf heterogene Merkmalsda-
tensätze erweitert. Kapitel 3.3.5 enthält eine detaillierte Beschreibung dieses Klassifikators.
Zhang et al. (2005) erweitern den Ansatz von Opelt et al. um eine zweite Klassifikations-
stufe, die paarweise räumliche Relationen (Agarwal und Roth, 2002) zwischen Merkmalen
integriert. Einen ähnlichen Ansatz verfolgen Hegazy und Denzler, die SIFT-Merkmale und
lokale Farbinformationen verwenden, um jeweils einen AdaBoost-Klassifikator zu trainie-
ren. Die resultierenden Ergebnisse werden in einer zweiten Stufe kombiniert (Hegazy und
Denzler, 2008, 2009a,b). Die beschriebenen Arbeiten kombinieren mehrere Merkmalsty-
pen in das Erkennungssystem, da einzelne Merkmale zwar durchaus robust sind, aber für
sich genommen nicht auf beliebigen Datensätzen gleich gute Erkennungsraten erreichen
können. Aus dieser Motivation heraus berechnen Varma und Ray (2007) eine geeignete
Kombination von Deskriptoren mit unterschiedlichen Eigenschaften hinsichtlich deren In-
varianz. Eine ähnliche Evaluation bezüglich Farbdeskriptoren präsentieren van de Sande
et al. (2010), ebenfalls mit dem Ergebnis, dass eine Kombination von Merkmalen höhere
Erkennungsraten als einzelne Merkmalstypen erzielt.
Räumliche Relationen zwischen (SIFT-)Merkmalen werden auch von Hori et al. (2012)
verwendet, um einen Modellgraphen zu berechnen. Das Modell scheint flexibler als bei-
spielsweise die Erkennung auf Basis von Rechteckmerkmalen (Viola und Jones, 2001) und
durch die räumlichen Relationen robuster als reine BoF-Ansätze. Das Erkennungssystem
unterscheidet sich allerdings, auch aufgrund seiner Spezialisierung auf SIFT-Merkmale,
kaum von anderen Teile-basierten (engl. Part-based) Erkennungssystemen (Crandall et al.,
2005; Felzenszwalb et al., 2010; Fergus et al., 2003; Lazebnik et al., 2005; Weber et al.,
2000b).
Seo und Milanfar (2010) präsentieren einen generischen Ansatz zur Detektion von Objekten
auf Basis eines einzelnen Trainingsbeispiels. Während die grundlegende Idee eines generi-
schen Systems hier weit weniger Einschränkungen aufweist als die bislang diskutierten Sy-
steme, findet die Objektdetektion jedoch durch einen direkten Vergleich des Beispielbilds
zu den anderen Bildern des Datensatzes statt. Obwohl die Ergebnisse für das Auffinden
ähnlicher Objekte in einem Datensatz gut sind, kann dieses System aufgrund der Struktur
und aufgrund der Tatsache, dass lediglich ein Trainingsbeispiel vorliegt, kein Modell eines
Objekts lernen.

2.2.2 Flexible Bilderkennung

Die Motivation für die Entwicklung des flexiblen Bilderkennungssystems ergibt sich aus
der Tatsache, dass für Bilderkennung viele potentielle Anwendungsmöglichkeiten beste-
hen, diese aber aufgrund der hohen Spezialisierung existierender Bilderkennungssysteme
und deren Verfahren nicht realisiert werden können. Das notwendige Fachwissen zur Ent-
wicklung eines Bilderkennungssystems erfordert einen hohen Einarbeitungsaufwand sowie
Programmierkenntnisse. Ein flexibles Bilderkennungssystem existiert in der Literatur der-
zeit nicht. Dennoch existieren in angrenzenden Forschungsbereichen vergleichbare Ansät-
ze. Der Forschungsbereich Gegenständliche Benutzerschnittstellen (engl. Tangible User In-
terfaces (TUIs)) hat zwei Toolkits hervorgebracht, die Anwendern eine einfache Umgebung
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zur Entwicklung solcher Benutzungsschnittstellen zur Verfügung stellen. Diese Toolkits
sind Crayons (Fails und Olsen, 2003) und Papier-Mâché (Klemmer et al., 2004). Obwohl
der Anwendungsbereich nicht direkt vergleichbar ist, da Computer Vision hier lediglich ein
Mittel zum Zweck ist, ist die grundsätzliche Problemstellung ähnlich. Die Zielgruppe be-
sitzt keine Fachkenntnisse in den Bereichen Bilderkennung oder maschinelles Lernen und
bestenfalls grundlegende Programmierkenntnisse. Crayons (Fails und Olsen, 2003) bietet
Anwendern die Möglichkeit, Bildbereiche oder Objekte zu markieren. Aus diesen Berei-
chen werden simple Merkmale wie Farbwerte oder die Sättigung extrahiert und für die Be-
rechnung eines Entscheidungsbaums verwendet. Sowohl die Merkmale als auch die Klas-
sifikation sind sehr simpel gehalten, um die Interaktivität des Systems zu gewährleisten.
Papier-Mâché (Klemmer et al., 2004) verfolgt prinzipiell das gleiche Ziel. Die Bilderken-
nungsfunktionalität wird in beiden Systemen für die Erkennung oder das Verfolgen von
Händen benötigt. Damit stellt sie eine notwendige Komponente für die Eingabefunktiona-
lität der zu entwickelnden Benutzungsschnittstellen dar.
Eyepatch (Maynes-Aminzade et al., 2007) nutzt Webcams, um einfache Fragestellungen im
Haushalt mittels Bilderkennung zu beantworten. Beispiele hierfür sind, laut den Autoren,
die Fragen, ob eine Topfpflanze gegossen werden muss oder ob bestimmte Lebensmittel im
Kühlschrank vorhanden sind. Obwohl Eyepatch Programmierkenntnisse voraussetzt, sind
keine Fachkenntnisse bezüglich Bilderkennung oder Bildverarbeitung notwendig. Aller-
dings sind die Anwender selbst in die Entscheidung über den Klassifikator eingebunden,
da der Rechenaufwand für eine automatische Selektion als zu hoch eingestuft wird. Die
Interaktivität des Systems soll eine steile Lernkurve ermöglichen und Anwendern zudem
die Möglichkeit bieten, Trainingsdaten zu erweitern oder zu verbessern.
Vision on Tap (Chiu, 2011; Chiu und Raskar, 2009) verfolgt einen Visual-Computing-
Ansatz mit dem Ziel, ein Online System bereitzustellen. Zielanwendungen sind hier Bild-
erkennungsaufgaben, die mit Hilfe bereits vorhandener Webcams ausgeführt werden kön-
nen, wie beispielsweise Gesichtserkennung zur Identifikation oder die Erkennung von Ge-
sten. Das System wurde mit Hilfe von Amazon Mechanical Turk1 evaluiert, wobei sich hier
schnell gezeigt hat, dass es bei solch einem Online System Datenschutzbedenken auf Sei-
ten der Anwender gibt. Diese hatten die Befürchtung, dass Bilder der eigenen Webcam an
Dritte übertragen werden. Obwohl es bereits Methoden gibt, die sicherstellen sollen, dass
keine sicherheitsrelevanten Daten für Dritte zugänglich sind (Avidan und Butman, 2006),
ist der gefühlte Privatheitsverlust nicht zu unterschätzen.

2.2.3 Frameworks
Während die in den vorigen Kapiteln beschriebenen Systeme bereits eine konkrete Zielset-
zung verfolgen, existiert auch eine Reihe an allgemeinen Frameworks, die für die Erstellung
beliebiger Bilderkennungssysteme eingesetzt werden können.
Khoros (Konstantinides und Rasure, 1994) ist eine visuelle Entwicklungsumgebung für
Bild- und Signalverarbeitung. Die Software stellt eine grafische Benutzungsoberfläche zur
visuellen Programmierung mit bereits vorgefertigten Modulen bereit. Das Wissen darüber,
welche Module wie eingesetzt werden, müssen Anwender sich selbst aneignen. Die Soft-

1https://www.mturk.com

https://www.mturk.com


24 Kapitel 2 ◆ Grundlagen

ware richtet sich daher eher an Personen mit Fachkenntnissen, denen überflüssiger Pro-
grammieraufwand abgenommen werden soll.
Vista (Pope und Lowe, 1994) ist eine flexibel erweiterbare Bibliothek von Algorithmen, die
vor allem darauf ausgelegt ist, verschiedene Datenstrukturen bereitzustellen. Die aktuelle
Vision Bibliothek OpenCV2 ist ebenfalls ein Software-Framework zur Erstellung von Bild-
erkennungssystemen. Allerdings werden für die Verwendung solcher Bibliotheken sowohl
Programmierkenntnisse als auch Fachkenntnisse vorausgesetzt, da die Bibliotheken an sich
zwar Implementationen von Algorithmen bereitstellen, aber keinerlei Vorgaben über deren
Verwendung machen. Die Dokumentation ist darauf ausgelegt Schnittstellen zu beschreiben
und bietet, wenn überhaupt, nur in geringem Maß eine Entscheidungsgrundlage. Anwender
müssen sich also sowohl in die zugrunde liegende Programmiersprache als auch in die ein-
zelnen Algorithmen einarbeiten. Die Auswahl geeigneter Algorithmen für die Bildverarbei-
tung ist für Laien bereits eine nicht-triviale Aufgabe. Die Weiterverarbeitung von Zwischen-
ergebnissen kann viele Anwender aufgrund des fehlenden Verständnisses für die Struktur
und Bedeutung dieser Zwischenergebnisse bereits überfordern. Software-Bibliotheken wie
VLFeat3 bieten eine große Menge an Bilderkennungsverfahren, die dem Stand der Tech-
nik entsprechen. Die Dokumentation enthält ausführliche Beispiele und die Software be-
sitzt Schnittstellen zu verschiedenen Programmiersprachen. Der tatsächliche Einsatz der
Software erfordert einen gewissen, wenn auch geringen, Programmieraufwand. Je nach
Entwicklungsumgebung kann dieser Aufwand variieren. Die MATLAB4-Schnittstelle ist
beispielsweise leicht und ohne größeren Implementierungsaufwand nutzbar. Allerdings hat
MATLAB den Nachteil, dass die Lizenzkosten vergleichsweise hoch sind. Zudem muss
sich der Anwender darüber klar sein, welche der verfügbaren Methoden eingesetzt wer-
den sollen. MATLAB bietet selbst bereits einige Toolboxen speziell für Bildverarbeitung
und Bilderkennung an. Die bereitgestellte Funktionalität ist umfangreich und es existieren
Demo-Anwendungen, die den Einstieg in die Entwicklung vereinfachen. Diese Toolboxen
sind allerdings in den generellen Lizenzkosten noch nicht enthalten. Für MATLAB exi-
stiert aber auch eine Reihe frei verfügbarer Programme, die von Freiwilligen über eine
MathWorks-eigene Webseite bereitgestellt werden5.
Mit OpenVL wurde von Miller und Fels (2011) ein Framework vorgestellt, das die Ent-
wicklung von Bilderkennungssystemen erleichtern soll, indem die konkrete Verarbeitungs-
weise der Algorithmen vor dem Anwender verborgen wird. Die Idee für OpenVL ist be-
dingt durch die Komplexität, die ein Framework wie OpenCV für die Entwicklung mit sich
bringt. OpenVL soll daher eine Art Abstraktionsschicht bereitstellen. Miller und Fels ha-
ben eine Reihe an Richtlinien für solch ein System definiert, darunter die Anforderung,
dass Anwendern nicht die Auswahl der Algorithmen auferlegt werden darf. Die von Miller
und Fels beschriebenen Anforderungen sind ursprünglich für Entwickler mit einem gewis-
sen Maß an Fachwissen entwickelt worden. Die Anforderungen entsprechen aber in hohem
Maß den Anforderungen, die sich durch die Anwender-Zielgruppe dieser Arbeit ergeben
und finden sich daher auch in dieser Arbeit wieder.

2http://opencv.org
3http://www.vlfeat.org
4Entwicklungsumgebung und Programmiersprache entwickelt von MathWorks

http://www.mathworks.de/products/matlab
5http://www.mathworks.de/matlabcentral

http://opencv.org
http://www.vlfeat.org
http://www.mathworks.de/products/matlab
http://www.mathworks.de/matlabcentral
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2.3 Generierung von Trainingsdaten
Die Erstellung von Trainingsdatensätzen stellt ein generelles Problem in jedem Bereich
des maschinellen Lernens dar. Je nach Art der zugrunde liegenden Daten kann sich dieses
Problem als mehr oder weniger komplex herausstellen. Obwohl die Annotation von Bil-
dern inhaltlich relativ unproblematisch ist, ist der Aufwand jedoch enorm. Dennoch wurde
dieses Problem in der Forschung bislang weitgehend ausgeblendet. Einzelne Teilaspekte
des Problems, die für bestimmte Anwendungsgebiete von Interesse sind, wurden jedoch
untersucht und werden im Folgenden diskutiert. Diese Teilaspekte sind die Entwicklung
von General-Purpose-Datensätzen (Kapitel 2.3.1), Crowdsourcing-Ansätze für die Annota-
tion (Kapitel 2.3.2), Visualisierungsmethoden und Bildverwaltungsprogramme mit partiel-
ler Annotationsfunktionalität (Kapitel 2.3.3) sowie semi-automatische Annotationsverfah-
ren (Kapitel 2.3.4).

2.3.1 General-Purpose-Datensätze
General-Purpose-Datensätze sind solche Datensätze, die eine Vielzahl an Kategorien ab-
decken und daher als Grundlage für die Entwicklung neuer Methoden oder generischer
Erkennungssysteme dienen. Viele dieser Datensätze wurden in Forschungsgruppen erar-
beitet und stehen für nicht-kommerzielle Zwecke frei zur Verfügung. Die Eigenschaften
der bekanntesten Datensätze, die häufig für Evaluationen herangezogen werden, sind im
Folgenden kurz beschrieben:

◇ Coil-100 (Nene et al., 1996)
Die Bilder zeigen zentrierte Objekte auf schwarzem Hintergrund. Aufnahmen stehen
in fünf Grad Rotationsschritten bereit. Der Datensatz enthält 100 Objekte, die durch
Form und Farbe gut unterschieden werden können.

◇ UIUC Object Recognition Database (Rothganger et al., 2006)
Enthält acht Objekte in verschiedenen Rotationswinkeln und Ansichten. Trainingsbil-
der enthalten einfarbigen Hintergrund und keine Verdeckung. Testbilder zeigen reale
Szenarien.

◇ Caltech-101 (Fei-Fei et al., 2004)
Datensatz, der 101 Objektklassen sowie eine Negativklasse enthält. Die Bilder wur-
den durch eine Internetsuche gesammelt und vorverarbeitet, sodass die Objekte zen-
triert sind und die Auflösung der Bilder einheitlich ist. Insgesamt enthalten die einzel-
nen Kategorien reale Bilder, die aber wenig Verdeckung und relativ einfachen Hin-
tergrund zeigen. Die Größe der einzelnen Kategorien variiert zwischen 31 und 800
Bildern.

◇ Caltech-256 (Griffin et al., 2007)
Erweiterung des Caltech-101-Datensatzes um zusätzliche Kategorien und größere
Mengen an Bildern je Kategorie.

◇ Graz-02 (Opelt et al., 2006b)
Realweltbilder der Kategorien Fahrrad, Auto und Person sowie einer Negativklasse.
Aufnahme zu verschiedenen Tageszeiten unter variierenden Lichtbedingungen. Bil-
der enthalten hohe Variation, komplexen Hintergrund sowie Verdeckungen.
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◇ Pascal VOC 2007/2010 (Everingham et al., 2007, 2010)
Bilder enthalten komplexen Hintergrund und zeigen mehrere Objekte auch unter-
schiedlicher Kategorien. Vergleichsweise hoher Grad an Verdeckungen.

◇ LHI (Yao et al., 2007)
Frei verfügbare Datensätze (1-10) für nicht-kommerzielle Zwecke, die durch eine
Internetsuche gesammelt wurden. Die einzelnen Datensätze konzentrieren sich auf
spezifische Themen und enthalten sowohl Objekte als auch Landschaftsszenen.

Ponce et al. (2006) haben die gängigen General-Purpose-Datensätze auf deren Anwendbar-
keit für Bilderkennungsaufgaben untersucht und einen generellen Mangel an Intra-Klassen-
Varianz festgestellt. Beispielsweise enthalten die Kategorien Flugzeug, Auto oder Motorrad
im Caltech-101-Datensatz Objekte in verschiedenen Lagen bzw. Posen, allerdings ist der
Aufnahmewinkel innerhalb der Kategorie sehr ähnlich. Die Bilder enthalten kaum Ver-
deckungen und kaum Varianz in der Helligkeit. Zudem sind die Objekte zentriert und der
Hintergrund meist recht einfach gehalten. Andere Datensätze wie Graz-02, LHI oder die
Pascal-Datensätze enthalten wesentlich komplexere Strukturen und Hintergründe, decken
aber keine vergleichbar große Zahl an Kategorien ab.
Obwohl die Datensätze eine durchaus große Varianz beinhalten, ist ihre Vergleichbarkeit
mit Realwelt-Datensätzen fraglich. Einerseits können reale Datensätze auf statischen Sze-
nen mit einer wesentlich geringeren Varianz auskommen, da die Erkennungsaufgabe sehr
viel simpler sein kann. Andererseits können reale Erkennungsaufgaben eine weit größere
Varianz bezüglich der Objektrepräsentation oder den Umgebungsbedingungen aufweisen.

2.3.2 Human Computation und Crowdsourcing
Crowdsourcing bezeichnet die Nutzung menschlichen Potentials zur Lösung hochkomple-
xer und aufwändiger Aufgaben. Die einfachste Möglichkeit, viele Menschen zur Mitarbeit
an einem Projekt zu motivieren, ist es, sie dafür zu bezahlen. Amazon Mechanical Turk ist
der wohl bekannteste Service hierfür. Die Plattform bietet die Möglichkeit, Aufgaben ein-
zustellen, die von vielen Menschen gegen Bezahlung bearbeitet werden. Die Kosten für die
Komplettierung einer Aufgabe werden vom Anbieter selbst beim Einstellen der Aufgabe
festgelegt und sind daher absehbar. Dies erlaubt beispielsweise einen Trade-off zwischen
Kosten und der Dauer, da gut bezahlte Aufgaben naturgemäß schneller angenommen und
bearbeitet werden. Sorokin und Forsyth (2008) haben bezüglich Qualität und Kosten für die
Annotation von Bildern mit Amazon Mechanical Turk eine Untersuchung durchgeführt, in
der verschiedene Annotationsstrategien mit unterschiedlicher Komplexität evaluiert wur-
den. Die Evaluation ergab, dass die exakte Umrandung eines Objekts etwa 30% schlechtere
Ergebnisse liefert, als ein semi-automatischer Ansatz, bei dem lediglich bestimmte Punk-
te oder Regionen angeklickt werden müssen. Dies spricht dafür, dass im Vorfeld bereits
ein relativ hoher Implementierungs- und Vorbereitungsaufwand geleistet werden muss, der
sich nur rechtfertigen lässt, falls die Implementierung wiederverwertet werden kann oder
die Annotationen von kommerziellem Interesse sind. Little et al. (2012) nutzen aktuelle
JavaScript- und HTML5-Technologien, um hochwertige Annotationen mit Amazon Me-
chanical Turk zu erhalten. Dies beinhaltet die pixelgenaue Definition von Konturen, die
effizient durchgeführt werden kann, indem das Polygon nur grob gezeichnet und anschlie-
ßend automatisch mit Hilfe des intelligenten Scheren-Ansatzes (engl. Intelligent Scissors)
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(Mortensen und Barrett, 1995) angepasst wird. Obwohl der Programmcode öffentlich ver-
fügbar ist, ist es fraglich, ob Laien diesen für ihre Bedürfnisse nutzen können und ob der
Ansatz für beliebige Bilder robust funktioniert. Zudem steht der Service von Amazon Me-
chanical Turk nur einer eingeschränkten Gemeinschaft zur Verfügung, da für die Registrie-
rung eine Rechnungsadresse in den Vereinigten Staaten hinterlegt werden muss. Hierdurch
sowie durch die Notwendigkeit eine Registrierung durchzuführen und die Annotationsauf-
gabe detailliert vorbereiten zu müssen, wird die Hürde für die Nutzung solcher Systeme
durch Laien, also Anwender, die kaum oder keine Programmiererfahrung haben sowie für
Entwickler, die nicht-kommerzielle Programme entwickeln wollen, sehr hoch gelegt. Für
Firmen oder Entwickler, die kommerzielle Systeme entwickeln, scheint der Service eher
geeignet. Allerdings stellt sich hier die Frage, wie mit der Weitergabe sicherheits- oder da-
tenschutzrelevanter Daten umgegangen werden soll. Dennoch existieren Studien, die die
Qualität von Annotationen die durch Amazon Mechanical Turk durchgeführt werden bzw.
die Qualität der Annotatoren selbst analysieren (Steinbach et al., 2007; Welinder et al.,
2010). Diese Studien erlauben die Bewertung von Annotationstechniken mit der Plattform
sowie die Einschätzung von Annotationstechniken einzelner Annotatoren und können da-
zu genutzt werden, die Qualität der Annotationen zu verbessern. Allerdings richten sich
diese Arbeiten aufgrund der vorgeschlagenen Komplexität wiederum an kommerzielle An-
wender, für die Kostensteigerungen bei gleichzeitiger Steigerung der Qualität gerechtfertigt
sind.
Der Forschungsbereich Human Computation beschäftigt sich mit der Entwicklung von Me-
thoden, die das Ziel haben, unbeteiligte Anwender in den Entwicklungsprozess einzubin-
den. Der eigentliche Nutzen dieser Anwendungen, beispielsweise die Annotation von Bil-
dern, wird hierbei oft vor den Beteiligten verborgen und stattdessen die Anwendung selbst
in den Vordergrund gestellt. Im Gegensatz zu den zuvor beschriebenen Crowdsourcing-
Ansätzen wird hier auf eine freiwillige und kostenlose Mitarbeit gesetzt.
Ein bekanntes Beispiel für diesen Ansatz zur Annotation von Bildregionen ist die Webappli-
kation LabelMe von Russell et al. (2008). Die Anwendung ermöglicht die Annotation von
Objekten und Regionen in Bildern durch das Zeichnen von Polygonen. Die Anwendung ist
ohne Vorkenntnisse nutzbar und als gemeinschaftliches Annotationstool gedacht. Bereits
bestehende Annotationen können verfeinert oder erweitert werden. Die Mitarbeit in diesem
Projekt ermöglicht die Nutzung der hierdurch generierten Daten und richtet sich somit di-
rekt an Entwickler. Der Vorteil besteht darin, dass die Beteiligten ein hohes Eigeninteresse
an der Qualität der Daten haben. Der Nachteil besteht darin, dass es schwer möglich ist,
Unbeteiligte für die Teilnahme zu gewinnen.
Die Entwicklung von Spielen mit zusätzlichem Nutzen (engl. Games With A Purpose) bie-
tet hingegen die Möglichkeit, viele Menschen für die Mitarbeit zu begeistern (von Ahn,
2006b). Das bekannteste Beispiel hierfür ist das ESP-Game (von Ahn und Dabbish, 2004).
Das Spiel zeigt zwei Spielern zeitgleich identische Bilder. Beide Spieler müssen Begriffe
eingeben, die den Inhalt des Bilds beschreiben und dabei gleichzeitig vorhersehen, wel-
chen Begriff der Mitspieler eingeben wird. Je schneller beide Spieler den gleichen Begriff
eingeben, desto höher ist die erreichte Punktzahl. Da ein Bild jeweils in vielen solcher
Spielrunden vorkommt, kann eine hohe Qualität der Annotationen gewährleistet werden.
Allerdings beziehen sich die durch das ESP-Game gesammelten Annotationen stets auf das
gesamte Bild. Eine Erweiterung des Spiels, genannt Peekaboom (von Ahn et al., 2006a),
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fordert die Spieler daher auf, ein Objekt im Bild zu markieren, indem die Kontur mit der
Maus nachgezeichnet wird. Je besser die Markierungen der Mitspieler übereinstimmen, de-
sto höher ist die erreichte Punktzahl. Die von von Ahn et al. entwickelten Ansätze beziehen
sich nicht ausschließlich auf die Annotation von Bildern, sondern haben bereits in vielen
anderen Bereichen erfolgreich Einsatz gefunden. Beispiele hierfür sind:

◇ Phetch (Von Ahn et al., 2006b)
Erstellung textueller Beschreibungen von Bildern mit dem Ziel, die Zugänglichkeit
des Internets für Menschen mit visueller Beeinträchtigung zu verbessern.

◇ Verbosity (Von Ahn et al., 2006c)
Spiel zur Sammlung allgemein bekannter Wahrheiten, um maschinelles Lernen mit
Hilfe dieser zusätzlichen hierarchischen Informationen zu verbessern (Beispiel „Ein
Hund ist ein Tier“).

◇ TagATune (Law et al., 2007)
Sammlung textueller Beschreibungen kurzer Musikstücke.

◇ Foldit (Cooper et al., 2010)
Interaktive Manipulation von Proteinstrukturen mit dem Ziel, das Protein so zu falten,
dass es sich im Energieminimum und damit in seinem natürlichen Zustand befindet.

◇ Duolingo6

Als Sprachen-Lernprogramm „getarntes“ automatisches Übersetzungssystem.

Spiele, die speziell der Annotation von Bildern dienen, basieren prinzipiell auf dem ESP-
Game. Dennoch gab es in den vergangenen Jahren eine Reihe an Arbeiten in diesem Be-
reich:

◇ Applikation zur semi-automatischen Annotation (ASAA) (engl. Application for Semi-
Automatic Annotation) (Jesus et al., 2008)
Die Anwendung ist ein Kamera-basiertes Spiel mit einer 3D-Benutzungsoberfläche,
die Gestensteuerung zur Annotation von Bildern einsetzt. Der Anwender soll dabei
Fehler der automatischen Annotation manuell korrigieren.

◇ KissKissBan (Ho et al., 2009)
Das Spiel erweitert das ESP-Game um einen dritten Spieler, der gegen die beiden
anderen antritt und Begriffe blockt. Diese Begriffe können anschließend nicht mehr
genannt werden.

◇ Seneviratne und Izquierdo (2010)
Die Anwendung orientiert sich stark am ESP-Game, wobei die Spieldynamik erhöht
werden soll, indem Begriffe nicht eingetippt werden, sondern durch Auswahl der ein-
zelnen, auf dem Display „herunterfallenden“ Buchstaben zusammengesetzt werden.
Die Anwendung fokussiert sich stark auf Mechanismen zur Detektion von Spielern,
die schlechte Begriffe wählen. Vermutlich ist dieser Ansatz notwendig, da die An-
wendung nur in einer Gruppe von zehn Personen getestet wurde, in der schlechte
Spieler einen starken negativen Einfluss haben. In einer großen Umgebung, wie der
des ESP-Games, wurde dieser Effekt bereits früher als vernachlässigbar eingestuft.

6http://www.duolingo.com

http://www.duolingo.com
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Obwohl solche Spielekonzepte für die Annotation von Bildern beliebt sind, sind sie nicht
automatisch erfolgreich, wie Thaler et al. (2011) zeigen. Ein von den Autoren entwickeltes
Spiel soll Doppeldeutigkeiten bereinigen, die sich durch identische oder ähnliche Annota-
tionen ergeben. Die Spieler ziehen dabei die Bilder mit der Maus auf die korrekte Kate-
gorie. Die initiale Version der Anwendung litt unter Spielerschwund. Um die Spieler zur
Rückkehr zu bewegen, wurden in einer zweiten Version Level integriert, die den Spielspaß
erhöhen sollen. Wie erfolgreich dieser Ansatz war, ist allerdings nicht bekannt.
Die beschriebenen Methoden und Ansätze haben sich zum großen Teil als erfolgreich er-
wiesen, dienen allerdings lediglich zur Erstellung von General-Purpose-Datensätzen, also
solchen Datensätzen, die, wie in Kapitel 2.3.1 beschrieben, meist Einschränkungen mit sich
bringen, was deren Anwendbarkeit als Trainingsdatensatz für die Erstellung von Bilderken-
nungssystemen angeht.
Ein Ansatz, der sich auf spezifische Datensätze bezieht, nämlich auf die Annotation pri-
vater Fotos, wurde von Šimko und Bieliková (2011) entwickelt. Das Spiel PexAce ähnelt
dem bekannten Gesellschaftsspiel Memory7. Ursprünglich war das Spiel für Familien und
Verwandtschaftskreise gedacht. Allerdings ist auch in solch einem eingeschränkten Perso-
nenkreis nicht jeder Name von Freunden bekannt und nicht alle Bilder können oder sollen
von jedem annotiert werden. Ein größeres Problem ergibt sich dadurch, dass die Annota-
tion der Bilder durch das Spielekonzept längere Zeit dauert. Es ist also nicht geeignet, um
Datensätze direkt und effizient zu annotieren. In einer Weiterentwicklung des Spiels (Šim-
ko und Bieliková, 2012) wird auf diesen Nachteil nicht weiter eingegangen. Es ist aber
anzunehmen, dass sich nichts Grundsätzliches geändert hat.
Die Annotation privater Fotos ist ein spezielles Problem, da vornehmlich eine Struktur zur
effizienten Verwaltung der Bilder geschaffen werden soll. Die Annotation solcher Daten-
sätze kann bestimmte Eigenschaften ausnutzen, die den Annotationsprozess vereinfachen
können. Zu diesen Eigenschaften gehört beispielsweise die inhärent zeitliche Struktur der
Bilder, die Ähnlichkeit von Bildsequenzen sowie die eher eingeschränkte Zahl an Perso-
nen, die auf den Bildern zu sehen sind. Dennoch ist an der effizienten Annotation priva-
ter Bilddatensätze vornehmlich eine einzelne Person interessiert. In diesem Punkt ist die
Annotation mit der Annotation spezialisierter Trainingsdatensätze vergleichbar. Aufgrund
der beschriebenen Eigenschaften von Bilddatensätzen sind die präsentierten Spieleansät-
ze nicht oder nur eingeschränkt für spezialisierte Datensätze einsetzbar. Ein Problem ist
die von Šimko und Bieliková beschriebene Dauer des Annotationsprozesses, ein weiteres
Problem ist der eingeschränkte Kontext der Bilder. Soll beispielsweise ein Bilderkennungs-
system zur Erkennung von Autos entwickelt werden, so ist es nicht von Interesse eine Be-
schreibung des Bildinhalts von Spielern zu bekommen. Die Spieldynamik müsste entspre-
chend angepasst werden und der Spielspaß würde mit hoher Wahrscheinlichkeit unter der
Eintönigkeit des Datensatzes leiden. Mit eingeschränktem Spielspaß ist die Aussicht auf
eine große Beteiligung ansonsten unbeteiligter Personen allerdings gleich Null. Daher lässt
sich sagen, dass das Akquirieren unbeteiligter Personen für die Annotation spezialisierter
Datensätze schwierig bis kaum möglich ist und daher der Fokus auf der Entwicklung effi-
zienter Verfahren liegen muss, die Einzelpersonen diese aufwändige Aufgabe so leicht wie
möglich bewältigen lassen.

7Eingetragene Marke der Ravensburger AG.
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2.3.3 Visualisierung von Bilddatensätzen

Bildverwaltungsprogramme beschäftigen sich mit zwei Problemen, die für diese Arbeit
relevant sind: Der visuellen Darstellung großer Bilddatensätze und der Annotation von Bil-
dern.
Für die Darstellung großer Bilddatensätze wird generell eine Sortierung der Bilder aufgrund
eines spezifischen Ähnlichkeitsmaßes durchgeführt. Dieses kann, je nach Anwendung, sehr
unterschiedlich ausfallen. Einige Anwendungen sortieren Bilder anhand automatisch detek-
tierter Gesichter (Cui et al., 2007; Xiao und Zhang, 2008), während andere Anwendungen
Metadaten wie die zugrunde liegende Ordnerstruktur des Dateisystems oder den Zeitpunkt
und die Position der Aufnahme des Bilds verwenden (Bederson, 2001; Gomi und Itoh,
2010; Graham et al., 2002; Naaman et al., 2004). Einige Anwendungen beziehen zusätzlich
zu solchen Metadaten die Ähnlichkeit der Bilder mit ein, um die Benutzbarkeit der Anwen-
dungen zu erleichtern. PhotoTOC (Platt et al., 2003) und CAT (Gomi et al., 2008) verwen-
den Farbinformationen der Bilder, um die Ähnlichkeitsmetrik anzupassen. Schoeffmann
und Ahlstrom (2011) untersuchen, ob das Durchstöbern (engl. Browsen) zweidimensional
dargestellter Bilddatensätze effizienter durchgeführt werden kann, wenn die Bilder nach
Farbe sortiert sind. Da Farbinformation intuitiv interpretiert werden kann, konnte die Effi-
zienz durchschnittlich um 20% gesteigert werden. Die Sortierung wurde von den meisten
Teilnehmern einer Benutzerstudie als sinnvoll empfunden. Eine ähnliche Anordnung wurde
von Schaefer (2010) untersucht. Bilder wurden hierbei auf einer Kugel platziert, wobei die
Farbinformation in der Horizontalen variiert und die vertikale Dimension für die Variati-
on der Helligkeitsinformation genutzt wurde. Hierdurch ist eine noch intuitivere Sortierung
der Bilder möglich. Diese Anwendungen sind primär zum Durchstöbern der Datensätze ge-
dacht. Eine gezielte Suche nach semantisch ähnlichen Bildern gestaltet sich schwierig und
sehr aufwändig, da die Platzierung nicht in Zusammenhang mit dem semantischen Bild-
inhalt steht und Farbe, außer bei Bildern, die in kurzen Zeitabständen in ähnlicher Umge-
bung aufgenommen wurden, stark variieren kann. Dennoch ist Farbe, gerade aufgrund der
intuitiven Interpretierbarkeit, ein beliebtes Merkmal, welches auch im CBIR Umfeld von
Laaksonen et al. (2000) und Prentis (2007) verwendet wird. Beide Arbeiten verwenden eine
Self-organizing Map (SOM) für die Anordnung der Bilder und deren Visualisierung als Da-
tensatz. SOMs sind sehr beliebt durch ihre Möglichkeit, hochdimensionale Daten auf einen
niedrigdimensionalen Raum zu projizieren und dabei die Topologie der ursprünglichen Da-
ten zu erhalten. Strong und Gong (2008) verwenden ebenfalls eine SOM als Grundlage
für eine interaktive Visualisierung von Bilddatensätzen. Ähnlich wie bei Prentis (2007)
werden Farbhistogramme als Merkmal verwendet, allerdings können auch Farbkorrelati-
onsinformationen eingesetzt werden. Prinzipiell ähnlich ist das System von Padilla et al.
(2013), welches ebenfalls eine SOM verwendet, um das Durchsuchen von Bilddatensät-
zen zu ermöglichen. Im Gegensatz zu den vorherigen Arbeiten wird die Ähnlichkeit hier
nicht durch Farbmerkmale berechnet, sondern mittels Crowdsourcing hergestellt. Das Ziel,
nämlich die Sortierung der Bilder nach perzeptueller Ähnlichkeit, wird realisiert, indem
Bilder von Freiwilligen nach Ähnlichkeit sortiert werden. Aus diesen Sortierungen wird
eine Ähnlichkeitsmatrix berechnet, die anschließend als Basis für die Visualisierung dient.
Obwohl CBIR den Fokus eher auf das Auffinden ähnlicher Bilder statt auf die Visualisie-
rung legt, gibt es einige Arbeiten, die sich mit geeigneten Darstellungen befassen. Hierzu
gehören die bereits erwähnten SOM-basierten Arbeiten, die Darstellung der Bilder in ei-
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ner spiralförmigen Anordnung (Torres et al., 2003) sowie die Darstellung durch Pathfin-
der Netzwerke auf Basis automatisch extrahierter Merkmale wie Farbe, Textur oder Form
(Chen et al., 2000).
Yang et al. (2006) präsentieren einen Browser für Bilddatensätze, der Bilder nach perzep-
tueller Ähnlichkeit sortiert und durch Multidimensionale Skalierung (MDS) (Cox und Cox,
2008) anordnet. MDS wurde bereits von Rodden et al. (2001) für die Visualisierung von
Bildern nach Ähnlichkeit untersucht. MDS wurde zudem für die Anordnung von Texturen
eingesetzt (Lim et al., 2005), da das Verfahren eine zweidimensionale Repräsentation be-
rechnet, die die ursprünglichen Abstände zwischen den Elementen, soweit möglich, erhält.
Verfahren zur Dimensionsreduktion, wie SOMs oder MDS, sind generell für die Visuali-
sierung hochdimensionaler Daten in einem niedrigdimensionalen Raum geeignet. Die Dar-
stellung in einem niedrigdimensionalen, meist zweidimensionalen, Raum führt allerdings
dazu, dass sich Datenpunkte in Bereichen mit einer hohen Dichte überlagern. Für die Vi-
sualisierung von Bildern stellt dies einen Nachteil dar, den Wang et al. (2010b) mit ihrer
Darstellungstechnik überwinden wollen. Hierfür werden Randbedingungen eingeführt, die
die Form und Ausdehnung des Darstellungsraums, also des niedrigdimensionalen Projekti-
onsraums, sowie die Entropie der Datenprojektion in Betracht ziehen. Das gleiche Problem
wurde von Moghaddam et al. (2004) für eine PCA-basierte Projektion (Jolliffe, 1986) durch
eine Kostenfunktion gelöst, die die Größe der Bilder und den Abstand anhand der Ähnlich-
keit so optimiert, dass Überlappungen vermieden werden.
Quack et al. (2008) setzen hierarchisches Clustering ein, um Bilder anhand verschiede-
ner Modalitäten zu sortieren. Hierfür werden visuelle Merkmale (SURF Merkmale) sowie
textuelle und räumliche Merkmale (Geotags) verwendet. Das Ziel ist die automatische Zu-
weisung relevanter Wikipedia8-Artikel und damit einer entsprechenden Kategorie. Die Vi-
sualisierung ähnlicher Cluster spielt dabei allerdings keine Rolle. Textuelle und visuelle
Merkmale werden ebenfalls von Moëllic et al. (2008) für die Sortierung von Bilddaten-
banken mit Hilfe von Shared Nearest Neighbor (SNN) Graphen (Jarvis und Patrick, 1973)
eingesetzt. Hierbei werden Ähnlichkeitsgraphen aufgebaut, auf deren Basis eine Übersicht
über den Bilddatensatz generiert wird. Die Übersicht stellt Gruppen ähnlicher Bilder dar.
Welche Bilder in eine Gruppe oder einen Cluster zusammengefasst werden, ergibt sich
aus dem Ähnlichkeitsgraphen bzw. daraus, wie viele gemeinsame Nachbarn zwei Elemente
in diesem Graph besitzen. Ein hierarchisches Clustering von Bildern anhand von BoW-
Merkmalen wird von Dillard et al. (2013) beschrieben. Die hierarchische Struktur des Clu-
sterings wird verwendet, um die Bilder mit Hilfe einer raumfüllenden Kurve (engl. Space-
Filling Curve) (Sagan, 1994) auf eine zweidimensionale Zeichenebene zu projizieren. Das
Ziel dieser Projektion ist die Erhaltung wichtiger topologischer Strukturen bei voller Aus-
nutzung der Zeichenebene.
Obwohl es eine Reihe an Verfahren zur Visualisierung und zum Durchstöbern von Bildda-
tensätzen gibt, zielen die diskutierten Ansätze auf die reine Darstellung der Bilddatensätze
ab. Obwohl ähnliche Bilder zusammen gruppiert werden, besteht die Hauptanwendung we-
der darin, die Bilder umzusortieren und dadurch ein Modell zu erlernen, noch darin, die
Bilder zu annotieren. Die in den Vorarbeiten in diesem Bereich gewonnenen Erkenntnisse
bezüglich intuitiver Visualisierungstechniken sind für diese Arbeit aber durchaus relevant.

8http://www.wikipedia.org

http://www.wikipedia.org
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2.3.4 Semi-automatische Annotation
Die Annotation privater Bilddatenbanken ist für die Suche nach Personen oder Ereignissen
von Interesse. Je größer die Datensätze sind, desto relevanter ist meist die Annotation, da
eine effiziente Suche ansonsten recht schwer ist. Für die Annotation solcher Datensätze exi-
stieren daher eine Reihe semi-automatischer Ansätze, die, ähnlich wie die Anwendungen
im vorigen Kapitel, das Ziel haben, die Bilder geeignet vorzusortieren, so dass die manu-
elle Annotation effizient durchgeführt werden kann. Diese Kombination von automatischer
Vorverarbeitung und manueller Nachbearbeitung wird im Folgenden als semi-automatische
Annotation bezeichnet.
Suh und Bederson (2004, 2007) nutzen den Aufnahmezeitpunkt der Bilder, um relevante
Ereignisse zu identifizieren. Zusätzlich wird eine Gesichtsdetektion eingesetzt, um Ober-
körpersegmente zu detektieren und auszuschneiden. Diese werden nach ihrer Ähnlichkeit
zusammengefasst und dem Anwender präsentiert. Im Idealfall korrelieren die Bilder, die
in einem Cluster zusammengefügt wurden, mit einem semantischen Konzept und reduzie-
ren somit den Annotationsaufwand. Ebenso verfolgen Cui et al. (2007) mit EasyAlbum
das Ziel, Cluster statt Einzelbilder zu annotieren. Hierfür werden die Bilder initial nach
ähnlichen Gesichtern sortiert. Während des Annotationsprozesses werden die bisherigen
Annotationen in die Bewertung der Bilder mit einbezogen. Diese Bewertung bezieht sich
allerdings auf die Reihenfolge ganzer Cluster, mit dem Ziel, den Annotationsprozess ef-
fizienter zu gestalten, indem sich Anwender auf Bilder der gleichen Person konzentrieren
können und im Idealfall ähnliche Cluster auf einmal annotieren können. Die verfügbaren
Annotationen werden also nicht in die Neubewertung des Clusterings selbst einbezogen.
Einen ähnlichen Ansatz verfolgen Tian et al. (2007), die den Gesichts-Annotationsprozess
interaktiv gestalten, indem ähnliche Bilder oder Gruppen von Bildern gesucht und dem
Anwender präsentiert werden.
Bereits 2003 präsentierten Heidemann et al. (2003) eine semi-automatische Annotations-
oberfläche, die Bilder mit Hilfe einer SOM clustert. Anwender können einzelne Bilder oder
ganze Cluster annotieren. Die Anwendung war vor allem für die Annotation von Objekten
in einem AR-Szenario (Augmented Reality) von Interesse. Boom et al. (2012) präsentie-
ren einen semi-automatischen Annotationsprozess für die Annotation von Fisch-Bildern
für Biologie-Projekte. Boom et al. untersuchen zwei verschiedene Clusteringverfahren, die
unterschiedliche Farb- und Texturmerkmale verwenden, auf deren Eignung für die Vor-
sortierung des Datensatzes. Die Annotation der Bilder wird in einem dreistufigen Prozess
durchgeführt. Zuerst werden alle Cluster bereinigt, d.h. Anwender entfernen falsch geclu-
sterte Bilder. Im zweiten Schritt werden die (bereinigten) Cluster, die das gleiche Objekt
zeigen, zusammengefasst und im dritten Schritt werden die im ersten Schritt entfernten Bil-
der wieder Clustern zugewiesen. Die meisten Fehler passieren bereits im ersten Schritt. Da
ein Cluster stets in sich ähnliche Bilder enthält, ist es für Anwender oft schwierig, Fehler
zu detektieren. Während des Annotationsprozesses findet allerdings keine Rückkopplung
statt. Es wird also keine Neubewertung des Clusterings aufgrund partieller Annotationen
durchgeführt.
Der Forschungsbereich Visual Analytics beschäftigt sich unter anderem mit semi-auto-
matischen Verfahren, die Anwender in der manuellen Datenexploration unterstützen und
menschliche Expertise in die automatische Datenanalyse einbeziehen. Bertini und Lalan-
ne (2009) beschreiben den iterativen Prozess und die Notwendigkeit manueller Interaktion
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Abbildung 2.4: Interaktiver Datenexplorationsprozess in Visual-Analytics-Anwendungen
nach Bertini und Lalanne (2009).

zur Anpassung des zugrunde liegenden Modells. Abbildung 2.4 zeigt ein Modell, das an
den Prozess von Bertini und Lalanne angelehnt ist. Prinzipiell sieht der semi-automatische
Explorationsprozess folgendermaßen aus: Das initiale Modell wird unter Verwendung au-
tomatischer Lernverfahren oder Datenanalysetechniken automatisch erstellt und in adäqua-
ter Form visualisiert. Anwender haben die Möglichkeit, die Daten zu betrachten und mit
der Darstellung zu interagieren. Manuell durchgeführte Änderungen werden anschließend
in das Modell eingepflegt, woraufhin die Darstellung angepasst wird. Über mehrere sol-
cher Iterationen können Anwender auf diese Weise Expertenwissen in das Modell inte-
grieren, ohne mit dem Modell direkt interagieren zu müssen. Da im Rahmen dieses ite-
rativen Prozesses Expertenwissen in das System eingebracht wird, ist die Thematik mit
semi-überwachtem Lernen vergleichbar. Unter semi-überwachtem Lernen wird generell
maschinelles Lernen aufgrund annotierter sowie nicht-annotierter Daten verstanden. Für
eine Übersicht über semi-überwachte Lernverfahren empfiehlt sich die Literaturübersicht
von Zhu (2006). Aktives Lernen (engl. Active Learning) ist ein besonders populärer Zweig
unter den semi-überwachten Lernverfahren. Einen Überblick bietet hier Settles (2009). So-
genanntes inter-aktives Lernen wurde kürzlich in zwei Anwendungen vorgestellt, die die
Erstellung von Klassifikatoren visuell unterstützen. Dies wurde für das Auffinden von Text-
dokumenten (Heimerl et al., 2012) und die Videoanalyse (Höferlin et al., 2012) vorgestellt.
Beide Anwendungen annotieren implizit Trainingsdaten, sind aber auf eine schnelle Proto-
typentwicklung für die Analyseaufgabe fokussiert. Der Explorationsprozess steht also un-
mittelbar im Vordergrund, während in der Annotation von Trainingsdatensätzen die Explo-
ration des Datensatzes ein Nebeneffekt ist, der sich aus der Notwendigkeit ergibt, jedes Bild
zu annotieren. Obwohl Anwender während dieses Prozesses die Übersicht über die Daten
behalten und Fehler identifizieren können, ist es wahrscheinlich, dass Klassifikationsfeh-
ler untergehen können, da die Anwendungen nicht auf die visuelle Analyse des gesamten
Datensatzes ausgelegt ist. Die Korrektheit der annotierten Trainingsdaten ist entscheidend
für die Erkennungsleistung des Systems, daher ist es für die Erstellung von Trainingsdaten-
sätzen unerlässlich, dass der Anwender die volle Kontrolle über die Annotation der Daten
behält.
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Die im vorigen Kapitel beschriebenen Visualisierungstechniken für Bild- oder Fotodaten-
banken beziehen sich meist auf sehr generische Bilddatensätze, die sich bereits aufgrund
der Metadaten oder Farbinformation sinnvoll sortieren lassen. Die Wahrscheinlichkeit, dass
diese Ansätze auf beliebigen Datensätzen gute Ergebnisse liefern, ist allerdings aufgrund
der reinen Vielfalt an Bildstrukturen und -inhalten eher gering. Wang et al. (2012) prä-
sentieren aus diesem Grund ein semi-automatisches System, welches die Aktionen des
Anwenders in die Adaption der Distanzmetrik einbezieht. Mögliche Benutzerinteraktio-
nen sind das Zusammenfügen oder Aufsplitten von Clustern, was zu einer Interpretation
als Must-Link (ML)- bzw. Cannot-Link (CL)-Bedingung führt. ML- und CL-Bedingungen
werden in Annotationsaufgaben häufig für Elemente mit identischen bzw. unterschiedli-
chen Labeln verwendet. Eine ML-Bedingung zwischen zwei Clustern bedeutet, dass die
Distanzmetrik so adaptiert wird, dass sich die Distanz der beiden Cluster verringert und
sie zusammengefügt werden können. Die Umsetzung erfolgt durch die Adaption einer
Mahalanobis-Distanz, indem die ML- und CL-Bedingungen als Optimierungsproblem for-
muliert werden, welches das Ziel hat, die Distanzen zwischen ML-Elementen zu minimie-
ren und zwischen CL-Elementen zu maximieren (Davis et al., 2007). Xing et al. (2002)
haben die Adaption von Distanzmetriken zuvor bereits als konvexes Optimierungsproblem
beschrieben, welches allerdings auch für diagonale Distanzmatrizen nicht so effizient be-
rechenbar ist wie der Algorithmus von Davis et al. (2007). Die Methodik von Davis et al.
(2007) erlaubt die Übertragung des Optimierungsproblems auf die Entropie-basierte Op-
timierung der zugrunde liegenden Gaußfunktion. Prinzipiell ähnliche Verfahren wurden
bereits in semi-überwachten (Baghshah und Shouraki, 2009; Bilenko et al., 2004; Kumar
und Kummamuru, 2008; Zeng und Cheung, 2012) und überwachten (Cai et al., 2010; Ku-
mar und Patras, 2012; Zhao et al., 2011) Anwendungen eingesetzt, um Distanzmetriken für
Klassifikations- und Clustering-Anwendungen zu erlernen. Während viele der Anwendun-
gen paarweise Bedingungen verwenden und die Optimierung hierauf anwenden, werden
auch häufig relative Bedingungen in der Form

{(x, y, z) ∣ ∣∣x, y∣∣ < ∣∣x, z∣∣, (x, y) ∈ ml, (x, z) ∈ cl} (2.3)

verwendet (Cai et al., 2010; Kumar und Kummamuru, 2008; Schultz und Joachims, 2004;
Wang et al., 2013a). Diese Form an Relationen stellt gerade bei wenigen verfügbaren Be-
dingungen detailliertere Informationen zur Verfügung. Da nicht nur bekannt ist, welche
Objekte sich ähneln, sondern auch welche Elemente sich ähnlicher sein müssen als ande-
re, kann die Optimierung sinnvolle Ergebnisse liefern. Allerdings wird der Einsatz dieser
relativen Bedingungen sehr schnell sehr rechenaufwändig.
Obwohl semi-automatische Annotationsverfahren bereits untersucht wurden, nutzt prak-
tisch kein existierender Ansatz die Benutzerinteraktionen oder partiellen Annotationen, um
die Vorsortierung während des Annotationsprozesses zu verbessern. Mögliche Gründe hier-
für sind die zu hohe Rechenzeit, die einen interaktiven Prozess selten zulässt sowie die
abstrakte Struktur der Adaptionskriterien, die keine Aussage über die Qualität der Neube-
rechnung erlaubt.



K
A

P
IT

EL 3
Architektur des flexiblen
Bilderkennungssystems

Ein flexibles Bilderkennungssystem unterscheidet sich von einem generischen Bilderken-
nungssystem dadurch, dass es an spezielle Erkennungsaufgaben adaptierbar ist und nicht
bereits im Auslieferungszustand die fertige Erkennungsfunktionalität bereitstellt. Dies wäre
beispielsweise für ein Erkennungssystem der Fall, das beliebige Objekte und Bilder in Ka-
tegorien, wie etwa Stuhl, Tier, Landschaft, etc. einteilen kann. Von einem generischen Er-
kennungssystem würde man erwarten, dass es direkt für die Erkennung und Klassifikation
eingesetzt werden kann. Das flexible Bilderkennungssystem stellt in seinem Auslieferungs-
zustand hingegen eher einen Modulbaukasten dar, der sich mit wenig Benutzerinteraktion
an die Erkennungsaufgabe adaptieren lässt.
In Kapitel 2.2 wurden bereits grundlegende Arbeiten auf dem Bereich der generischen und
flexiblen Bilderkennung diskutiert. Obwohl zahlreiche Arbeiten existieren, legen diese ih-
ren Fokus auf die generische Erkennungsfunktionalität oder realisieren Software-Bibliothe-
ken. Ein flexibles System, das sich auf beliebige Bilderkennungsanwendungen adaptieren
lässt und keine Fachkenntnisse benötigt, existiert derzeit nicht. Dieses Kapitel diskutiert
die Anforderungen an ein solches flexibles Bilderkennungssystem (Kapitel 3.1) sowie die
modulare Architektur des flexiblen Bilderkennungssystems FOREST (Flexible Object Re-
cognition System) (Kapitel 3.2). Dieses Kapitel schließt mit einer Beschreibung der tech-
nischen Realisierung (Kapitel 3.3) und der verwendeten Algorithmen für die Merkmalsde-
tektion, Merkmalsextraktion und Klassifikation (Kapitel 3.3.4).
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3.1 Anforderungen an ein flexibles
Bilderkennungssystem

Das flexible Bilderkennungssystem FOREST hat das Ziel, ohne Fachwissen und Einar-
beitung in die Materie für Laien nutzbar zu sein. Dieser Anspruch bringt eine Reihe von
Anforderungen mit sich, die im Folgenden als weiche Anforderungen bezeichnet werden.
Als technische Anforderungen werden hingegen Anforderungen bezeichnet, die entwurfs-
kritisch sind. Diese Anforderungen ergeben sich zum Teil direkt aus den weichen Anforde-
rungen. Die einzelnen Anforderungen werden im Folgenden definiert und beschrieben.

3.1.1 Weiche Anforderungen
Bei den weichen Anforderungen geht es vor allem um die Voraussetzungen, die das System
erfüllen muss, um der Zielgruppe gerecht zu werden. Diese Anforderungen stimmen daher
zu einem großen Teil mit den allgemeinen Zielen dieser Arbeit überein (cf. Kapitel 1.2). Die
im Folgenden beschriebenen Anforderungen haben implizit Einfluss auf die Architektur
und die technischen Anforderungen des flexiblen Bilderkennungssystems.

Keine Fachkenntnisse Die Zielgruppe, also zukünftige Anwender, sind gewöhnliche In-
ternet-Nutzer, die keine Fachkenntnisse in den Bereichen Bilderkennung oder maschinelles
Lernen besitzen. Das System muss daher für Laien ausgelegt sein und darf keine Fach-
kenntnisse für die Verwendung voraussetzen. Im Speziellen darf nicht vorausgesetzt wer-
den, dass Anwender verstehen, welche Bildeigenschaften von einem Erkennungssystem für
die Klassifikation genutzt werden, wie ein Merkmalsdeskriptor aufgebaut ist oder wie ein
Klassifikator funktioniert. Insgesamt ist zu erwarten, dass Anwender davon ausgehen, dass
das System, wie sie selbst, höherwertige semantische Konzepte identifiziert. Ein Beispiel
hierfür wäre die Folgerung

{VierBeine, einePlatte} z→ Tisch

Das Konzept von signalnahen Bildmerkmalen, wie etwa Ecken oder Kanten, wird den mei-
sten Anwendern nicht bekannt sein. Selbst gut verständliche Konzepte wie Farbinforma-
tion führen bereits zu unterschiedlichen Interpretationen zwischen Mensch und Maschine,
da die menschliche Farbwahrnehmung der reinen Interpretation der Pixelwerte weit über-
legen ist (Foster, 2011; Gijsenij et al., 2011). Obwohl die Problematik der semantischen
Lücke (cf. Kapitel 2.1) auch von einem flexiblen Bilderkennungssystem nicht gelöst wer-
den kann, ist es das Ziel dieses Systems, Anwendern die signalnahe Bildverarbeitung, also
die Detail-Konzepte, so weit wie möglich vorzuenthalten.

Instantane Nutzbarkeit Das System muss praktisch ohne Einarbeitungszeit nutzbar sein.
Das Lesen eines Benutzungshandbuchs oder eines Tutorials würde eine erhebliche Hürde
für die Verbreitung des Systems darstellen. Soziale Netzwerke, Smartphones und Apps
prägen eine ganze Generation von Benutzungsschnittstellen. Anwendungen, die für Laien
nicht direkt nutzbar sind, werden auf Dauer nur von Experten genutzt werden und keinen
großflächigen Einsatz finden. Dies gilt sowohl für die initiale (Be-)Nutzbarkeit des Systems,
als auch für jeden einzelnen Bearbeitungsschritt und bedingt daher die bereits beschriebene
Vermeidung von technischen und fachlichen Details.
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Ist ein Parkplatz frei?

Ist mein Parkplatz frei?

Wo ist ein Parkplatz frei?

Findet gerade eine
Veranstaltung statt?

Ist gerade Urlaubszeit?

Ist gerade Markt?

Wie viele Personen sind auf
dem Markt?

Findet eine Veranstaltung
auf dem Platz statt?

Findet gerade eine Veran-
staltung statt?

Findet eine Besprechung
statt?

Sind Personen im Raum?

Sind die Fenster zu?

Ist das Licht an?

Ist die Hardware am richti-
gen Platz?

Abbildung 3.1: Beispielhafte Erkennungsaufgaben auf unterschiedlichen Webcams. Wel-
che Erkennungsaufgabe erfüllt werden soll, wird lediglich implizit durch die Annotation
definiert. Webcam-Quellen: Privat (TowerCam nachempfunden), Marktplatz Aurich, La-
borkamera SFB Nexus.

Minimaler Zeitaufwand Die Entwicklung eines Bilderkennungssystems ist aufgrund der
notwendigen Berechnungen je nach Anwendung relativ zeitintensiv. Entscheidend für den
Erfolg eines flexiblen Frameworks ist die größtmögliche Automatisierung der Bearbei-
tungsschritte. Nur wenn die Zeit, die das System zur Berechnung benötigt, vom Anwender
„sinnvoll“ genutzt werden kann, ist ein erfolgreicher Einsatz des Systems möglich. Den-
noch müssen die Zeitintervalle für automatische Verarbeitungsschritte auf ein Minimum
reduziert werden. Erfordert ein Bearbeitungsschritt Eingaben durch den Anwender, so muss
die Benutzerinteraktion effizient und möglichst benutzungsfreundlich erfolgen.

Keine Annahmen über die Erkennungsaufgabe Das System darf keine Annahmen über
die Art der Erkennungsaufgabe machen, um keine Einschränkungen bezüglich der Erken-
nungsleistung zu erzeugen. Auf einen einzelnen Datensatz, beispielsweise abgerufen von
einer Webcam, kann, wie in Abbildung 3.1 dargestellt, eine große Zahl unterschiedlicher
Erkennungssysteme trainiert werden. Welcher Aspekt eines Bildes für den Anwender von
Interesse ist, kann das System nicht im Voraus wissen. Mögliche Erkennungsaufgaben dür-
fen sich vor allem nicht in der Architektur des Systems widerspiegeln. Das System darf
daher beispielsweise nicht annehmen, dass sich die Erkennungsaufgabe auf Objekte als
geometrische Formen oder Szenen bezieht, oder dass für die Erkennungsaufgabe bestimm-
te Merkmale geeignet sind.

Visuelle Informationsdarstellung Obwohl die vorigen Anforderungen bedeuten, dass
Benutzerinteraktionen so weit wie möglich reduziert werden sollen, kann auf diese nicht
gänzlich verzichtet werden. Die Grundlage, auf der Benutzereingaben erfolgen, muss klar
verständlich sein. Hierfür ist die visuelle Darstellung von Informationen unverzichtbar. Die
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Benutzbarkeit des Systems durch Laien muss daher gewährleistet werden, indem mögli-
cherweise relevante Informationen visuell hervorgehoben werden.

3.1.2 Technische Anforderungen
Die technischen Anforderungen des flexiblen Bilderkennungssystems FOREST werden im-
plizit durch die eben beschriebenen weichen Anforderungen bedingt. Die technischen An-
forderungen finden sich direkt im Entwurf und in der Architektur wieder.

Einsatz verschiedener Methoden Wie bereits beschrieben darf das System keine An-
nahmen über die Art der Erkennungsaufgabe machen. In Kapitel 2.1 wurde zudem bereits
diskutiert, dass derzeit kein Verfahren existiert, welches beliebige Bilderkennungsaufga-
ben lösen kann. Aus diesen Voraussetzungen ergibt sich die Notwendigkeit, verschiedene
Methoden in das flexible Bilderkennungssystem zu integrieren, um eine breite Menge an
Bilderkennungsanwendungen abzudecken. Die Auswahl der Methoden bzw. der Merkmale
für die Klassifikation muss automatisch und ohne Benutzerinteraktion erfolgen, da dies von
der Zielgruppe nicht geleistet werden kann.

Erweiterbarkeit Die Erweiterung der Funktionalität des flexiblen Erkennungssystems
bzw. die Integration zusätzlicher oder neu entwickelter Operatoren ist entscheidend für den
langfristigen Erfolg des Systems. Es ist zu erwarten, dass der Forschungsbereich Compu-
ter Vision in den nächsten Jahren weiterhin komplexe und hoch entwickelte Operatoren
für verschiedenste Anwendungen hervorbringen wird. Diese neu entwickelten Operatoren
sollen in das flexible Bilderkennungssystem integriert werden können.
Da die Anwenderzielgruppe keine Fachkenntnisse besitzt, die Integration neuer Operato-
ren aber selbstständig vornehmen können soll, muss die Schnittstelle für neue Operatoren
möglichst einfach gestaltet sein.

Modularität Die Funktionalität des flexiblen Bilderkennungssystems muss insgesamt er-
weiterbar sein. Daher ist es entscheidend, dass die einzelnen Funktionen und Komponenten
gekapselt sind und individuell ausgetauscht werden können. Beispielsweise wäre eine An-
passung des Systems für Experten-Anwender durch eine erweiterte Benutzungsoberfläche
denkbar.

Keine spezielle Soft- und Hardware Der Einsatz kostenpflichtiger Software innerhalb
des flexiblen Bilderkennungssystems soll auf einem Minimum gehalten werden. Da die
Entwicklung des flexiblen Bilderkennungssystems eine kostengünstige Alternative zu ak-
tuellen Bilderkennungssystemen darstellen soll, ist der Einsatz kostspieliger Software kon-
traproduktiv. Ebenso ist der Einsatz spezialisierter Hardware zu vermeiden. Heutige Stan-
dardrechner sind bereits sehr leistungsfähig und stellen ausreichend Speicherplatz bereit.
Die Voraussetzung bestimmter Hardware wie Grafikkarten oder Prozessoren mit mehr als
zwei Kernen, ist daher überflüssig.
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3.2 Architektur von FOREST
Das flexible Bilderkennungssystem FOREST wurde aufgrund der beschriebenen Anfor-
derungen entsprechend des Model-View-Controller (MVC)-Architekturmusters entworfen.
Die einzelnen Komponenten der dreistufigen Architektur kapseln die Funktionalität der
Bildverarbeitung (Berechnungsschicht), der Verarbeitung mehrerer paralleler Anfragen und
deren Verteilung (Service-Schicht) sowie die Benutzungsschnittstellen (Interaktionsschicht).
Diese dreistufige Architektur ist in Abbildung 3.2 dargestellt. Prinzipiell verarbeitet die
Service-Schicht die Anfragen, die durch eine der Benutzungsoberflächen generiert wur-
den. Dies kann z.B. eine Anfrage zur Verarbeitung der Bilddaten, also der Detektion und
Extraktion von Merkmalen, sein. Die Service-Schicht gibt, wenn nötig, Anfragen an die
Berechnungsschicht weiter. Allerdings müssen nicht alle Anfragen an die Berechnungs-
schicht weitergeleitet werden. Das Editieren von Metadaten oder die Bilddatenakquisition
kann beispielsweise selbstständig von der Service-Schicht durchgeführt werden. Die Über-
mittlung von Daten zwischen der Service-Schicht und der Berechnungsschicht finden über
eine gemeinsame Ressource, die Datenbank, statt.
Die einzelnen Komponenten des Frameworks werden in den folgenden Abschnitten detail-
liert beschrieben.

3.2.1 Berechnungsschicht
Die Berechnungsschicht enthält, wie in Abbildung 3.2 zu sehen, die zentrale Funktionalität
des Erkennungssystems, bestehend aus den Operatoren für die Merkmalsdetektion, Merk-
malsextraktion und Klassifikation.
Die Berechnungsschicht ist in MATLAB implementiert, da bereits viele Operator-Imple-
mentationen in MATLAB existieren oder frei verfügbar sind. Zudem bietet die MATLAB-
Plattform Schnittstellen für die Integration von Java1- und C- (Ritchie, 1993) Programm-
code und ermöglicht daher auch die Integration existierender Operatoren, die in anderen
Programmiersprachen vorliegen. MATLAB selbst bietet bereits einige Funktionen für die
Klassifikation von Daten, aber auch hier existieren zahlreiche Softwarepakete, die eine
Schnittstelle zu MATLAB besitzen. In der Bildverarbeitung wichtige Matrixoperationen
können mit MATLAB effizient durchgeführt werden, weshalb sich MATLAB auch ohne
die bereitgestellten Schnittstellen für die Verarbeitung anbietet.
Während die Berechnungsschicht aufgrund der beschriebenen Vorteile in MATLAB im-
plementiert ist, ist die Service-Schicht, wie im folgenden Abschnitt beschrieben, in Java
implementiert. Generell gibt es drei verschiedene Möglichkeiten, den Zugriff auf MAT-
LAB von einem Java Programm aus zu realisieren. Diese sind in (Whitehouse, 2010) be-
schrieben. Eine dieser Möglichkeiten ist die Einbettung der MATLAB-Funktionalität durch
sogenannte MATLAB-Server (Bowen,H., 2005). Hierfür wird aus MATLAB heraus ein Ja-
va Programm gestartet, welches auf Verbindungen auf einem konfigurierten Java Socket
wartet und die Anfragen an MATLAB übergibt. Die Kommunikation der Service-Schicht
mit einem MATLAB-Server der Berechnungsschicht findet also über einen konfigurierten
Host und Port statt. Für die Weiterleitung einer Anfrage an die Berechnungsschicht wird
ein String generiert wird, der die auszuführende Aktion und die Parameter enthält. Dieser

1http://www.java.com

http://www.java.com
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Abbildung 3.2: Darstellung der Architektur von FOREST mit den einzelnen Schichten des
Frameworks, entsprechend dem MVC-Entwurfsmuster.
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wird vom MATLAB-Server geparst und die korrespondierende MATLAB-Funktion auf-
gerufen. Die Anfragen und die korrespondierenden MATLAB-Dateien, die diese Anfrage
bearbeiten können, sind in einer Konfigurationsdatei definiert. Der detaillierte technische
Ablauf der Kommunikation zwischen der Service-Schicht und der Berechnungsschicht über
MATLAB-Server ist in Anhang A.3.1 beschrieben. Der große Vorteil der Realisierung der
MATLAB-Funktionalität durch MATLAB-Server ist, dass die Berechnung auf mehrere die-
ser Server verteilt werden kann (siehe Kapitel 3.3.2).
Die Übergabe von Parametern an die MATLAB-Komponenten ist problemlos möglich. Die
Rückgabe von Daten an die aufrufende Java-Klasse gestaltet sich allerdings schwieriger
und ist zudem wenig sinnvoll. Obwohl prinzipiell die Rückgabe von Daten von MATLAB
nach Java möglich ist, verzichtet FOREST auf diese Funktion, da Konvertierungsprobleme
auftreten können. Die Rückgabe von Daten an die aufrufende Java-Klasse der Service-
Schicht ist auf einen Integer-Wert beschränkt, der die erfolgreiche Verarbeitung bzw. einen
Fehlercode encodiert. Die Übergabe weiterer Daten erfolgt implizit durch die Nutzung einer
Datenbank durch die Berechnungs- und Service-Schicht des Systems.
Die MATLAB-Server in der Berechnungsschicht erhalten alle notwendigen Informationen
für die Verarbeitung über die Anfragen durch die Service-Schicht. Eine Anfrage an einen
MATLAB-Server enthält

◇ die Art der Anfrage,
◇ die zu verwendenden Operatoren sowie
◇ die Parametrisierung für jeden Operator.

Werden keine Parameter an den MATLAB-Server übergeben, so wird die Standardparame-
trisierung aus der Konfigurationsdatei genutzt. Die Konfigurationsdatei wird in Anhang A.5
beschrieben und enthält die Parameterinformationen der Operatoren wie Name, Typ, Wer-
tebereich und Standard-Wert.

3.2.2 Service-Schicht
Die Service-Schicht stellt im Wesentlichen die API (Application Programming Interface)
für die Interaktionsschicht bereit und initiiert die Berechnung durch die Berechnungsschicht,
bzw. die Verteilung der Berechnung auf verschiedene MATLAB-Server in der Berech-
nungsschicht. Die Service-Schicht ist in Java implementiert, da auf diese Weise die Platt-
formunabhängigkeit sichergestellt ist und die Java API für den Zugriff von – ebenfalls platt-
formunabhängigen – Benutzungsoberflächen ideal ist.
Die Interaktionsschicht kann über die API der Service-Schicht sogenannte Anfragen gene-
rieren, die von der Service-Schicht angenommen, bearbeitet und gegebenenfalls an die Be-
rechnungsschicht weitergeleitet werden. Für jede durchzuführende Aktion wie die Bildda-

Definition

Eine Anfrage bezeichnet ein Java-Objekt, welches die auszuführende Aktion sowie
die hierfür notwendigen Parameter enthält. Solch ein Objekt wird als Resultat einer
Benutzerinteraktion generiert.
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tenakquisition, das Speichern von Metadaten oder die Berechnung der Merkmale oder des
Klassifikators, wird jeweils ein Anfrageobjekt generiert. Die Anfrageklasse implementiert
das Java Thread Interface, um eine parallele Verarbeitung der Anfragen zu ermöglichen.
Anhang A.1.3 enthält weitere technische Details der Anfrageobjekte.
Die Service-Schicht arbeitet mit einer vorkonfigurierten Anzahl paralleler Threads. Falls
mindestens ein Thread frei ist, wird die Anfrage diesem Thread zugewiesen, ansonsten
wird die Anfrage in eine Warteschlange eingestellt. Dieses Verfahren dient der Präventi-
on vor Überlastungen, falls zu viele Anfragen gleichzeitig eingehen, wie es beispielsweise
der Fall sein kann, wenn die Service-Schicht zentral auf einem Server läuft und von ex-
ternen Quellen genutzt wird. Die Verarbeitung einer Anfrage innerhalb eines Threads sieht
folgendermaßen aus:

◇ Plausibilitätsprüfung der Parameter der Anfrage;
◇ Datenbankabfrage, ob Aktion zu diesem Zeitpunkt erlaubt und möglich ist. Beispiels-

weise könnte bereits eine andere Aktion in Bearbeitung sein oder die Voraussetzun-
gen für die Aktion könnten noch nicht erfüllt sein;

◇ Verteilung der Berechnung auf verschiedene MATLAB-Server, falls notwendig.

3.2.3 Interaktionsschicht
Die Interaktionsschicht beinhaltet alle Komponenten, die eine Benutzungsschnittstelle zu
der Service-Schicht darstellen. Prinzipiell enthält die Interaktionsschicht zwei Komponen-
ten, die allgemeine grafische Benutzungsoberfläche (Entwicklungs-UI) sowie die Benut-
zungsoberfläche zur Annotation von Bilddatensätzen. Die GUI zur Annotation von Bildern
ist in die allgemeine Benutzungsoberfläche integrierbar, kann aber auch als eigenständige
Anwendung genutzt werden, da die Annotation auch außerhalb des flexiblen Bilderken-
nungssystems von Interesse ist.
Die Interaktionsschicht kommuniziert ausschließlich mit der API der Service-Schicht (cf.
Anhang A.1). Die Funktionalität der Service-Schicht und der Zugriff auf die Datenbank
durch die Interaktionsschicht sind nicht gewünscht und nicht vorgesehen. Da die Annota-
tionsoberfläche allerdings als eigenständige Anwendung verfügbar ist, bestehen hier Aus-
nahmen, die aber nicht für das Framework an sich von Bedeutung sind.
Die Entwicklung weiterer Benutzungsschnittstellen unterliegt keinen Einschränkungen. Bei-
spielsweise könnte eine Web-basierte Nutzungsschnittstelle realisiert werden, die die API
der Service-Schicht nutzt. Zudem könnten spezielle Benutzungsoberflächen für verschie-
dene Zielgruppen entwickelt werden, etwa für Experten-Anwender oder Benutzungsober-
flächen für mobile Geräte.
Die Ausgestaltung der Entwicklungs-Oberfläche wird in Kapitel 5 beschrieben. Die Benut-
zungsschnittstelle für die Annotation von Bilddatensätzen wird aufgrund ihrer Bedeutung
für das Gesamtsystem detailliert in Kapitel 4 beschrieben.

3.2.4 Datenbank
Die Datenbank sorgt für eine strukturierte Verwaltung aller Daten, die für die Entwicklung
von FOREST-Erkennungssystemen notwendig sind und bietet der Service-Schicht und der
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ordenbar sein. Gestrichelte Pfeile sind beispielhaft für diese Zuordnung.

Berechnungsschicht Lese- und Schreibzugriff auf diese Daten. Für die Service-Schicht sind
hierbei vor allem Metadaten von Interesse, die das Bilderkennungssystem und den verant-
wortlichen Anwender identifizieren. Die Berechnungsschicht benötigt hingegen die Ver-
waltung der tatsächlichen Bildmerkmale.
Die Verwaltung der detektierten Bildregionen und Bildmerkmale kann prinzipiell auch
durch das Speichern in Dateien, beispielsweise in .mat-Dateien, erfolgen. Bei .mat-Dateien
handelt es sich um ein MATLAB-Dateiformat, das das Abspeichern einer oder mehrerer
Matrizen ermöglicht. Allerdings ist die Zuordenbarkeit von Bildmerkmalen zu Bildregio-
nen und der Bildregionen zu den ursprünglichen Bildern während des Entwicklungspro-
zesses notwendig. Für die Entwicklung eines Bilderkennungssystems werden in der Regel
nicht alle vorhandenen Trainingsbilder eingesetzt, sondern ein Teil wird als Validierungs-
datensatz zurückgestellt. Die Identifikation der Merkmalsvektoren, die zu den Trainings-
bildern oder dem Validierungsdatensatz gehören erfordert daher die beschriebene Zuorden-
barkeit. Abbildung 3.3 zeigt die Hierarchie aus Bildern, IPs bzw. Bildregionen und Merk-
malen, die sich aus der Merkmalsextraktion ergeben. Die Zuordnung eines Merkmals zu
der Bildregion, aus der es extrahiert wurde sowie zu dem Bild, aus dem die Bildregion
stammt (siehe gestrichelte Pfeile), ist für die Erstellung eines Bilderkennungssystems not-
wendig. Die Zuordnung ist vor allem relevant, da das flexible System sowohl stark als auch
schwach überwachtes Lernen unterstützen können soll. Dies bedeutet, dass die Zuordnung
von Annotationen sowohl zu einzelnen Bildregionen, als auch zu den Bildern möglich sein
muss.
Die Realisierung dieser Zuordnung durch .mat-Dateien würde einen großen organisato-
rischen Aufwand erfordern, der bei der Nutzung einer Datenbank nicht anfällt. Da die
Schreib- und Lesezeit großer .mat-Dateien erheblich ist und die relevanten Daten nicht di-
rekt ausgelesen werden können, sondern innerhalb der Datenstruktur erst identifiziert wer-
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den müssen, ist die effiziente und optimierte Verwaltung der Daten in einer Datenbank als
grundlegend sinnvollere Lösung anzusehen. Das Abspeichern der extrahierten Daten ist in
jedem Fall notwendig, da selbst bei kleinen Datensätzen eine sehr hohe RAM-Auslastung
eintritt. Für realistische Datensätze besteht keine Möglichkeit, diese im Hauptspeicher vor-
zuhalten. Wie in Kapitel 5.5 zu sehen ist, werden bei einem vergleichsweise einfachen
Datensatz mit einer Bildbreite2 von 400 Pixeln je Bild bereits durchschnittlich 1060 Bild-
regionen und 4909 Merkmalsvektoren extrahiert. Bei einer optimistischen Schätzung der
Dimensionalität von durchschnittlich 50 je Merkmalsvektor und vier je Region ergibt sich
bei einer Berechnung mit double Werten in MATLAB (=̂8Byte) eine benötigte Speicher-
größe von ((1060× 4× 8)+ (4909× 50× 8)) ≈ 2 MB je Bild. Dieser Wert beinhaltet jedoch
noch nicht die Datenmenge, die sich durch die Notwendigkeit ergibt, die Merkmale, Regio-
nen und Bilder wieder einander zuordnen zu können. Abhängig von der Plattform und der
verfügbaren Hardware ist der maximal verfügbare Hauptspeicher und die maximale Größe
an Matrizen in MATLAB limitiert. Auf einem Windows 7 (64-Bit) Laptop mit 4 GB RAM
beträgt der maximal verfügbare Speicher für Datenstrukturen in MATLAB knapp unter 3
GB. Bei einer realistischen Datensatzgröße und Bildern, die mit hoher Wahrscheinlichkeit
eine größere Bildbreite besitzen, ist der verfügbare Speicher also schnell überschritten.
Die effiziente Verwaltung der Daten ist besonders bei einer größeren Menge an Operato-
ren für die Merkmalsdetektion und die Merkmalsextraktion relevant. Je mehr Operatoren
eingesetzt werden, desto größer werden die zu verwaltenden Datenmengen.
Die aktuell eingesetzte Datenbank ist eine PostgreSQL3-Datenbank. Die Bilder selbst wer-
den nicht in der Datenbank gespeichert. Die Datenbank enthält verschiedene Relations-
tabellen, die eine effiziente Zuordnung der in Abbildung 3.3 dargestellten Merkmale zu
Bildern oder zu Bildregionen erlauben. Anhang A.2 beschreibt weitere technische Details
der Datenbank.
FOREST ist nicht speziell auf die Verwendung der PostgreSQL Datenbank zugeschnit-
ten. Die Datenbank kann jederzeit ersetzt werden. Der Integrationsaufwand beschränkt
sich hierbei auf die Anpassung der XML-Zugriffs-Konfiguration für die Datenbank (cf.
Kapitel A.5.2) und die eventuell notwendige Anpassung der SQL-Anfragen. Generell reali-
siert PostgreSQL die meisten Aspekte des SQL-Standards (PostgreSQL SQL Conformance,
2013), weshalb die Anpassung der SQL-Anfragen praktisch unnötig sein sollte.

2Die Breite ist hier als die Größere der beiden Bild-Dimensionen definiert.
3www.postgresql.org

www.postgresql.org
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3.3 Technische Realisierung
Im Folgenden wird die technische Realisierung einzelner Komponenten diskutiert, die sich
auf die Leistung des flexiblen Bilderkennungssystems auswirken. Detailliertere technische
Aspekte bezüglich der Realisierung und Implementierung sind in Anhang A beschrieben.
Während die Java-Komponenten der Service- und Interaktionsschicht inhärent objektorien-
tiert sind, ist das Konzept in MATLAB als interpretierter Programmiersprache nicht nativ
verfügbar. MATLAB bietet allerdings eine mittlerweile ausgereifte Möglichkeit zur objek-
torientierten Programmierung, die sich, wie die gesamte MATLAB-Programmiersprache,
an Java anlehnt. Da die Erweiterbarkeit des Systems generell ein zentraler Punkt ist, wird
die Möglichkeit zur objektorientierten Programmierung genutzt, um Schnittstellen zu defi-
nieren und Vererbung zu ermöglichen.

3.3.1 Physikalische Verteilung
Die Komponenten der Service-Schicht und der Berechnungsschicht können auf physika-
lisch verschiedenen Rechnern installiert und betrieben werden. Durch die zentrale Bereit-
stellung der Berechnungsschicht ergibt sich so die Möglichkeit, die Berechnung auf lei-
stungsfähigen Rechnern durchzuführen. Zudem kann die Notwendigkeit des Vorhanden-
seins der MATLAB-Software eliminiert werden. Anwender können also die Berechnung
auf einem designierten Server durchführen, ohne ihre private Hardware nutzen zu müssen
und die Software gekauft zu haben.
Die Komponenten der Service-Schicht und die Datenbank können ebenfalls auf verschie-
denen Rechnern laufen. Der Anwender ist daher nicht notwendigerweise verpflichtet die
Datenbank auf dem eigenen Rechner zu installieren. Dies vereinfacht die Installation des
flexiblen Bilderkennungssystems für Laien-Anwender und entspricht der Anforderung der
instantanen Nutzbarkeit. Das System kann allerdings auch vollständig lokal installiert wer-
den. Diese Option ist vor allem von Interesse, wenn die Erkennungsaufgabe sich auf private
Bilder bezieht, die aus Datenschutzgründen nicht an Dritte übertragen werden sollen.
Generell ergeben sich durch die Verteilung der Komponenten keine Veränderungen in der
Funktionsweise des flexiblen Bilderkennungssystems. Da die MATLAB-Server ohnehin in-
härent physikalisch verteilbar sind und jeweils mit IP-Adresse und Port konfiguriert werden,
ergibt sich hier keinerlei Änderung.

3.3.2 Parallelisierung
Wie bereits erwähnt, kann die Berechnungsschicht mehrere MATLAB-Server enthalten.
Hierdurch kann die Berechnung auf Wunsch parallelisiert werden. Die Verteilung der An-
fragen durch die Service-Schicht auf mehrere MATLAB-Server ist in Abbildung 3.4 dar-
gestellt. Die Verteilung selbst erfolgt durch ein simples First-In-First-Out-Scheduling. Die
Konfigurationsdatei der Service-Schicht (cf. Anhang A.5.2) definiert die maximale Anzahl
an Servern, die eine einzelne Anfrage belegen darf. Ein MATLAB-Server entspricht hier
einem Thread, da eine parallele Verarbeitung mehrerer Anfragen in MATLAB nicht oh-
ne spezielle Toolbox vorgesehen ist. Die parallele Verarbeitung in MATLAB ist zudem
nicht notwendig, da mehrere MATLAB-Server auf einem physikalischen Rechner gestartet
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Abbildung 3.4: Technische Architektur von FOREST. Die Farben der einzelnen Kom-
ponenten entsprechen den Farben der Schichten in der Architektur-Darstellung (cf. Ab-
bildung 3.2). Die Berechnungsschicht besteht aus einer beliebigen Anzahl an MATLAB-
Servern, die jeweils die komplette Funktionalität beinhalten. Halbtransparente Pfeile stellen
Verbindungen zu möglichen zusätzlichen Servern dar.

werden können und daher einzeln Aufgaben zugewiesen bekommen können. Falls die kon-
figurierte Anzahl an Threads im vorgehaltenen Thread-Pool nicht verfügbar ist, wird auf
einen einzelnen Server zurückgegriffen. Es werden hier absichtlich nicht alle verfügbaren
Server allokiert, um den Verarbeitungsprozess anderer Anfragen nicht zu blockieren.
Die Verarbeitung unter Verwendung mehrerer MATLAB-Server läuft ab, indem sich jeder
MATLAB-Server einen Block an Bildern zuweisen lässt, die noch nicht bearbeitet wurden.
Jeder MATLAB-Server verarbeitet die Bilder anschließend mit allen verfügbaren Operato-
ren, d.h. jeder Thread verwendet identische Operatoren auf verschiedenen Bildern. Dieser
Prozess, bzw. die Weiterleitung einer Anfrage von der Service-Schicht an die Berechnungs-
schicht ist detailliert in Anhang A.1.3 beschrieben.
Die Parallelisierung lässt eine erhebliche Effizienzsteigerung erwarten. Der zusätzliche
Aufwand, der durch die Verteilung der Berechnung auf mehrere MATLAB-Server entsteht
ist vernachlässigbar, da er im Wesentlichen durch die Initialisierung der Operatorklassen
verursacht wird. Falls die MATLAB-Server auf dem gleichen physikalischen Rechner lau-
fen wie die Datenbank, hat dies den Vorteil, dass keine Daten über das Netzwerk übertragen
werden müssen. Bei einer Verteilung auf verschiedene physikalische Rechner könnte eine
geringe Netzwerkbandbreite bei einer Übertragung großer Datenmengen zu einer Degradie-
rung der Performance führen. Wenn die Datenbank verbunden über Netzwerke auf einem
oder mehreren dedizierten Servern untergebracht wird, hat dies allerdings den Vorteil einer
besseren Skalierbarkeit durch z.B. Sharding oder Cluster-Konfigurationen4. Bei Erwartung
einer hohen Netzlast könnten die Komponenten des Systems also entsprechend angepasst
werden.

4http://www.mysql.de/products/cluster/scalability.html

http://www.mysql.de/products/cluster/scalability.html
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Abbildung 3.5: Hierarchischer Verarbeitungsprozess der Bilddaten durch Detektions- und
Extraktions-Operatoren.

3.3.3 Erweiterbarkeit

Abbildung 3.5 zeigt die Anwendung verschiedener Merkmalsdetektoren auf ein Eingabe-
bild. Die Ergebnisse dieser Merkmalsdetektion werden in einer zweiten Stufe für die Merk-
malsextraktion genutzt. Die Erweiterung beider Stufen um zusätzliche Operatoren für die
Detektion und Extraktion ist beliebig möglich. Die abstrakten Klassen für die Merkmalsde-
tektion und Extraktion, von denen die Operatoren abgeleitet werden, sind im Anhang A.3.4
und A.3.5 beschrieben.
Die Integration eines neuen Operators erfolgt über den Eintrag des Operators und seiner
Parameter in die Konfigurationsdatei und die Re-Initialisierung der Konfiguration in der
Service-Schicht. Die Re-Initialisierung findet derzeit manuell statt, da sie aber auch auto-
matisch erfolgen kann, stellt dies keine generelle Einschränkung dar. Der MATLAB-Code
für den Operator muss lediglich in dem konfigurierten Verzeichnis bereitgestellt werden.
Die MATLAB-Server rufen diesen Programmcode automatisch ab, wenn ein Operator ge-
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laden werden soll, der aktuell nicht verfügbar ist. Zu Beginn der Verarbeitung einer Anfrage
durch die MATLAB-Server in der Berechnungsschicht werden alle notwendigen Operato-
ren instanziiert. Für den Fall, dass ein Operator integriert wird, der einen bislang nicht
verfügbaren Merkmalsdeskriptor erstellt, wird ebenfalls ein Ergebnistyp für diesen Merk-
malsdeskriptor generiert. Dieser Ergebnistyp hat den Sinn, dass spezielle Distanzmetriken
für jeden Merkmalstyp definiert werden können. Solange dies nicht gewünscht ist, leitet
der Ergebnistyp die Berechnung an die Elternklasse weiter, welche die euklidische Distanz
berechnet.
Operatoren für die Klassifikation sind prinzipiell ebenfalls flexibel austauschbar. Allerdings
ist dies nicht vorgesehen, da sich durch die interne Verarbeitung der Merkmalsvektoren ein
erheblicher Implementierungsaufwand für die Klassifikation ergibt, der nicht ohne Einar-
beitung in das System geleistet werden kann.
Obwohl die Erweiterbarkeit des Frameworks gegeben ist, ist die Integration neuer Operato-
ren noch nicht ohne Programmierkenntnisse leistbar. Die Integration neuer Operatoren ist
prinzipiell sehr simpel und bei Vorhandensein grundlegender Programmierkenntnisse gut
zu leisten. Ob diese Schnittstelle auch für Laien ohne Programmierkenntnisse zugänglich
sein muss, ist fraglich, da die Einschätzung über die Notwendigkeit neuer Operatoren vor-
aussichtlich nicht von Laien geleistet werden kann. Es ist anzunehmen, dass Anwender, die
die Funktionsweise und den Nutzen eines neuen Operators einschätzen können, bereits die
grundlegenden Programmierkenntnisse aufweisen. Der wichtigste Aspekt für die Integrati-
on neuer Operatoren scheint daher die Minimierung des Integrationsaufwands zu sein, so
dass sich Anwender nicht mit der internen Verarbeitung von FOREST befassen müssen.

3.3.4 Algorithmen

Abbildung 3.5 zeigt den Verarbeitungsprozess der Bilddaten in der Detektionsstufe sowie
die anschließende Extraktion von Merkmalsvektoren aus den zuvor detektierten Bildregio-
nen. Der Einsatz verschiedener Verfahren für die Merkmalsdetektion und Merkmalsextrak-
tion bietet die Möglichkeit, verschiedene Bildeigenschaften abzubilden. Außerdem wird so
die Einschränkung der Funktionalität auf bestimmte Erkennungsaufgaben verhindert. Statt-
dessen wird das System erst später, aufgrund der Annotationen durch den Anwender, in der
Trainingsphase des Klassifikators an die spezielle Erkennungsaufgabe adaptiert. Aufgrund
dieser flexiblen Struktur und der fehlenden Fachkenntnisse typischer Anwender ist eine
Vorauswahl an Operatoren nicht möglich. Das Prinzip von FOREST basiert darauf, eine
große Menge salienter Bildpunkte und Bildregionen zu detektieren und an diesen wieder-
um eine Vielzahl verschiedener Merkmalsdeskriptoren zu extrahieren. Hier sollen bisherige
Forschungserkenntnisse mit einfließen, die die Leistung diverser Operatoren beurteilt ha-
ben und in Kapitel 2.1 diskutiert wurden. Obwohl die Erweiterbarkeit des Systems durch
weitere Operatoren vorgesehen ist, besteht für die Erweiterung um zusätzliche Operatoren
eine implizite Begrenzung, die sich durch den damit einhergehenden Rechenaufwand er-
gibt. Zusätzliche Informationen, wie etwa paarweise räumliche Beziehungen (Zhang et al.,
2005) erhöhen die Komplexität der Merkmale um ein Vielfaches. Da die extrahierten Bild-
merkmale bereits bei normalen Datensätzen riesige Datenmengen darstellen, ist eine Erwei-
terung um solche komplexen Merkmale für das System eher kontraproduktiv. Vor allem ist
aber auch die Erweiterung um zusätzliche Regionendetektoren fraglich. Der Einsatz eines
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Name/Quelle Implementation

D
et

ek
tio

n

SIFT IP (Lowe, 2004) VLFeat

Harris-affin
(Tuytelaars und Mikolajczyk, 2008)

Visual Geometry Group et al. (2007)

Hessian-affin
(Tuytelaars und Mikolajczyk, 2008)

Visual Geometry Group et al. (2007)

MSER (Matas et al., 2002) Visual Geometry Group et al. (2007)

E
xt

ra
kt

io
n

SIFT (Lowe, 2004) VLFeat

SURF (Bay et al., 2006) Computer Vision Laboratory ETH
(2008)

GLOH
(Mikolajczyk und Schmid, 2005b)

Visual Geometry Group et al. (2006)

Local Binary Patterns (LBP)
(Ojala et al., 2002a)

University of Oulu, Machine Vision
Group (2009)

Local Phase Quantization (LPQ)
(Ojansivu und Heikkilä, 2008)

University of Oulu, Machine Vision
Group (2012)

Steuerbare Filter
(Freeman und Adelson, 1991)

Visual Geometry Group et al. (2006)

Shape Context Deskriptoren
(Belongie et al., 2002)

Visual Geometry Group et al. (2006)

Farbhistogramme
(Manjunath et al., 2001)

Color Layout Descriptor (CLD)
(Manjunath et al., 2001)

Dominant Color Descriptor (DCD)
(Manjunath et al., 2001)

Tabelle 3.1: Liste der derzeit verfügbaren Operatoren für die Merkmalsdetektion und
die Merkmalsextraktion. Operatoren, für die keine Implementation verfügbar war, wurden
selbst implementiert.
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zusätzlichen Detektors, der „schlechte“ Bildregionen mit wenig aussagekräftiger Struktur
liefert, kann den Rechenaufwand stark erhöhen, da aus diesen Regionen wiederum eine
Vielzahl an Deskriptoren extrahiert wird. Im schlimmsten Fall führen wenig aussagekräf-
tige Merkmale zu einer Degradierung der Erkennungsergebnisse. Generell sollte so eine
Degradierung bei einem ausreichenden Trainingsdatensatz nicht auftreten, dennoch ist bei
der Erweiterung des Systems durch zusätzliche Operatoren der Trade-off zwischen Effizi-
enz und Genauigkeit im Hinterkopf zu behalten.
Die aktuell in FOREST enthaltenen Operatoren umfassen die derzeit bekanntesten und er-
folgreichsten Verfahren. Die derzeit verfügbaren Operatoren für die Merkmalsdetektion
und Merkmalsextraktion sind in Tabelle 3.1 gegeben. Für viele dieser Verfahren existie-
ren bereits Implementierungen, die ebenfalls in der Tabelle referenziert sind und mittels
Wrapper-Klassen in FOREST integriert wurden. Die Funktionalität solcher externer Ope-
ratoren kann zum Teil direkt in MATLAB integriert werden. Alternativ wird die externe
Methode von MATLAB aus über die Kommandozeile aufgerufen. Beispiele für die Inte-
gration externer Operatoren sind in Anhang A.4.1 und A.4.2 gegeben.
Abbildung 3.5 zeigt in dem Verarbeitungsprozess, dass nicht jedes Detektionsergebnis von
jedem Extraktionsoperator weiterverarbeitet wird. Welche Bildregionen ein Extraktions-
operator weiterverarbeiten kann, definiert er selbst, wie in Anhang A.3.5 beschrieben. Ak-
tuell stellt FOREST vier verschiedene Klassen für Detektionsergebnisse bereit. Dies sind

◇ COMPLETE_IMG
Basistyp für die Verarbeitung durch globale Merkmalsdeskriptoren

◇ RECTANGLE
Beschreibt eine Bounding Box als [x, y, w, h], wobei (x, y) die linke obere Ecke der
des Rechtecks beschreibt und w, h die Breite bzw. Höhe des Rechtecks in Pixeln
angibt

◇ SIFT_KEYPOINT
Beschreibt einen Bildpunkt als [x, y, s, o], mit (x, y) dem Bildpunkt, s dem Skalie-
rungsfaktor und o der Orientierung des Keypoints

◇ ELLIPSE
Beschreibt eine Ellipse gegeben als u, v, a, b, c mit (u, v) dem Schnittpunkt der bei-
den Hauptachsen der Ellipse und der Ellipse gegeben durch die implizite Form
ax2 + 2bxy + cy2 = 15

Die Erweiterung um Ergebnistypen für Merkmalsdeskriptoren, z.B. SIFT-DESCRIPTOR,
zur Definition spezieller Distanzmetriken, ist unproblematisch. Im Standardfall wird für
die weitere Berechnung die euklidische Distanz verwendet. Jeder Deskriptor-Ergebnistyp
kann aber eine spezielle Distanzmetrik implementieren. Diese Funktionalität ist optional
und derzeit implementiert kein Deskriptor-Ergebnistyp eine spezielle Metrik. Die Funktion
kann aber, unter anderem bei Histogramm-basierten Merkmalsdeskriptoren, nützlich sein.

5Diese Beschreibung der Ellipse entspricht der in (Visual Geometry Group et al., 2007) verwendeten Be-
schreibung und wurde für diese Arbeit übernommen.
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3.3.5 Klassifikation
Aufgrund der Aufgabenstellung, keine Annahmen über die Erkennungsaufgabe in das Sy-
stem einfließen zu lassen, wurde im vorigen Abschnitt beschrieben, dass die flexible Er-
kennungsfunktionalität durch eine Vielzahl an Operatoren realisiert wird. Als Ergebnis der
Extraktionsstufe liefert FOREST daher große Mengen an Merkmalsdeskriptoren, die je-
weils unterschiedliche Bildeigenschaften beschreiben. Die Merkmalsdeskriptoren sind un-
tereinander nur vergleichbar, wenn sie von dem gleichen Operator extrahiert wurden, d.h.
wenn sie vom gleichen Typ sind. Generell besteht für die Klassifikation die Möglichkeit
für jeden einzelnen Merkmalstyp einen Klassifikator zu trainieren und die Ergebnisse der
einzelnen Klassifikatoren zu kombinieren (Polikar, 2006; Rokach, 2010). Ein Vorteil wä-
re, dass verschiedene Klassifikatoren eingesetzt werden könnten, die für bestimmte Merk-
malstypen geeignet sind. Allerdings würde dies zusätzlichen Aufwand für die Integration
neuer Operatoren erfordern. Zudem ist die Interpretierbarkeit der Klassifikationsergebnis-
se durch Laien-Anwender fraglich. Opelt et al. (2004) präsentieren in ihrem generischen
Bilderkennungssystem einen Boosting-Klassifikator, der mit heterogenen Merkmalsdaten-
sätzen umgehen kann. Der Boosting-Klassifikator identifiziert diskriminative Merkmale in
einer Menge heterogener Merkmalsvektoren. Aufgrund der vergleichbaren Aufgabenstel-
lung eignet sich dieser Klassifikator auch für FOREST.
Im Wesentlichen erweitert der Boosting-Klassifikator den bekannten AdaBoost-Algorith-
mus (Freund und Schapire, 1995) auf das Klassifikationsproblem heterogener Merkmals-
vektoren. Als heterogene Merkmalsvektoren werden hier Merkmalsvektoren mit unter-
schiedlicher Dimensionalität und Eigenschaft bezeichnet. Sowohl das generische Bilderken-
nungssystem von Opelt et al. als auch FOREST extrahieren verschiedenartige Merkmals-
vektoren, die untereinander nicht direkt vergleichbar sind. Der Vergleich eines (1 × 128)
SIFT-Vektors mit einem (1 × 8) LBP-Vektor ist nicht nur mathematisch unplausibel, es
existiert auch keine Transformation, die eine Vergleichbarkeit der Eigenschaften der bei-
den Merkmale zulassen würde. Prinzipiell vergleicht der Boosting-Klassifikator daher nur
Merkmale des gleichen Typs miteinander. Dieser Vergleich wird in eine Distanzmatrix
übersetzt, aus der anschließend geeignete Merkmale selektiert werden. Im Folgenden wird
die Funktionsweise und die Berechnung des Boosting-Klassifikators von Opelt et al. be-
schrieben.
Für die Berechnung des Klassifikators seien gegeben:

◇ Bildermenge I, mit ∣I∣ der Anzahl an Bildern,
◇ Merkmalstypen T, mit ∣T∣ der Anzahl verschiedener Merkmalstypen,
◇ Label li ∈ {−1,+1} sei die Annotation von Bild i ∈ I als positives (+1) oder negatives

(−1) Element,
◇ vt sei die Menge der Merkmalsvektoren vom Typ t ∈ T ∀ i ∈ I,

vi
t sei die Menge an Merkmalsvektoren vom Typ t ∈ T aus Bild i ∈ I,

◇ v⊕t = {vi
t ∣ li = +1} sei die Menge aller Merkmalsvektoren aus positiv annotierten

Bildern.

Der Boosting-Klassifikator berechnet schwache Hypothesen hv,t,θ, spezifiziert durch einen
Merkmalsvektor v vom Merkmalstyp t und einen Schwellwert θ. Diese werden entspre-
chend einer gelernten Gewichtung zu einem starken Klassifikator H(i), i ∈ I kombiniert.
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Allgemein gesagt wird für die Berechnung einer schwachen Hypothese zuerst die Distanz
aller positiven Merkmalsvektoren v⊕t , t = 1, .., ∣T∣ zu allen Bildern i ∈ I berechnet, wobei
die Distanz zwischen einem Merkmalsvektor v ∈ v⊕t zu einem Bild i die Distanz zu dem
ähnlichsten Merkmalsvektor vbest ∈ vi

t ist. Anschließend werden die Merkmalsvektoren
herausgesucht, die die positiven Trainingsbilder am besten von den negativen Trainingsbil-
dern trennen und ein spezifischer Schwellwert berechnet. Die Berechnung der Distanzen
aller positiver Merkmalsvektoren zu allen Bildern kann in Form einer Distanzmatrix D
vorberechnet werden. Die Auswahl der Merkmalsvektoren, die die positiven Bilder am be-
sten von den negativen Bildern trennen kann anschließend effizient berechnet werden. Die
Distanzmatrix D ist für ∣T∣ = 2 schematisch in Abbildung 3.6 dargestellt. Prinzipiell wird
D durch die Konkatenation der einzelnen Distanzmatrizen Dt, t = 1, .., ∣T∣ erzeugt. Jede
Distanzmatrix Dt hat dabei die Größe (∣v⊕t ∣ × ∣I∣). Ohne Beschränkung der Allgemeinheit
wird im folgenden Text, zur Verbesserung der Lesbarkeit auf die Betrachtung verschiede-
ner Merkmalstypen t ∈ T verzichtet. Die folgende Beschreibung verhält sich also wie die
Berechnung für einen einzelnen Merkmalstyp (∣T∣ = 1).
Die komplette Distanzmatrix D berechnet sich gemäß Gleichung 3.1, wobei ∥⋅∥2 die eu-
klidische Distanz beschreibt. Eine Zeile k der Distanzmatrix D ergibt sich gemäß Glei-
chung 3.2 für i = 1, .., ∣I∣.

D =D(k, i), k = 1, .., ∣v⊕∣ i = 1, .., ∣I∣ (3.1)

D(k, i) = min
m=1,..,∣vi ∣

∥v⊕(k), vi(m)∥2 (3.2)

Die Gleichung berechnet dabei für jedes Bild i ∈ I den minimalen Abstand des k-ten Merk-
malsvektors aus v⊕ zu allen Merkmalsvektoren des aktuellen Bildes i. Im Idealfall enthalten
positiv annotierte Bilder sehr ähnliche Merkmalsvektoren, was zu einer kleinen Distanz
D(k, i) führt. Dies geschieht unter der Annahme, dass negative Bilder keine ähnlichen
Merkmale zu diskriminativen Bildelementen enthalten. Die Distanz D(k, i) mit li = −1
wäre im Idealfall also größer als die Distanz D(k, j) mit lj = +1.
Anhand der Distanzmatrix D werden die schwachen Hypothesen hv,t,θ berechnet. Hierfür
wird eine Permutation πk für jede Zeile k der Distanzmatrix, mit k = 1, .., ∣v⊕∣, berechnet,
so dass

D(k, πk(1)) ≤ D(k, πk(2)) ≤ . . . D(k, πk(∣I∣)) (3.3)

Die Elemente der Zeile k der Distanzmatrix D werden also nach aufsteigender Distanz ge-
ordnet. Aus diesen Permutationen πk kann daher abgelesen werden, welche Bilder i ∈ I ei-
nem Merkmalsvektor v⊕(k) ähnlich sind. Eine „gute“ schwache Hypothese könnte anhand
dieser Permutation und eines Schwellwerts θ bereits mehr als die Hälfte der positiven Bilder
von den negativen Bildern trennen. Unter Verwendung der Gewichtung wi und der Label
li der Bilder i ∈ I wird eine Matrix L berechnet, die von Opelt et al. als Scanline bezeich-
net wurde. Die Gewichtung wi ergibt sich entsprechend Algorithmus 3.2. Im Wesentlichen
wird die Gewichtung für falsch klassifizierte Bilder erhöht und für korrekt klassifizierte
Bilder reduziert. Matrix L ergibt sich aus Gleichung 3.5 für die Werte k = 1, .., ∣v⊕∣ und
s = 1, .., ∣I∣. Der Index s dient hierbei zur Unterscheidung der Indexierung der Bilder durch
i, da die Reihenfolge der Bilder durch die Permutation πk nicht mehr der ursprünglichen
entspricht. Tabelle 3.7 zeigt beispielhafte Werte für L, s und D(k, πk(s)). Die Indizes des
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t = 1

k = 1

k = 2

⋮

k = ∣v⊕t ∣

t = 2

k = 1+
t−1
∑
r=1

∣v⊕r ∣

k = 2+
t−1
∑
r=1

∣v⊕r ∣

⋮

k =
t
∑
r=1

∣v⊕r ∣

i = 1 i = 2 i = 3 ⋯ i = ∣I∣

Abbildung 3.6: Struktur der Distanzmatrix für Merkmalstypen ∣T∣ = 2. Distanzmatrizen
Dt für t = 1, .., ∣T∣ werden vertikal konkateniert.

globalen Maximums der Matrix L werden in Gleichung 3.6 berechnet. Der Index k identifi-
ziert hierbei den diskriminativen Merkmalsvektor v⊕(k), der für die Berechnung der Zeile k
der Matrix D herangezogen wurde. Index s wird hingegen zur Berechnung des spezifischen
Schwellwerts θ verwendet (cf. Gleichung 3.7).

L ∶=L(k, s), für k = 1, .., ∣v⊕∣ s = 1, .., ∣I∣ (3.4)

L(k, s) =
s
∑
j=1

wπk(j) ⋅ lπk(j) (3.5)

k, s = argmax
k̂∈(1,..,∣v⊕∣),ŝ∈(1,..,∣I∣)

L(k̂, ŝ) (3.6)

θ =
D(k, πk(s + 1)) +D(k, πk(s))

2
(3.7)

Tabelle 3.7 zeigt ein Beispiel einer Zeile Lk der Matrix L. Die Werte der Label li werden
bei einer konstanten Gewichtung von 1 kumulativ aufsummiert. Gemäß Gleichung 3.3 sind
die Distanzen einer Zeile aufsteigend geordnet. Daher gibt die kumulative Summe einen
Hinweis auf die Qualität der Klassifikation der Bilder I anhand des Merkmals v⊕(k). In
Tabelle 3.7 ist zu sehen, dass die Werte für L(k, s) ein lokales Maximum bei s = 2 und ein
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L(k, s) 1 2 1 2 3 4 3 2 1 0 -1
s 1 2 3 4 5 6 7 8 9 10 11
wi 1 1 1 1 1 1 1 1 1 1 1
li 1 1 -1 1 1 1 -1 -1 -1 -1 -1
D(k, πk(s)) 0.1 0.13 0.18 0.2 0.25 0.32 0.34 0.35 0.4 0.49 0.6

Abbildung 3.7: Beispiel für eine Zeile der Matrix L. Ein Schwellwert von θ = 0.33 (be-
rechnet über das Maximum von L(k, s) bei s = 6) trennt positive von negativen Bildern mit
einem Fehler. Ein Schwellwert von θ = 0.155 würde zu drei Fehlern führen.

globales Maximum bei s = 6 aufweisen. Der resultierende Schwellwert θ wäre dementspre-
chend 0.33, was zu einer korrekten Klassifikation von zehn Elementen und einer inkorrek-
ten Klassifikation eines Elements führen würde.
Algorithmus 3.1 fasst die Berechnung einer schwachen Hypothese zusammen und verall-
gemeinert die Beschreibung auf ∣T∣ > 1. Für jeden Merkmalstyp t = 1, .., ∣T∣ wird im Fol-
genden eine Distanzmatrix Dt, wie in Abbildung 3.6 dargestellt, separat berechnet.
Die Klassifikation eines Bildes i durch eine schwache Hypothese hv,t,θ erfolgt durch

hv,t,θ(i) =
⎧⎪⎪⎪
⎨
⎪⎪⎪⎩

+1, d(v, vi
t) < θ, d(v, vi

t) = min
m=1,..,∣vi

t∣
∥v, vi

t(m)∥2

−1, sonst
(3.8)

Der Boosting-Klassifikator wird entsprechend Algorithmus 3.2, durch eine Gewichtung der
schwachen Hypothesen berechnet. Die Gewichtung ergibt sich hierbei als Funktion aus dem
aktuellen Klassifikationsfehler, so dass falsch klassifizierte Bilder in der nächsten Stufe
stärker gewichtet werden.
Die Klassifikation eines Bildes i anhand des Boosting-Klassifikators ergibt sich aus H(i)
in Gleichung 3.9, mit N der Anzahl an schwachen Hypothesen und βn der Gewichtung
der n-ten schwachen Hypothese. Die Berechnung von βn ergibt sich aus der Fehlerrate der
schwachen Hypothese gemäß Zeile 9 in Algorithmus 3.2.

H(i) =
⎧⎪⎪⎪
⎨
⎪⎪⎪⎩

+1,
N
∑

n=1
(ln(βn)) ⋅ hn

v,t,θ(i) > 0

−1, sonst
(3.9)

Die Berechnung des Boosting-Klassifikators ist durch die Notwendigkeit einer kompletten

Distanzmatrix D mit der Größe (k × ∣I∣) und k =
t
∑
r=1

∣v⊕r ∣ sehr rechenintensiv. Da die Dis-

tanzmatrix allerdings nur einmal berechnet werden muss, wie bereits Opelt et al. (2006b)
diskutiert haben, kann sowohl die Berechnung der schwachen Hypothesen, als auch die
Evaluation des Boosting-Klassifikators sehr effizient durchgeführt werden.
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1 Algorithmus : calcWeakHypothesis
Daten : Gewichte wi

Resultat : Hypothese hv,t,θ

2 for t = 1, .., ∣T∣ do
3 Berechne Dt: Dt(k, i) = min

m=1,..,∣vi
t∣
∥v⊕t (k), vi

t(m)∥2 für k = 1, .., ∣v⊕t ∣ und i = 1, .., ∣I∣

4 Berechne ordnende Permutation πk,t
5 Berechne kt, st aus Lt gemäß Gleichung 3.5 und 3.6
6 end
7 Bestimme tbest ∈ T, so dass
8 Ltbest(ktbest , stbest) ≥ Lt(kt, st)∀t ∈ T ∧ t ≠ tbest

9 k = ktbest , s = stbest , t = tbest

10 θ =
D(k,πk,t(s+1))+D(k,πk,t(s))

2

11 return v⊕t (k), t, θ

Algorithmus 3.1 : Berechnung schwacher Hypothesen.

1 Algorithmus : StrongClassifier
Daten : Maximale Anzahl schwacher Hypothesen maxH

Resultat : βn, n = 1, .., N

2 Initialisierung: Gewichte wi =
1
∣I∣ , i = 1..∣I∣

3 for n = 1, .., N do
4 hn = calcWeakHypothesis(w)

// Berechne Fehler ε

5 ε =
∣I∣
∑
i=1

wi ⋅ η(hn, i) , mit η(hn, i) =
⎧⎪⎪
⎨
⎪⎪⎩

1, hn(i) ≠ li
0, hn(i) = li

6 if ε ≥ 0.5 then
7 return
8 end

9 βn =
√

1−ε
ε

// Adaption der Gewichte
10 for i = 1, .., ∣I∣ do
11 wi = wi ⋅ β

−li ⋅hn(i)
n

12 end
13 end

Algorithmus 3.2 : Berechnung des Boosting-Klassifikators.
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3.3.6 Multi-Klassen Klassifikation
Die Klassifikation im vorherigen Abschnitt bezieht sich auf die Berechnung eines binären
Klassifikators. Die Klassifikation mehrerer Klassen wird von FOREST durch einen one-
vs-all Ansatz gelöst, also dem Training binärer Klassifikatoren für jede Kategorie und das
anschließende Votieren der einzelnen binären Klassifikatoren. Ein Element wird mit der Ka-
tegorie klassifiziert, die die höchste Bewertung erhält. Auf diesen vergleichsweise simplen
Ansatz wird gesetzt, da er die Möglichkeit bietet, eine Rangfolge der besten Kategorien als
Ergebnis auszugeben. Auf diese Weise kann das Erkennungssystem selbst bei einer feh-
lerhaften Erkennung für den Anwender sinnvolle Hinweise liefern. Prinzipiell besteht die
Möglichkeit, den Trainingsprozess durch das gleichzeitige Lernen der einzelnen binären
Klassifikatoren effizienter zu gestalten (Torralba et al., 2004). Da es sich dabei im Wesent-
lichen um eine Optimierung des Rechenaufwands handelt wurde vorerst darauf verzichtet.
Die Unterscheidung mehrerer Klassen erfordert die Adaption von Gleichung 3.9. Seien Hc,
c = 1, .., ∣C∣ die binären starken Klassifikatoren für die einzelnen Klassen c ∈ C, wobei ∣C∣

die Anzahl verschiedener Klassen ist, und sei i ∈ I ein Bild. Das Ergebnis der binären Klas-
sifikation in Gleichung 3.10 entspricht dem absoluten Ergebnis des ursprünglichen Klassi-
fikators aus Gleichung 3.9. Die Siegerklasse c berechnet sich entsprechend Gleichung 3.11
durch den binären Klassifikator, der die höchste Bewertung liefert:

Hc(i) =
N
∑
n=1

(ln(βn)) ⋅ hn(i) (3.10)

c =argmax
ĉ=1,..,∣C∣

H ĉ(i) (3.11)

3.3.7 Berechnung eines Bilderkennungssystems
Bislang wurde in diesem Kapitel die Architektur und die technische Realisierung des fle-
xiblen Bilderkennungssystems beschrieben. Kapitel 3.3.4 und 3.3.5 haben die verfügbaren
Operatoren für die Merkmalsdetektion bzw. die Merkmalsextraktion und die Klassifikation
diskutiert. Sobald die Datenquelle durch den Anwender definiert wurde, kann sowohl die
Merkmalsdetektion als auch die Merkmalsextraktion vollautomatisch abgearbeitet werden.
Im Anschluss an die Annotation kann dies ebenfalls mit der Klassifikation geschehen. Die
Berechnung der binären oder Multi-Klassen Klassifikatoren lässt allerdings noch die Frage
offen, inwiefern die Qualität des Klassifikators validiert und durch den Anwender überprüft
werden kann.
Um den verfügbaren Trainingsdatensatz nicht in möglicherweise ungünstige Blöcke ein-
zuteilen, wird eine 10-fache Kreuzvalidierung durchgeführt. Hierbei wird der Datensatz in
zehn einheitliche Blöcke eingeteilt und jeweils neun dieser Blöcke werden für das Training
und einer für die Validierung verwendet. Der Klassifikator, der auf dem Validierungsda-
tensatz die besten Ergebnisse liefert, wird dem Anwender bereitgestellt. Eine Visualisie-
rung der gemittelten Ergebnisse und des Ergebnisses des besten Klassifikators wird für den
Anwender visualisiert werden und erlaubt eine Aussage über die Qualität des trainierten
Erkennungssystems. Weitere Details zur Visualisierung der Ergebnisse finden sich in Kapi-
tel 5.
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3.4 Zusammenfassung
In diesem Kapitel wurden die Anforderungen an ein flexibles Bilderkennungssystem, die
Architektur und die technische Realisierung von FOREST beschrieben. Das flexible Bild-
erkennungssystem realisiert die automatische Verarbeitung der Merkmalsdetektion, Merk-
malsextraktion und der Klassifikation und minimiert hierdurch den Zeitaufwand der von
Anwendern geleistet werden muss, um das System zu bedienen. Das System erwartet hin-
sichtlich der Bilderkennung und Klassifikation keine Eingaben durch den Anwender und
erfüllt hiermit die Anforderungen den Zeitaufwand zu minimieren und keine Fachkenntnis-
se der Anwender vorauszusetzen.
Durch den Einsatz verschiedener Verfahren für die Bilderkennungsfunktionalität kann das
flexible Bilderkennungssystem auf beliebige Erkennungsaufgaben adaptiert werden. Ei-
ne Einschränkung hinsichtlich der Funktionalität auf eine bestimmte Erkennungsaufgabe
durch den Anwender ist weder notwendig noch vorgesehen. Die Adaption an eine spezielle
Erkennungsaufgabe findet automatisch statt. Die Funktionalität des flexiblen Bilderken-
nungssystems wird weder von vornherein eingeschränkt, noch wird Vorwissen über die
Erkennungsaufgabe in das System eingebracht.
Die technische Realisierung des flexiblen Erkennungssystems stellt einen hohen Grad an
Modularität dar und ist auf die zukünftige Erweiterung des Systems ausgelegt. Die dreistu-
fige Architektur des Frameworks ermöglicht eine Kapselung der Funktionalität. Die phy-
sikalische Verteilung der einzelnen Komponenten, sowie die Parallelisierbarkeit der Be-
rechnung ist inhärent vorgesehen und erlaubt eine effiziente Berechnung der FOREST-
Erkennungssysteme. Zudem erlaubt die Verteilung der Komponenten eine Bereitstellung
des FOREST Frameworks durch einen zentralen Anbieter. Beispielsweise könnte das Sy-
stem innerhalb einer Arbeitsgruppe an der Universität bereitgestellt werden. Die Bereitstel-
lung zentraler Ressourcen für die Berechnung von FOREST-Erkennungssystemen erlaubt
die instantane Nutzung des Systems ohne vorige Installation. Ein zusätzlicher Vorteil einer
zentralen Bereitstellung ist die Möglichkeit das Framework zu nutzen, ohne leistungsfähige
Hardware oder Softwarelizenzen besitzen zu müssen.
Hinsichtlich der Anforderung der visuellen Informationsdarstellung stellen die Architek-
tur bzw. die verwendeten Komponenten bereits einen Grundstein für die Erfüllung dieser
Anforderung dar, die in den folgenden Kapitel weiter diskutiert wird.
Insgesamt ist festzustellen, dass die Architektur bereits einen Großteil der Anforderungen
direkt erfüllt und damit von zentraler Bedeutung für den erfolgreichen Einsatz des flexiblen
Bilderkennungssystems ist.
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Die Annotation von Trainingsdaten ist ein essentieller Schritt in der Entwicklung von Bild-
erkennungssystemen. Jedes Bilderkennungssystem benötigt sogenannte Ground-Truth-Da-
ten, auf die es trainiert werden kann. Für die Entwicklung von FOREST-Erkennungssys-
temen ist die Qualität der Ground-Truth-Daten enorm wichtig, da der Anwender durch die
Annotation der Trainingsbilder, also die Zuweisung einer Kategorie, die eigentliche Er-
kennungsaufgabe definiert. Wie in der Diskussion der grundlegenden Arbeiten zu diesem
Thema in Kapitel 2.3 bereits diskutiert wurde, ist es kaum möglich, die Annotation auf un-
beteiligte Personen zu übertragen, ohne dass zusätzliche Kosten entstehen. Allerdings sind
sowohl monetäre Kosten als auch eine lange Dauer für die Annotation der Daten nicht mit
der Zielsetzung dieser Arbeit vereinbar. Daher wird die effiziente Annotation von Trainings-
datensätzen durch Einzelpersonen untersucht. Leider kann kein unüberwachtes Verfahren
existieren, das die Trainingsdaten selbstständig annotiert, denn dieses Verfahren würde be-
reits die Funktionalität des Erkennungssystems enthalten, welches mit den Daten trainiert
werden soll. Allerdings ist die Unterstützung der Anwender durch maschinelle Lernver-
fahren in einem semi-automatischen Annotationsprozess wünschenswert. Hierfür werden
Methoden untersucht, die eine sinnvolle Vorsortierung von Bilddatensätzen zulassen und
die Möglichkeit bieten, ganze Gruppen oder Cluster an Bildern auf einmal zu annotieren.
Die in Abbildung 4.1 dargestellte Annotationsoberfläche wurde im Rahmen dieser Arbeit
entwickelt und realisiert diese Funktionalität.
Die in diesem Kapitel beschriebene interaktive Benutzungsoberfläche und der damit ein-
hergehende, semi-automatische Annotationsprozess wurde bereits in (Moehrmann et al.,
2011), (Moehrmann und Heidemann, 2012), (Moehrmann und Heidemann, 2013a) und
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a b

c

f g e

d

Abbildung 4.1: Interaktive Benutzungsoberfläche (GUI) mit (a) zoombarer geclusterter
Darstellung des Bilddatensatzes, (b) den benutzerdefinierten Label Buttons, (c) Darstel-
lungsoptionen annotierter Bilder, (d) Übersicht mit Hervorhebung noch nicht annotierter
Cluster (türkis) und rote Markierung des aktuell in (a) dargestellten Bereichs, (e) Übersicht
über das aktuelle Zoom-Level, (f) Vorschau der aktuell selektierten Cluster oder Bilder, (g)
Selektionswerkzeuge.

(Moehrmann und Heidemann, 2013b) veröffentlicht. Diese Arbeiten enthalten auch Kom-
ponenten, die im Rahmen einer Diplomarbeit (Bernstein, 2010) und einer Bachelorarbeit
(Schleith, 2013) untersucht und entwickelt wurden. Die studentischen Arbeiten fokussier-
ten sich hierbei auf die Implementierung der Komponenten.
Im Folgenden werden zuerst die Grundlagen für die unüberwachte und semi-überwachte
Sortierung der Bilddatensätze diskutiert. Anschließend wird die Funktionalität der Benut-
zungsoberfläche sowie deren Evaluation in zwei Benutzerstudien beschrieben.

4.1 Vorsortierung der Bilddaten
Die automatische Vorsortierung der Bilder durch ein Clusteringverfahren ist ein essentiel-
ler Schritt für den semi-automatischen Annotationsprozess. In Kapitel 2.3.3 und 2.3.4 wur-
den bereits Verfahren und Anwendungen zur Visualisierung von Bilddatensätzen und zur
semi-automatischen Annotation von Bildern beschrieben. Die größte Schwäche dieser exi-
stierenden Ansätze ist der Fokus auf Fotodatenbanken und die Verwendung von Metadaten
für die Sortierung, sowie die Konzentration auf spezialisierte Datensätze. Die Sortierung
nach inhaltlicher Ähnlichkeit basiert in Browsing-Anwendungen fast durchgehend allein



4.1 ◆ Vorsortierung der Bilddaten 61

auf Farbmerkmalen und in Fotoanwendungen auf Ähnlichkeiten von Gesichtern und Meta-
daten. Die Arbeit von Heidemann et al. (2003) zur semi-automatischen Annotation von Bil-
dern in einem AR-Szenario (Augmented Reality) stellt einen der generischeren Ansätze für
die Annotation beliebiger Bilddatensätze dar. Die Anwendung nutzt eine Self-organizing
Map (SOM), um Bilder nach ihrer Ähnlichkeit zu sortieren.
Im Rahmen dieser Arbeit wurden zwei Verfahren zur Vorsortierung der Bilddatensätze rea-
lisiert und evaluiert. Die erste Version lernt rein unüberwacht und basiert auf einer SOM und
damit der Arbeit von Heidemann et al. (2003). Die zweite Version lernt semi-überwacht und
basiert auf einem hierarchischen Clustering. Die Details der beiden Versionen werden im
Folgenden beschrieben.

4.1.1 Unüberwachtes Lernen
Die unüberwachte Version der Vorsortierung basiert, wie die Arbeit von Heidemann et al.
(2003), auf einer SOM. Eine SOM projiziert Daten aus einem hochdimensionalen Eingabe-
raum auf einen niedrigdimensionalen Ausgaberaum unter Erhaltung der Topologie (Koho-
nen, 1990). Das heißt, Vektoren, die sich im hochdimensionalen Eingaberaum ähnlich sind,
sind dies auch im niedrigdimensionalen Ausgaberaum. Diese Eigenschaft trägt zur intuiti-
ven Interpretierbarkeit der Ergebnisse bei. Da Farbe ohnehin ein intuitiv interpretierbares
Merkmal ist und in Bildverwaltungsprogrammen häufig eingesetzt wird (cf. Kapitel 2.3.3),
wurden globale Farbhistogramme als Eingabevektoren für die SOM verwendet. Obwohl die
Aussagekraft von Farbhistogrammen für die semantisch sinnvolle Sortierung von Bildern
ebenso stark begrenzt ist wie die anderer signalnaher Merkmale, eignet sich Farbe für die
Annotation insofern, als sie zu intuitiv verständlichen Ergebnissen führt und die Vorsortie-
rung homogen wirkt.
Die Implementierung lässt die Verwendung anderer Merkmalsdeskriptoren zu. Die zugrun-
de liegenden Merkmalsdeskriptoren können beliebig ausgetauscht werden. Eine Einschrän-
kung für die Merkmalsvektoren ergibt sich jedoch aus der Berechnung der SOM. Generell
sieht die Berechnung einer SOM lediglich einen Merkmalsvektor je Element (hier: je Bild)
vor. Die Verwendung mehrerer Merkmalsvektoren je Bild würde eine individuelle Definiti-
on der Distanz zwischen zwei Elementen erfordern. Solch eine Erweiterung ist möglich. Da
SOMs inhärent unüberwacht lernen, bieten sie allerdings keine Möglichkeit, während des
Annotationsprozesses eine Rückkopplung aufgrund partieller Annotationen zu integrieren.
Aufgrund dieser Einschränkung wurde die Erweiterung der zugrunde liegenden Merkmale
nicht weiterverfolgt.
Die Implementation der semi-automatischen Annotation unter Verwendung der SOM nutzt
die frei verfügbare MATLAB SOM Toolbox (Vesanto et al., 1999).

4.1.2 Semi-überwachtes Lernen
Obwohl Farbinformationen vor allem für Laien leicht verständliche und nachvollziehba-
re Ergebnisse liefern, korrelieren Farbinformationen nicht zuverlässig mit semantischen
Konzepten. Zudem ist die Annotation von Bildern nicht komplett mit dem Durchstöbern
(engl. Browsen) von Bilddatensätzen vergleichbar, wie es in Bildverwaltungsprogrammen
der Fall ist. Während Bildverwaltungsprogramme eingesetzt werden, um ein bestimmtes
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Bild zu finden oder einen Überblick über die Sammlung zu bekommen, muss für die Anno-
tation von Trainingsdatensätzen manuell über jedes einzelne Bild entschieden werden. Die
Korrelation zwischen signalnahen Bildmerkmalen und semantischen Konzepten (cf. Kapi-
tel 2.1) ist daher umso wichtiger. Die Korrelation von Farbhistogrammen mit semantischen
Konzepten in Bilddatensätzen kann, abhängig vom konkreten Datensatz, erfolgreich sein.
Ein Beispiel hierfür ist ein sehr einfacher Datensatz wie Coil-100 (Nene et al., 1996). Im
Allgemeinen sinkt die Erfolgsquote solcher Merkmale allerdings, je realistischer und kom-
plexer die Datensätze werden. Eine mögliche Lösung ist der Einsatz verschiedenartiger
Bildmerkmale, wie auch in der Berechnungsschicht des flexiblen Bilderkennungssystems.
Da unterschiedliche Bildmerkmale jeweils andere Eigenschaften eines Bildes beschreiben,
erhöht sich mit dem Einsatz unterschiedlicher Merkmale die Erkennungsleistung auf be-
liebigen Bilddatensätzen (cf. Kapitel 6.3). Die unterschiedliche Dimensionalität solcher
Merkmalsvektoren stellt hinsichtlich der Vergleichbarkeit der Merkmale untereinander ein
Problem dar. Beispielsweise lassen sich SIFT Merkmale nicht mit Farbhistogrammen ver-
gleichen. Für die Klassifikation heterogener Merkmalsdatensätze wurde in Kapitel 3.3.5
ein Boosting-Klassifikator beschrieben. Dieser nutzt allerdings lediglich die Ähnlichkeit
einzelner Merkmalsvektoren aus, um diskriminative Merkmale für die Klassifikation zu
detektieren und eignet sich daher nicht zur Sortierung des gesamten Datensatzes. Bag-of-
Features (BoF)-Ansätze sind hingegen in der Bilderkennung weit verbreitet und liefern
für eine Vielzahl an Erkennungsaufgaben sehr gute Ergebnisse (cf. Kapitel 2.1.1). BoF-
Merkmalsvektoren bieten durch reine Konkatenation der Histogramme die Möglichkeit,
verschiedenartige Bildmerkmale in einen Merkmalsvektor zu kombinieren. Die konkrete
Berechnung der BoF-Vektoren, die mehrere Merkmalstypen integrieren, ist im Folgenden
beschrieben. Es seien gegeben:

◇ Merkmalstypen T, mit ∣T∣ der Anzahl verschiedener Merkmalstypen,
◇ Bilder I, mit ∣I∣ der Anzahl an Bildern.

Für jeden Merkmalstyp t ∈ T und jedes Bild i ∈ I wird ein BoF Vektor vi,t erstellt. Der
Merkmalsvektor wird entsprechend Gleichung 4.1 durch die Division mit dem größten
Vektorelement normalisiert. Die Normalisierung findet für jeden Merkmalstyp separat statt,
um keine ungewollte Beeinflussung der Gewichtung anderer Merkmalstypen einzuführen.
Vektor ṽi,t bezeichnet den nicht-normalisierten Merkmalsvektor. Die Dimensionalität des
Vektors vi,t ergibt sich aus der Anzahl der Wörterbuch-Elemente für Merkmalstyp t, die
durch k-means Clustering bestimmt werden. Somit ist ∣vi,t∣ = k. Der finale Merkmalsvektor
vi, mit ∣vi∣ = (k ⋅ ∣T∣), ergibt sich dann als

vi,t =
ṽi,t

max
n=1,..,∣ṽi,t∣

ṽi,t(n)
, (4.1)

vi =(vi,1, vi,2, .., vi,∣T∣). (4.2)

Obwohl der Merkmalsvektor vi als Eingabe für eine SOM genutzt werden könnte, wurde im
Hinblick auf eine interaktive Neuberechnung des Clusterings unter Verwendung partieller
Annotationen ein hierarchisches agglomeratives Clustering implementiert (Johnson, 1967).
Hierfür werden iterativ die ähnlichsten Cluster p und q einer Clustermenge C mit p, q ∈ C
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zu einem neuen Cluster r verschmolzen. Anschließend wird die Distanz von r zu jedem
verbleibenden Clustern c ∈ C, c ≠ r, auf die Distanz d = max(∥c, p∥ , ∥c, q∥) gesetzt.
In BoF-Ansätzen wird häufig die Histogramm-Intersektion-Ähnlichkeitsmetrik verwendet
(Lazebnik et al., 2006; Swain und Ballard, 1991; Wu und Rehg, 2009). Die Histogramm-
Intersektion ist ein Ähnlichkeitsmaß, kein Distanzmaß, da sie angibt, wie sehr sich zwei
Elemente ähneln. Der Algorithmus für das hierarchische agglomerative Clustering muss da-
her entsprechend angepasst werden und ist in Algorithmus 4.1 gegeben. Die Histogramm-
Intersektionsmetrik s̃ sowie die Berechnung einer Ähnlichkeitsmatrix S̃C für Cluster C mit
dieser Metrik sind in Gleichung 4.4 und 4.3 definiert. Initial entspricht jeder Cluster einem
Bild womit sich ∣C∣ = ∣I∣ ergibt. Gleichung 4.5 bezeichnet die Berechnung der Intersekti-
onsmetrik is:

S̃C(i, j) = s̃(vi, vj), i, j = 1, .., ∣C∣, s̃(u, u) = 0, (4.3)

s̃(i, j) =
k⋅∣T∣

∑
l=1

is(vi(l), vj(l)), (4.4)

is(vi(l), vj(l)) = min(vi(l), vj(l)). (4.5)

Das hierarchische Clustering wird beendet, wenn ein bestimmtes Homogenitätskriterium
erfüllt ist oder die Anzahl an Clustern einen bestimmten Wert erreicht hat. Da die Defi-
nition eines allgemeinen Homogenitätskriteriums für beliebige Datensätze nicht trivial ist
und die Anzahl der resultierenden Cluster entscheidend für die Übersichtlichkeit der Clu-
ster in der Annotationsoberfäche ist, wird die Anzahl n = 2

√
∣I∣ verwendet. Die Formel für

n limitiert das Wachstum der Anzahl resultierender Cluster mit der Größe des Datensat-
zes. Experimentell wurde festgestellt, dass eine zu große Anzahl an Clustern aufgrund der
umfangreichen Navigation während der Annotation als schwerer empfunden wird, als die
Annotation einer geringeren Anzahl an Cluster, die eine größere Anzahl Fehler enthält. Die
angegebene Formel hat sich experimentell als sinnvolles Maß hierfür herausgestellt. Aller-
dings wurde in einer Benutzerstudie ebenfalls festgestellt, dass einzelne, sehr große Cluster
Anwender überfordern können. Daher wurde ein Parameter eingeführt, der die Größe ein-
zelner Cluster beschränkt und stattdessen die Restriktion für n lockert (cf. Zeile 6-7 in
Algorithmus 4.1). Die grafische Repräsentation des sortierten Datensatzes ergibt sich durch
Multidimensionale Skalierung (MDS) (Manly, 2005). Hierfür wird eine Distanzmatrix DC
auf dem geclusterten Datensatz berechnet, die die maximale Distanz zwischen Elementen
der Cluster angibt. Auf Basis dieser Distanzmatrix wird eine zweidimensionale Projektion
der Cluster erstellt indem mehrdimensionale Koordinaten für jeden Cluster iterativ erstellt
werden, so dass die Distanzen zwischen den Koordinaten denen in der Distanzmatrix ent-
sprechen. Anschließend wird eine Principal Component Analysis (PCA) durchgeführt, um
die Daten auf eine Ebene zu projizieren. Das Verfahren wird klassisch auch als Principal
Coordinate Analysis bezeichnet (Borg und Groenen, 2005).
Eine essentielle Funktion innerhalb des semi-automatischen Annotationsprozesses ist die
Einbindung von Informationen, die der Anwender bereitgestellt hat, also partieller Annota-
tionen. Wie in Kapitel 2.3.4 diskutiert, werden im Visual-Analytics-Bereich automatische
Lernverfahren eingesetzt, um dem Anwender eine Visualisierung der Daten zu präsentie-
ren. Diese Visualisierung bzw. die Anordnung der Daten in der Visualisierung kann dann
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1 Algorithmus : Agglomeratives complete linkage Clustering

Daten : Ähnlichkeitsmatrix S̃ entsprechend Gleichung 4.3
maxClustSize = Maximale Anzahl an Elementen in einem Cluster

Resultat : Clustermenge C

2 Initialisierung: C = {{v1} , ..,{v
∣I∣}}, n = 2 ⋅

√
∣I∣

3 while ∣C∣ > n do
// Finde maximalen Wert in S

4 [i, j] = argmax
i∈C,j∈C

S(i, j)

// Überpfüfe Größe des neu zu bildenden Clusters
5 if ∣C(i)∣ + ∣C(j)∣ > maxClustSize then // Falls zu groß ..
6 n ++; // .. erlaube einen mehr
7 S(i, j) = 0;
8 else

// Cluster werden zusammengefügt
9 for l = 1,..,|C| do

10 S(i, l) = min(S(i, l), S(j, l))
11 S(l, i) = S(i, l)
12 end

// Cluster v beseitigen
13 Entferne Zeile und Spalte j aus S
14 C(i) = {C(i), C(j)}
15 Entferne Cluster j aus C
16 end
17 end

Algorithmus 4.1 : Berechnung des agglomerativen complete-linkage Clusterings unter
Verwendung der Histogramm-Intersektion-Ähnlichkeitsmetrik.

vom Anwender modifiziert werden. Mit Hilfe dieser Informationen kann wiederum das
zugrunde liegende Modell für das automatische Lernverfahren adaptiert werden, so dass
es dem Anwender eine besser zugeschnittene Visualisierung liefert. Dieser Explorations-
prozess wurde für die semi-automatische Annotation mit Benutzerfeedback angepasst und
ist in Abbildung 4.2 dargestellt. Die Bilder werden entsprechend dem beschriebenen hier-
archischen Clustering vorsortiert und mittels MDS in eine Ebene projiziert. Die Überlap-
pung mehrerer Cluster wird anschließend iterativ eliminiert, indem überlappende Cluster
auf freie benachbarte Zellen des zugrunde liegenden Gitters verschoben werden. Das resul-
tierende Clustering wird zur Annotation bereitgestellt. Die durch den Anwender bereitge-
stellten partiellen Annotationen werden bereits während des Annotationsprozesses genutzt,
um die Gewichtung der BoF-Vektoren so zu adaptieren, dass die Homogenität innerhalb
der Kategorien erhöht wird. Im Detail sieht der in Abbildung 4.2 dargestellte Prozess fol-
gendermaßen aus:

1. Die Bildmerkmale werden extrahiert und je Merkmalstyp wird ein Wörterbuch er-
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stellt. Anschließend werden die BoF-Histogramme berechnet und geclustert.
2. Der geclusterte Bilddatensatz wird mittels MDS in die Ebene projiziert und in der

Benutzungsoberfläche dargestellt.
3. Der Anwender annotiert einige Bilder in beliebiger Reihenfolge.
4. Die Berechnung der adaptierten Gewichtung der BoF-Vektoren wird automatisch im

Hintergrund gestartet.
5. Die Bilder werden aufgrund der adaptierten BoF-Vektoren geclustert und die Projek-

tion wird berechnet.
6. In der Benutzungsoberfläche wird ein Hinweis eingeblendet, dass eine Neuberech-

nung verfügbar ist und bei Bedarf geladen werden kann. Zusätzlich werden relevante
Bildmerkmale in Form von Bildausschnitten angezeigt. Weiter zu 3.

Die Anpassung der Vorsortierung kann prinzipiell durch die Neuberechnung eines diskrimi-
nativen Wörterbuchs erfolgen, wie es in einigen Arbeiten diskutiert wurde (Farquhar et al.,
2005; Perronnin, 2008; Perronnin et al., 2006; Zhang et al., 2006). Allerdings sind diese
Verfahren auf die Berechnung diskriminativer Wörterbücher spezialisiert und durch ihren
hohen Berechnungsaufwand für einen interaktiven Prozess ungeeignet. Selbst ein simples
Verfahren wie k-means, berechnet auf den jeweiligen Objektklassen, führt im Regelfall zu
einer Rechendauer von vielen Minuten, sofern keine optimierte Hardware eingesetzt wird.
Zudem kann nicht davon ausgegangen werden, dass die Daten vollständig im Hauptspeicher
vorgehalten werden können.
Die partiellen Annotationen werden im Folgenden als Must-Link (ML) und Cannot-Link
(CL)-Bedingungen interpretiert (Xing et al., 2002). Eine ML-Bedingung ist zwischen zwei
Bildern gegeben, die der gleichen Kategorie zugewiesen wurden, eine CL-Bedingung ent-
sprechend, wenn zwei Bildern unterschiedliche Kategorien zugewiesen wurden. Diese Be-
dingungen können genutzt werden, um aus den partiell vorhandenen Annotationen abzulei-
ten, welche Elemente der BoF-Vektoren, also welche Wörterbuch-Vektoren, relevant sind.
Dies bedeutet, dass die im Folgenden durchgeführte Berechnung das Ziel hat, die Ge-
wichtung der Wörterbuch-Elemente so zu verändern, dass bei der Berechnung der Ähn-
lichkeit zweier BoF-Vektoren die paarweisen Bedingungen eingehalten werden. Kumar
und Kummamuru (2008) stellen ein iteratives, semi-überwachtes k-means Clustering vor,
das solche Bedingungen integriert. Anstelle paarweiser Bedingungen, werden alle Tripel-
Bedingungen {uvw ∣ lu = lv ∧ lu ≠ lw} betrachtet, wobei lu die Kategorie (bzw. das La-
bel) von Bild u ist. Diese relativen Bedingungen werden in dem iterativen Clustering-
Prozess verwendet, um einen Gewichtsvektor je Cluster zu berechnen, der dafür sorgt,
dass die Distanz zwischen zwei ML-Elementen kleiner ist als die Distanz zwischen zwei
CL-Elementen. Tripel-Bedingungen bringen allerdings eine enorme Komplexität mit sich,
da allein die Anzahl der Bedingungen drastisch mit der Anzahl verfügbarer Annotationen
steigt. Ein Datensatz aus 60 Bildern, von denen jeweils n = 20 einer von k = 3 Kategorien
zugeordnet wurden, führt zu einer Menge von k! ⋅ n2 ⋅ (n − 1) = 6 ⋅ 202 ⋅ 19 = 45 600 Be-
dingungen. Cai et al. (2010) konnten mit Hilfe alternierender Optimierung eine drastische
Reduktion der Rechenzeit für die Optimierung der Gewichte für ca. 30 000 Bedingungen
erreichen. Anstatt urspünglich über 36 Stunden benötigt die Optimierung lediglich etwas
über einer Stunde. Obwohl nicht bekannt ist, auf welcher Hardware diese Ergebnisse be-
rechnet wurden, ist anzunehmen, dass Forschergruppen mit wesentlich leistungsfähigerer



4.1 ◆ Vorsortierung der Bilddaten 67

(a) (b)

Abbildung 4.3: Schematische Darstellung des Effekts, den die Anpassung der Gewich-
tung für die BoF Wörterbuch-Elemente mit sich bringt. Annotationen sind durch farbliche
Markierungen in (a) gegeben. Kreise stellen nicht-annotierte Daten dar. Durch die Adaption
werden Elemente einer Kategorie in (b) zusammengezogen. Nicht-annotierte Daten werden
den ähnlichsten Kategorien zugewiesen (Farbe).

Hardware ausgestattet sind als normale Anwender. Es ist daher davon auszugehen, dass die
Berechnung auf einem Standard-PC eine längere Rechendauer benötigt. Die ursprünglichen
Ergebnisse stellen für einen interaktiven Annotationsprozess allerdings bereits eine nicht
annehmbare Zeitspanne dar. Um die Berechnung so weit zu beschleunigen, dass eine effizi-
ente Berechnung möglich wäre, müsste die Anzahl der relativen Bedingungen automatisch
reduziert werden. Die Verringerung auf eine effizient berechenbare Menge an Bedingungen
kann allerdings dazu führen, dass sich die Optimierung an diese Beispiele überanpasst und
damit zu einer Verschlechterung der Sortierungsleistung führt. Ohne eine solche Reduktion
führt der Einsatz von relativen Bedingungen in der Regel zu besseren Ergebnissen als die
Verwendung paarweiser Bedingungen, da relative Bedingungen eine wesentlich detaillier-
tere Aussage über die Verhältnisse der Daten zulassen. Der Berechnungsaufwand ist jedoch
zu hoch und der Einsatz hochwertiger Hardware für die Annotation nicht vorgesehen. Daher
werden für das semi-überwachte Lernen im Folgenden paarweise Bedingungen betrachtet.
Diese sollen analog zu den relativen Bedingungen eingesetzt werden, um Gewichte für
die Wörterbuch-Elemente zu lernen, die die Ähnlichkeit zwischen ML-Elementen verstärkt
und zwischen CL-Elementen reduziert. Abbildung 4.3(a) zeigt einen partiell annotierten
Beispiel-Datensatz. Farbige Elemente stellen annotierte Daten dar, weiße, kreisförmige
Elemente nicht-annotierte Daten. Wird für jede Kategorie ein spezieller Gewichtsvektor
berechnet und werden die Daten entsprechend diesem Gewichtsvektor gewichtet, so ziehen
sich Elemente der gleichen Kategorie enger zusammen. Die nicht-annotierten Datenpunkte
können dann der Kategorie zugewiesen werden, die die größte Ähnlichkeit aufweist. Die
Ähnlichkeitsmetrik s̃(i, j) wird zu s(i, j) in Gleichung 4.6 erweitert, um Ähnlichkeiten der
Elemente mit den zu lernenden Gewichtsvektoren verbinden zu können.

s(u, v) =
k⋅∣T∣

∑
n=1

w(n) ⋅ is(vi(n), vj(n)),
k⋅∣T∣

∑
n=1

w(n) = 1 (4.6)

wa = {w(1), .., w(k ⋅ ∣T∣)} (4.7)
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Das heißt, jedes Element des BoF-Vektors, bzw. jedes Wörterbuch-Element, wird mit einem
Faktor w(n) gewichtet. w(n) entspricht dem n-ten Element des Vektors w. Der Gewichts-
vektor wa für eine Kategorie a ∈ A ergibt sich aus Gleichung 4.7, wobei A die Menge
aller verfügbaren Kategorien ist. Die Optimierung dieses Gewichtsvektors wa erfolgt für
jede Kategorie einzeln entsprechend Gleichung 4.8, wobei ∣mla∣ und ∣cla∣ die Anzahl der
paarweisen Bedingungen {i, j} ∈ mla, bzw. {i, j} ∈ cla sind. Gleichung 4.8 minimiert die
Ähnlichkeit zwischen CL-Elementen, während die Ähnlichkeit zwischen ML-Elementen
vergrößert wird. Die Optimierung erfolgt hierbei global auf allen paarweisen Bedingungen,
was dazu führt, dass die Verletzung relativer Ähnlichkeiten von ML und CL-Bedingungen
nicht in der gleichen Form reguliert werden kann, wie dies für relative Bedingungen der
Fall ist. Da hier ein Kompromiss zwischen Effizienz und Korrektheit gefunden werden
muss, wird die globale Optimierung und damit die mögliche stärkere Verletzung einzelner
Verhältnisse in Kauf genommen. Die Bezeichnung w′ stellt den transponierten Vektor dar,
da T bereits durch die Merkmalstypen belegt ist.

wa =argmin
w̃a

(

∣cla∣

∑
n=1

cla,n ⋅ w̃
′

a −
∣mla∣

∑
m=1

log(mla,m ⋅ w̃
′

a)),
k⋅∣T∣

∑
n=1

wa(n) = 1 (4.8)

mit mla ={(is1(i, j), .., isk⋅∣T∣(i, j))∣a = li = lj} (4.9)

cla ={(is1(i, j), .., isk⋅∣T∣(i, j))∣li = a, li ≠ lj} (4.10)

cla,n stellt das n-te Element aus der Menge cla dar. Die bisherige Diskussion lässt die Not-
wendigkeit des in Gleichung 4.8 verwendeten Logarithmus außer Acht. Die genaue Be-

trachtung der Formel ohne den Logarithmus zeigt, dass der Term
∣mla∣

∑
m=1

(mla,m ⋅w
′

a) für die

triviale Lösung wtriv(j), j = 1, .., k ⋅ ∣T∣ maximal wird:

wtriv(j) =
⎧⎪⎪⎪
⎨
⎪⎪⎪⎩

1,
∣mla∣

∑
m=1

(mla,m(j)) >
∣cla∣

∑
n=1

(cla,n(j))

0, sonst
(4.11)

Diese Eigenschaft ist unerwünscht, da sie nicht die Abstufung zwischen mehr oder weni-
ger diskriminativen Wörterbuch-Elementen erlaubt. Ob die Bedingung nur sehr knapp oder
sehr klar erfüllt wird wäre hiermit irrelevant. Da zudem nur die Summe betrachtet wird kön-
nen einzelne Bedingungen zu einer Verzerrung der Ergebnisse führen. Eine geringe Anzahl
sehr starker Bedingungen könnte also dazu führen, dass ein Großteil der Bedingungen nicht
erfüllt ist. Xing et al. (2002) diskutieren dieses Problem für die Optimierung der Gewich-
tung solcher paarweiser Bedingungen unter Verwendung der Euklidischen Distanz. Die Op-
timierung nach Gleichung 4.8 wurde mittels einer in MATLAB bereitgestellten Funktion
zur Minimierung von Funktionen mit Randbedingungen gelöst. Als Randbedingungen wur-
den die Werte der einzelnen Gewichte auf den Bereich (0, 1) beschränkt. Um die Optimie-
rung der Gewichtsvektoren zeitlich effizient zu gestalten, wurde die Idee der alternierenden
Optimierung von Cai et al. (2010) aufgegriffen und der Gewichtsvektor jeweils stückweise
optimiert. Bei einer Optimierung eines Gewichtsvektors der Größe (1× k ⋅ ∣T∣) kann die Op-
timierung, je nach Wahl des Parameters k für die Größe des Wörterbuchs und der Anzahl an
Merkmalstypen ∣T∣, sehr schnell sehr rechenaufwändig werden. Die beschriebene Optimie-
rung der Gewichtsvektoren mit alternierender Optimierung benötigt auf einem Datensatz
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1 Algorithmus : Semi-Überwachtes Clustering
Daten : BoF-Vektoren vi, i ∈ I
Labels li mit li = a ∈ A ∨ li = ∅, ∣a∣ = Anzahl der Elemente in Kategorie a
Nicht-annotierte Elemente U = {u∣lu = ∅}

2 foreach a ∈ A do
3 Berechne wa entsprechend Gleichung 4.8
4 end
5 foreach u ∈ U do
6 foreach a ∈ A do
7 for j = 1, .., ∣a∣ do
8 du(j) = s(vj, vu) // lj = a
9 end

// Berechne Permutation πu(1), .., πu(∣a∣) von du
10 πu s.t. dπu(1) ≥ dπu(2) ≥ .. ≥ dπu(∣a∣)

11 mu(a) = 1
n

n
∑
r=1

(dπu(r)), n ≤ ∣a∣

12 end
// Finde am besten passendste Kategorie

13 lu = argmin
a

(mu)

14 end
15 foreach a ∈ A do
16 elms = {vi∣li = a}
17 S = S̃(elms)
18 cluster(S) entsprechend Algorithmus 4.1
19 end

Algorithmus 4.2 : Berechnung eines Gewichtsvektors je Kategorie, der die Ähnlichkeiten
zwischen Elementen einer Kategorie erhöht, während die Ähnlichkeit zwischen Elemen-
ten anderer Kategorien verringert wird.

mit ca. 800 Bildern und fünf Kategorien auf einem Laptop Computer ca. 12-15 Sekunden.
Da die Optimierung der Gewichtsvektoren automatisch im Hintergrund angestoßen wird
und der Anwender nicht bewusst auf ein Ergebnis wartet, wird die notwendige Rechenzeit-
zeit als ausreichend betrachtet. Dennoch sei erwähnt, dass die Implementation bislang nicht
optimiert wurde und hier ein Potential zur Effizienzsteigerung liegt.
Die Neuberechnung des Clusterings anhand partieller Annotationen findet entsprechend Al-
gorithmus 4.2 statt. Hier werden die Gewichtsvektoren wa berechnet und anschließend wird
für jedes bislang nicht-annotierte Element diejenige Kategorie gesucht, die am ähnlichsten
ist. Hierfür werden die Ähnlichkeiten des nicht-annotierten Elements zu allen Elementen
der Kategorie a, ∀a ∈ A berechnet. Das Element kann nun der Kategorie des besten Tref-
fers zugeordnet werden, also der Kategorie, die das Bild mit der höchsten Ähnlichkeit zu
dem nicht-annotierten Element enthält. Da jedoch die Ähnlichkeit zwischen zwei Bildern
unterschiedlicher Kategorie sehr hoch sein kann obwohl dies nicht für die ganze Katego-
rie gilt, wird das Ergebnis der besten n Treffer untersucht. Die Robustheit der Zuordnung
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wird erhöht, indem die Ähnlichkeitswerte der n besten Treffer gemittelt werden. Das nicht-
annotierte Element wird der Kategorie a ∈ A zugewiesen, mit der es über die n besten
Treffer die größte Ähnlichkeit aufweist. Für die weitere Arbeit wurde ein Wert von n = 5
verwendet, der sich experimentell als sinnvoll erwiesen hat.

4.1.3 Evaluation der semi-überwachten Neuberechnung

Die Qualität der iterativen Neuberechnung des semi-überwachten, agglomerativen Cluste-
rings wurde auf vier Datensätzen evaluiert:

◇ Caltech-101 (Fei-Fei et al., 2004)
Enthält 792 Bilder aus den Kategorien Flugzeug, Motorrad, Auto, Erdbeere und
Stoppschild.

◇ Graz-02 Opelt et al. (2006b)
Die Negativklasse für die drei Datensätze ist identisch. Sie zeigt ähnliche Szenarien,
die jedoch weder Fahrräder, Autos, noch Personen zeigen.

∗ Fahrräder
Enthält 745 Bilder der Kategorie Fahrrad und der Negativklasse.

∗ Autos
Enthält 800 Bilder der Kategorie Autos und der Negativklasse.

∗ Personen
Enthält 691 Bilder der Kategorie Personen und der Negativklasse.

Eine Annahme, die zum Einsatz der BoF-Histogramme führte, war, dass die Vorsortierung
auf beliebigen Datensätzen durch mehrere Merkmalstypen gelöst werden sollte. Für das
semi-überwachte Clustering werden daher im Folgenden drei verschiedene Merkmalsty-
pen verwendet, diese sind SIFT-Merkmale (Scale-invariant Feature Transform), Farbhisto-
gramme und LBP (Local Binary Patterns). Für jeden der drei Merkmalstypen wurde ein
Wörterbuch mit k = 100 Einträgen berechnet. Diese Anzahl ist im Vergleich mit anderen
BoF Arbeiten eher gering und ergibt sich durch die Komplexität der Optimierung, die mit
der Größe des Wörterbuchs quadratisch ansteigt, bedingt durch die Anzahl der notwendi-
gen Berechnungen in jeder Iterationen der alternierenden Optimierung. Die Restriktion auf
dieses kleine Wörterbuch lässt sich zum einen damit rechtfertigen, dass das Clustering für
die Annotation nicht auf die gleiche Weise perfekt sein muss wie die endgültige Klassifi-
kation des Erkennungssystems. Zum anderen handelt es sich bei den Trainingsdatensätzen
um einen eingeschränkten Datensatz, der nicht den Anspruch hat generische Erkennung
zu gewährleisten, sondern lediglich Ähnlichkeiten auf den Bildern zu erkennen, aufgrund
derer der Bilddatensatz besser sortiert werden kann. Dennoch wird für die Berechnung der
BoF-Histogramme ein soft-weighting Faktor (cf. Kapitel 2.1.1) von drei verwendet, um den
Effekt des vergleichsweise kleinen Wörterbuchs zu reduzieren. Ein Wert von drei hat sich
in der Literatur als sinnvoll erwiesen (Jiang et al., 2010; van Gemert et al., 2010a).
Die Ergebnisse der Evaluation sind in Abbildung 4.4 als Funktion der Anzahl falsch positi-
ven ( fp) Elemente über der prozentualen Anzahl annotierter Cluster dargestellt. Die Anzahl
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der falsch positiven Elemente ergibt sich aus

fp(C) = ∑
c∈C

∣c∣

∑
i=1

δ(i), δ(i) = {
1, li ≠ lc
0, li = lc

(4.12)

mit ∣c∣ der Anzahl an Bildern in Cluster c ∈ C, li der wahren Kategorie von Bild i und lc der
wahren Kategorie der Mehrzahl an Bildern in Cluster c.
Die Berechnung betrachtet hierbei lediglich die nicht-annotierten Bilder, da annotierte Bil-
der, wie im nächsten Kapitel beschrieben, in der Benutzungsoberfläche inaktiv sind und
das Clustering per Definition keine annotierten Bilder aus verschiedenen Kategorien ei-
nem Cluster zuweisen kann. Zudem sind die annotierten Bilder bezüglich der Effizienz des
weiteren Annotationsvorgangs irrelevant.
In Abbildung 4.4 sind die Ergebnisse der Evaluation des semi-überwachten Clusterings
gegeben. Die Baseline bezieht sich auf das unüberwachte Clustering, mit dem die Annota-
tion startet. Das bedeutet, die Baseline gibt eine Information darüber, wie viele Clustering-
Fehler übrigbleiben, während die Annotation vom Anwender durchgeführt wird. Dieser
Vergleich ist wichtig für die Einschätzung, ob die Neuberechnung tatsächlich einen Vor-
teil bringt, oder ob das Ergebnis ohne Neuberechnung nicht besser wäre, da der Anwender
bereits einen Großteil der fehlerhaften Cluster (weg-)annotiert hat.
In den Ergebnissen in Abbildung 4.4 ist zu sehen, dass die Neuberechnung (Opt 3F) ei-
ne tatsächliche Verbesserung der Sortierung ermöglicht. Die Ergebnisse zeigen die durch-
schnittliche Fehlerrate über zehn Durchläufe. In jedem Durchlauf wird der angegebene Pro-
zentsatz an Clustern annotiert. Die zu annotierenden Cluster werden zufällig ausgewählt.
In der Evaluation aller vier Datensätze ist zu sehen, dass die Optimierung der Gewichtung
der Wörterbuch-Elemente zu einer Verbesserung des Clusterings führt.
Zusätzlich zu der Evaluation der Optimierung selbst wurde untersucht, ob die Annahme,
dass mehrere Merkmalstypen eine bessere Abdeckung der Bildeigenschaften bieten, kor-
rekt ist. Hierfür wurden jeweils Wörterbücher mit der Größe k = 300 auf den einzelnen
Merkmalstypen berechnet (SIFT, LBP und Color). In Abbildung 4.4 ist zu sehen, dass die
Verwendung von ∣T∣ = 3 Merkmalstypen (3F) mit jeweils einem Wörterbuch der Größe
k = 100 bessere Ergebnisse liefert, als die Verwendung einzelner Merkmalstypen mit einem
Wörterbuch der Größe k = 300. Trotz der individuell größeren Wörterbücher können ein-
zelne Merkmalstypen nicht ausreichend Bildeigenschaften abdecken, um auf verschiedenen
Datensätzen vergleichbare Sortierungen zu leisten.
In Abbildung 4.4(a) ist sichtbar, dass die Anpassung der Gewichte und die darauf folgende
Neuberechnung des Clusterings im Schnitt zu mehr als 10 fp weniger führt als die Base-
line. Für die Evaluation der Graz-02-Datensätze ergibt sich sogar eine Verbesserung von
20 − 30 fp. Der Lerneffekt ist sowohl bei Verwendung drei verschiedener Merkmalstypen
als auch für die einzelnen Merkmalstypen mit größerem Wörterbuch sichtbar. Dennoch
führt die Verwendung mehrerer Merkmalstypen durchgehend zu besseren Ergebnissen. Die
einzelnen Merkmalstypen schneiden je nach Datensatz unterschiedlich gut ab. Aufgrund
der höheren Komplexität der Graz-02-Datensätze und der damit verbundenen initial hö-
heren Fehlerquote im Vergleich zu dem Caltech-Datensatz, ist die Eignung der einzelnen
Merkmalstypen im Vorhinein nicht einschätzbar. Aufgrund der Ergebnisse lässt sich aber
sagen, dass der Einsatz mehrerer Merkmale für die Vorsortierung beliebiger Datensätze eine
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geeignete Vorgehensweise darstellt und die Größe des Wörterbuchs keine negativen Effekte
hat. Wie in der Berechnungsschicht des Bilderkennungssystems ist es auch an dieser Stelle
nicht sinnvoll, sich auf einen Merkmalstyp zu beschränken. Zum einen kann kein einzelner
Merkmalstyp von vornherein als sinnvoll für beliebige Datensätze festgelegt werden, zum
anderen fehlt Anwendern das Wissen darüber, welcher Merkmalstyp geeignet ist.
Obwohl die Fehler auch während der Annotation nicht ganz eliminiert werden können, ist
in Abbildung 4.6 zu sehen, dass sich die Struktur der Cluster durch die Neuberechnung
stark verändert und eine homogenere Darstellung aufgrund ähnlicher Strukturen ermög-
licht. In den neu berechneten Clustern oben in der rechten Spalte in Abbildung 4.6 ist zu
sehen, dass die Bilder ähnliche Szenen und Straßenbereiche darstellen. Die beiden unte-
ren Cluster zeigen Fahrräder in vergleichbarer perspektivischer Darstellung. Im Vergleich
zu den ursprünglichen Clustern in der linken Spalte der Abbildung wirken die Strukturen
innerhalb der Cluster wesentlich homogener. Neben der Reduktion der Fehler ergibt sich
durch die Neuberechnung also zusätzlich der Vorteil, dass die Cluster in sich besser nach
Ähnlichkeit strukturiert sind, was idealerweise die Annotation vereinfacht.
Die Verbesserung der Vorsortierung anhand partieller Annotationen und auf Basis von BoF-
Vektoren, die heterogene Merkmale integrieren, setzt wiederum keine Vorkenntnisse auf
Seiten der Anwender voraus. Zusammen mit der in Kapitel 4.2.1 beschriebenen Darstel-
lung relevanter Bildausschnitte ist dieses semi-überwachte Clustering sehr gut für den An-
notationsprozess geeignet und richtet sich durchgehend an die Anforderung der visuellen
Informationsdarstellung.
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Abbildung 4.4: Ergebnisse des semi-überwachten Clusterings auf den Datensätzen
(a) Caltech-101 und (b) Graz-02 Fahrräder. Die Ergebnisse sind jeweils für die Baseli-
ne und die Optimierung der Gewichtung (opt) gegeben sowie für die Verwendung mehre-
rer Merkmalstypen (3F) und einzelner Merkmalstypen (SIFT/LBP/Color). Die horizontale
Achse gibt die prozentuale Anzahl der annotierten Cluster an, die vertikale Achse die An-
zahl falsch positiver Bilder ( fp gemäß Gleichung 4.12). Die Ergebnisse sind über jeweils
zehn Durchläufe gemittelt.
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Abbildung 4.5: Ergebnisse des semi-überwachten Clusterings auf den Datensätzen
(c) Graz-02 Autos und (d) Graz-02 Personen. Die Ergebnisse sind jeweils für die Base-
line und die Optimierung der Gewichtung (opt) gegeben sowie für die Verwendung mehre-
rer Merkmalstypen (3F) und einzelner Merkmalstypen (SIFT/LBP/Color). Die horizontale
Achse gibt die prozentuale Anzahl der annotierten Cluster an, die vertikale Achse die An-
zahl falsch positiver Bilder ( fp gemäß Gleichung 4.12). Die Ergebnisse sind über jeweils
zehn Durchläufe gemittelt.
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Abbildung 4.6: Beispielhafte Cluster vor (links) und nach (rechts) der Adaption der Ge-
wichtung und dem Neuberechnen des Clusterings. Vor der Neuberechnung wurden nur
komplette Cluster annotiert. Rote Rahmen bezeichnen annotierte Bilder.
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4.2 Grafische Benutzungsoberfläche
Grafische Benutzungsoberflächen für die Annotation von Bilddaten wurden bislang im Be-
reich Human Computation (cf. 2.3.2) und der Erstellung von General-Purpose-Datensätzen
(cf. 2.3.1) betrachtet. Die Annotation beliebiger Bilddatensätze durch Laien-Anwender er-
fordert eine einfache Benutzbarkeit der grafischen Oberfläche. Ein wichtiger Faktor für die
Benutzbarkeit ist der Einsatz ohne vorherige Einarbeitung.
Die Visualisierung des Bilddatensatzes erfolgt auf Basis einer Vorsortierung, die im vo-
rigen Kapitel diskutiert wurde. Die initiale Version der Annotationsoberfläche verwendet
das unüberwachte, SOM-basierte Clustering, welches die Bilder auf Cluster (auch Knoten
genannt) in einem hexagonalen Gitter projiziert. Solch ein Gitter wurde bereits im Honey-
comb Image Browser von Plant und Schaefer (2010) verwendet. Allerdings wurden die
Bilder in deren Bildverwaltungsprogramm komplett über das Hexagon gelegt und die über-
stehenden Ecken abgeschnitten. Für die Annotation von Bilddatensätzen im Rahmen dieser
Arbeit ist dagegen das komplette Bild relevant, daher kann nicht auf die Darstellung von
Randbereichen verzichtet werden. Zudem bietet die Einpassung des Bilds in das Hexagon
die Möglichkeit, den Hintergrund zur farblichen Codierung zusätzlicher Informationen zu
verwenden. Abbildung 4.7(a) zeigt die Visualisierung des hexagonalen Gitters samt Farbco-
dierung der U-Matrix Werte. Die U-Matrix ist eine gängige Visualisierung für SOMs und
gibt im Wesentlichen die Distanz des einzelnen Knotens zu seinen Nachbarn an (Ultsch
und Siemon, 1990). In Abbildung 4.7(a) korrelieren große Abstände (violett) mit Kno-
ten, auf die keine Bilder projiziert wurden, während Gruppen von gleichen Objekten sich
in Bereichen mit kleiner Distanz (grün) befinden. Abbildungen 4.7(b) und 4.7(c) zeigen
die farbliche Codierung von Mengen- und Varianzinformationen, die die Aufmerksamkeit
der Anwender auf kritische Bereiche lenken sollen. Abbildung 4.7(b) ist eine Variante der
Datenhistogramme von Vesanto (1999). Hierbei wird die Anzahl der Elemente in einem
Cluster durch die Sättigung des roten Farbtons codiert. Abbildung 4.7(c) zeigt eine konser-
vative Visualisierung der Varianz-Information je Cluster mit dunklen Grauwerten für eine
hohe intra-Cluster-Varianz und hellen Grauwerten für kleine intra-Cluster-Varianz. Diese
Visualisierung wird als konservativ bezeichnet, da das Farbschema sehr einfach gehalten
ist, um einer visuellen Überforderung durch zu viele Farbinformationen vorzubeugen. Dies
gilt vor allem, da selektierte Bilder und annotierte Bilder bereits farblich hervorgehoben
werden. Da das hexagonale Gitter für diese Art der Farbcodierung nützlich ist und zudem
von Anwendern als nützlich für die Navigation empfunden wurde, wurde es in allen Ver-
sionen der Annotationsoberfläche beibehalten. Die Darstellung ist allerdings konfigurierbar
und kann auf Wunsch angepasst werden, etwa indem das hexagonale Gitter ausgeblendet
oder zwischen den in Abbildung 4.7 dargestellten Visualisierungen gewechselt wird.
Abbildung 4.1 zeigt die vollständige Annotationsoberfläche mit ihren einzelnen Fenstern1,
auch Ansichten (engl. Views) genannt, die mit (a) bis (g) bezeichnet sind. Die Hauptan-
sicht (a) zeigt die Übersicht über den gesamten geclusterten Datensatz. Im Gegensatz zu
der in Abbildung 4.7(b) dargestellten Visualisierung wird die Anzahl der Bilder in einem
Cluster hier durch einen Bilder-Stapel dargestellt. Die Farbcodierung der Hexagon-Struktur
im Hintergrund stellt die intra-Cluster-Varianz wie in Abbildung 4.7(c) dar. Ansicht (a) er-

1Ein Video der Annotationsoberfläche ist verfügbar unter
http://ikw.uni-osnabrueck.de/~cv/projects/forest/Annotation.mp4

http://ikw.uni-osnabrueck.de/~cv/projects/forest/Annotation.mp4
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(a) Farbliche Codierung der U-
Matrix

(b) Farbliche Codierung der An-
zahl der Elemente in einem Cluster

(c) Farbliche Codierung der Vari-
anz innerhalb der Cluster

Abbildung 4.7: Farbliche Codierung zusätzlicher Informationen auf den Waben des hexa-
gonalen Gitters im Hintergrund der Bilder.

laubt das Zoomen mit dem Mausrad. Die Bilder auf den Stapeln werden dabei größer, bis
ein bestimmtes Zoom-Level erreicht ist und die Ansicht auf die Detail-Darstellung, also
die Darstellung aller Bilder in einem Cluster, umschaltet. Dies ist in Abbildung 4.8(a) dar-
gestellt. In der Detail-Darstellung wird die Größe der Bilder eines Clusters entsprechend
skaliert, um den Platz im Hexagon möglichst auszufüllen und Überlappungen zu vermei-
den. Ansicht (a) kann sowohl in der Cluster-Darstellung als auch in der Detail-Darstellung
in der zweidimensionalen Zeichenebene verschoben werden. Einzelne Bilder, mehrere Bil-
der oder Cluster von Bildern können selektiert und annotiert werden. Die Annotation erfolgt
mit den in Ansicht (b) dargestellten Buttons, von denen jeder eine Kategorie repräsentiert.
Die Kategorien bzw. Buttons können beliebig angelegt, gelöscht oder konfiguriert wer-
den. Die Buttons können zusätzlich als rundes Kontextmenü um die aktuelle Mausposition
aufgerufen werden. Hierdurch können Mauswege reduziert werden und die Aufmerksam-
keit des Anwenders muss nicht von der aktuellen Position weg gerichtet werden. Durch
Auswahl von Bildern und Betätigung des entsprechenden Buttons können die selektierten
Bilder annotiert und der ausgewählten Kategorie zugewiesen werden. Annotierte Bilder
werden in (a) semi-transparent gezeichnet und sind nicht länger selektierbar. Dies hat zur
Folge, dass die verbleibenden Bilder leichter mit den Selektions-Werkzeugen (Rechteck-

Definition

Cluster-Darstellung bezeichnet die Ansicht in der Oberfläche, in der lediglich
ein Bild je Cluster angezeigt wird (beispielsweise auf dem Bilder-Stapel). Detail-
Darstellung hingegen bezeichnet die Ansicht aller Bilder in einem Cluster. Die bei-
den Ansichten wechseln je nach Zoom-Level, um eine übersichtliche Darstellung zu
ermöglichen.

Synonyme: Cluster-Ansicht, Detail-Ansicht.



78 Kapitel 4 ◆ Annotation von Trainingsdaten

und Pfad-Auswahlwerkzeug) selektiert werden können. Damit Annotationsfehler im Nach-
hinein noch erkannt werden können, werden die semi-transparenten Bilder mit der Farbe
der Kategorie, die auf den Buttons dargestellt ist, überlegt. Detektiert der Anwender einen
Annotationsfehler, so kann der Fehler korrigiert werden, indem die entsprechende Katego-
rie wieder aktiviert wird. Dies geschieht durch die Betätigung der Auswahlbox vor dem
entsprechenden Button der Kategorie. Hierdurch werden alle Bilder der Kategorie wieder
opak gezeichnet und sind erneut selektierbar. Ansicht (c) stellt einige Optionen bereit, die
visuelle Störungen oder eine Überladung reduzieren sollen. Beispielsweise können Anwen-
der annotierte Bilder komplett ausblenden und so Ansicht (a) auf die verbleibenden, nicht
annotierten Bilder reduzieren. Ansicht (d) realisiert ein Overview+Detail-Konzept (Baldo-
nado et al., 2000; Shneiderman, 1996), indem es eine Übersicht über das gesamte hexa-
gonale Gitter zeigt. Grüne Hexagone heben diejenigen Cluster hervor, die nicht-annotierte
Bilder enthalten. Zudem stellt ein rotes Rechteck den Ausschnitt dar, der aktuell in (a)
angezeigt wird. Diese Ansicht soll vor allem in der Navigation während der Annotation be-
hilflich sein und verbleibende Bilder hervorheben bzw. die Navigation zu Elementen außer-
halb der aktuell dargestellten Zeichenebene erleichtern. Ähnlich sind die roten Linien am
Rand von Ansicht (a) zu interpretieren. Diese zeigen in die Richtung noch verbleibender,
nicht-annotierter Bilder. Ansicht (e) bietet eine Übersicht über das aktuelle Zoom-Level,
wobei die baumartige Struktur anzeigt, an welcher Stelle die Cluster-Darstellung in (a) auf
die Detail-Darstellung umschaltet. Ansicht (g) beinhaltet die Auswahl des Selektionswerk-
zeugs. Hierbei stehen ein Rechteck-Auswahlwerkzeug und ein Pfad-Auswahlwerkzeug zur
Verfügung. Obwohl das Pfad-Auswahlwerkzeug das Zeichnen genauer Konturen ermög-
licht, ist die Verwendung eines Rechteck-Auswahlwerkzeugs, durch die gewohnte Verwen-
dung bei der Arbeit am Computer, intuitiver zu bedienen. Die Übersicht in (f) zeigt alle
aktuell selektierten Bilder an und bietet damit eine Art Vorschau. Werden ein oder mehrere
Cluster in der Cluster-Darstellung selektiert, so müssten Anwender mit dem Mausrad in die
Ansicht hineinzoomen, um zu sehen, welche Bilder sich in diesen Clustern befinden. Um
einen effizienten Überblick über den Inhalt der Cluster zu ermöglichen, wurde Ansicht (f)
integriert, die alle Bilder innerhalb der selektierten Cluster anzeigt. Ansicht (f) bietet zu-
dem, wie auch Ansicht (a), die Möglichkeit, einzelne oder mehrere Bilder mittels üblicher
Tastenkombinationen zu selektieren.
Die Ansichten in Abbildung 4.1 und 4.8 sind beliebig konfigurierbar. Die einzelnen Fenster
können von Anwendern in ihrer Größe und Position verändert werden und bei Bedarf auch
geschlossen oder minimiert werden.

4.2.1 Visuelle Rückkopplung

Visuelle Rückkopplungen sind in maschinellen Lernverfahren selten Gegenstand von For-
schung, obwohl die Visualisierung des Lernprozesses Anwendern einen Einblick in die
Verarbeitungsweise ermöglicht. Die Entwicklungsumgebung Gestalt (Patel et al., 2010)
für maschinelle Lernverfahren bietet Anwendern explizit Einblick in die Verarbeitungs-
prozesse und versucht auf diese Weise, das Verständnis zu erhöhen. Die Darstellung des
Verarbeitungsprozesses ist allerdings für Experten-Anwender zur Fehlersuche oder Ana-
lyse bestimmter Algorithmen geeignet. Der hohe Detailgrad ist nicht für Anwender ohne
Fachkenntnisse gedacht. Eyepatch (Maynes-Aminzade et al., 2007), ein System zur Er-
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(a)

(b)

Abbildung 4.8: (a) Annotationsoberfläche mit Detail-Darstellung der Cluster. Fenster (c),
(e) und (g) aus Abbildung 4.1 wurden minimiert. Zusätzliches Fenster zeigt Visualisierung
hoch gewichteter Wörterbuch-Elemente in Form ähnlicher Bildausschnitte je Kategorie.
(b) zeigt Bildausschnitte der Wörterbuch-Elemente, nachdem eine größere Anzahl Bilder
annotiert wurde. Die Ausschnitte sind wesentlich aussagekräftiger als in (a).

stellung Kamera-basierter Benutzungsschnittstellen, ist hingegen für eine Zielgruppe ohne
Fachkenntnisse konzipiert und bietet daher lediglich eine visuelle Rückmeldung über die
Klassifikationsleistung, um die Anpassung der Trainingsdaten und damit die Verbesserung
der Klassifikationsleistung, zu ermöglichen. Im Rahmen der semi-automatischen Anno-
tation von Bildern würde eine solche visuelle Rückkopplung bedeuten, dass das System
einen Einblick in die Entscheidungsgrundlage für die (semi-)automatische Vorsortierung
der Bilder ermöglicht. Der in Kapitel 4.1.2 beschriebene semi-überwachte Lernprozess be-
rechnet die Gewichtung der Wörterbuch-Elemente je Kategorie. Auf Basis dieser Gewich-
tung können besonders einflussreiche Bildmerkmale visualisiert werden. In Abbildung 4.8
ist die Annotationsoberfläche, samt einer Ansicht für die Visualisierung der Wörterbuch-
Elemente, vor und nach einem Neuberechnungsschritt dargestellt. Die Gewichtsvektoren
wa werden, wie in Kapitel 4.1.2 beschrieben, für jede Kategorie a ∈ A berechnet. Die am
stärksten gewichteten Wörterbuch-Elemente stellen dabei die diskriminativen Merkmale
dar, die die Kategorie a von den Kategorien b, mit b ∈ A ∧ b ≠ a, abgrenzt. Daher kann die
Visualisierung dieser diskriminativen Bildmerkmale für jede einzelne Kategorie einen Hin-
weis darauf geben, welche Kriterien das Clusteringverfahren für die Bestimmung ähnlicher
Bilder nutzt.
Die Visualisierung der diskriminativen Bildmerkmale je Kategorie erfolgt für die zehn
Elemente mit den größten Gewichten. Die Visualisierung des Wörterbuch-Elements selbst
muss über einen Umweg erfolgen, da die Visualisierung von Merkmalsvektoren, beispiels-
weise eines SIFT-Vektors, sowohl für Laien als auch für Experten zu abstrakt ist. Da ein
Wörterbuch-Element einen Merkmalsvektor repräsentiert, kann berechnet werden, welches
Bildmerkmal diesem Wörterbuch-Vektor am ähnlichsten ist. Zur Erinnerung: Die Wörter-
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buch-Vektoren werden je Merkmalstyp durch ein k-means Clustering auf dem Merkmals-
datensatz berechnet, d.h. das Clustering findet auf allen Merkmalsvektoren des Bilddaten-
satzes statt, die vom gleichen Merkmalstyp sind. Im Anschluss an die Adaption der Ge-
wichtsvektoren wird für jedes nicht-annotierte Bildelement die Kategorie zugewiesen, die
im Schnitt die höchste Ähnlichkeit mit dem Element aufweist. Das Ergebnis des semi-
überwachten Clusterings ist also eine Zuweisung aller Bilder i ∈ I zu einer Kategorie a ∈ A.
Jedes Bild wird repräsentiert durch einen Merkmalsvektor vi. Sei nun j, mit j ∈ (1, k ⋅ ∣T∣),
der Index des Wörterbuch-Elements mit der größten Gewichtung und cj der Wörterbuch-
Vektor (engl. Codebook Vector) zu diesem Element. Dann ergibt sich das ähnlichste Ele-
ment vi(n), also der n-te Merkmalsvektor von Bild i aus

vi(n) = argmin
n̂=1,..,∣vi ∣,î=1,..,∣I∣

∣∣vî(n̂), cj∣∣ (4.13)

Da bekannt ist, aus welcher Bildregion der Merkmalsvektor vi(n) extrahiert wurde, kann
diese ausgeschnitten und angezeigt werden (im Folgenden als BoF-Visualisierung bezeich-
net). Da ausschließlich die Bildmerkmale für diese Berechnung verwendet werden, die
zu bereits annotierten Bildern gehören, ermöglicht die Darstellung der Bildregionen einen
Rückschluss auf die Qualität der Annotationen. In Abbildung 4.8(a) ist zu sehen, dass ledig-
lich die Bildregionen für die Kategorie Stoppschild einige relevante Strukturen aufweisen.
Die Ausschnitte der Kategorien Flugzeug, Erdbeere und Motorrad stellen fast ausschließ-
lich Bildausschnitte aus dem Hintergrund der Bilder dar, z.B. Himmel für die Flugzeug-
Kategorie oder Wiese für die Motorrad-Kategorie. Das Ergebnis der Auto-Kategorie ist
allerdings besonders hervorzuheben, da diese Bildausschnitte verschiedene bunte Bildre-
gionen enthalten. Ein kurzer Blick auf die Caltech-101 Auto-Kategorie zeigt, dass diese le-
diglich Graustufenbilder enthält. Da diese auch in der Vorsortierung sehr gut geclustert wur-
den, muss es sich hierbei um einen Annotationsfehler handeln. Am wahrscheinlichsten ist
es, dass aus Versehen der Label-Button der Auto-Kategorie für Bilder einer anderen Kate-
gorie betätigt wurde. Die BoF-Visualisierung kann also einen leicht verständlichen Hinweis
auf Annotationsfehler geben, der durchaus leichter erkannt werden kann, als die farbliche
Codierung der Annotationen. Zudem kann die Darstellung der Kategorien in dieser Form
darauf hinweisen, dass die Annotation einer Kategorie bislang nicht optimal ausgefallen
ist. Tatsächlich wurden etwa nur zwei Erdbeer-Bilder annotiert, und die dargestellten Bild-
ausschnitte zeigen den Hintergrund dieser Bilder. Die Annotationsstrategie kann auf dieser
Basis angepasst werden, beispielsweise indem gezielt Erdbeer-Bilder annotiert werden. Auf
diese Weise kann auch die Neuberechnung des Clusterings und damit die Vorsortierung der
Bilder verbessert werden und die Annotation effizient durchgeführt werden.
In Abbildung 4.8(a) wurde die Berechnung der BoF-Gewichtung mit einer kleinen An-
zahl verfügbarer Annotationen durchgeführt. In Abbildung 4.8(b) ist das Ergebnis einer
angepassten Annotationsstrategie zu sehen, d.h. es wurden gezielt Elemente der schlecht
dargestellten Kategorien annotiert und die Fehler korrigiert. Mit Ausnahme der Flugzeu-
ge enthalten alle Kategorien charakteristische Strukturen, die auf eine gute Vorsortierung
schließen lassen.
Da die Berechnung der Gewichtung der BoF-Elemente im Hintergrund, ohne aktive Be-
nutzerinteraktion, stattfindet, werden die Bildausschnitte ständig aktualisiert. Während des
Annotationsprozesses besteht also ständig die Möglichkeit, eine Rückmeldung über die
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Qualität der Annotationen zu erhalten. Wenn die Visualisierung der BoF-Elemente geeig-
net erscheint, kann die Vorsortierung, also das Clustering, auf Wunsch neu geladen werden.
Da diese Berechnung bereits zur Verfügung steht, ist sie mit keiner Wartezeit verbunden.
Die Entscheidung über die Verwendung des neu berechneten Clustering liegt bei den An-
wendern, da eine automatische Aktualisierung der Vorsortierung massive Auswirkungen
haben kann. Die Sortierung der Bilder wie auch die Darstellung kann sich durch die Neube-
rechnung stark ändern. Obwohl sich die Anzahl der verbleibenden, nicht-annotierten Bilder
nicht verändert, müssen Anwender erneut einen Überblick über die Sortierung erlangen und
ihre Aufmerksamkeit und Annotationsstrategie entsprechend anpassen. Dies stellt kein ge-
nerelles Problem dar, bedeutet aber, dass die Entscheidung über die Aktualisierung bewusst
vom Anwender selbst getroffen werden muss.
Die Visualisierung der Wörterbuch-Elemente, wie sie hier dargestellt ist, kann bereits einen
Rückschluss auf die Qualität der Trainingsdaten selbst zulassen. Werden Trainingsbilder
beispielsweise bei immer gleichem Hintergrund aufgenommen, so kann sich die Klassi-
fikation möglicherweise auf solche semantisch nicht relevanten Merkmale spezialisieren.
Abbildung 4.8(b) weist beispielsweise für die Flugzeug-Kategorie eine Spezialisierung auf
blaue und rötliche Hintergrundinformation auf, die sich aus der Tatsache ergibt, dass die
meisten Trainingsbilder einen blauen oder bewölkten Himmel zeigen. Die visuelle Rück-
kopplung während des Annotationsprozesses kann daher einen Hinweis auf solche uner-
wünschten Korrelationen liefern und zu einer Verbesserung der zugrunde liegenden Trai-
ningsdaten beitragen.
Die Kategorien mit denen ein Datensatz annotiert wird, können während der Annotation
erweitert werden. Das (neu berechnete) Clustering kann einen Hinweis darauf geben, dass
Bilder die einer Kategorie zugeordnet wurden von einem Erkennungssystem schwer unter-
schieden werden können und weiter unterteilt werden sollten. Bei der Annotation von Kopf-
positionen fällt beispielsweise schnell auf, dass die Einteilung in die Kategorien Rechts,
Links, Frontal, Unten nicht ausreichend sind. Zum einen ist diese Kategorisierung schon
von Anwendern schwer zu treffen und zum anderen würde das Clustering die Position
„schräg rechts unten“ nicht korrekt zuordnen können. Die Verteilung solcher Bilder auf
Cluster der Kategorien Rechts und Unten würde den Anwender eindeutig auf die schwere
Unterscheidbarkeit dieser Bilder hinweisen und kann damit zu der Erweiterung der Anno-
tation um die Kategorien Schräg rechts unten und Schräg links unten führen.

4.2.2 Technische Realisierung

Die Annotationsoberfläche ist in Java implementiert und wird der Interaktionsschicht des
flexiblen Bilderkennungssystems zugerechnet (cf. Kapitel 3.2). Die Berechnung der Adap-
tion und das Clustering sind in MATLAB implementiert und stellen daher Funktionalitäten
dar, die der Berechnungsschicht zugehören. Da die Annotation von Bilddatensätzen ein ge-
nerelles Problem im Bereich der Entwicklung von Bilderkennungssystemen darstellt und
daher auch außerhalb des flexiblen Frameworks von Interesse ist, wurde die Annotations-
komponente vorerst als eigenständiges Tool realisiert, das sich aber in seiner Architektur
an FOREST orientiert und wieder in die originale Architektur integriert werden kann. Die
Berechnungsfunktionalität läuft auch hier in einem MATLAB-Server, der auf einem belie-
bigen physikalischen Rechner gestartet werden kann. Die Kommunikation zwischen Be-
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rechnungsschicht und der Oberfläche findet auch hier über die Datenbank statt.
Um die Annotationsoberfläche komplett in FOREST zu integrieren, müsste die Kommu-
nikation der Oberfläche mit der Berechnungsfunktionalität über die Service-Schicht statt-
finden. Da für eine selbstständige Annotationsoberfläche nicht die gleichen Anforderungen
an die Verteilung und Parallelisierbarkeit gelten wie für das Gesamtsystem und eine selbst-
ständige Annotationskomponente große Vorteile für andere Anwendungen mit sich bringt,
wurde hierauf bislang verzichtet.

4.3 Benutzungsfreundlichkeit und Effizienz
Die bisherige Forschung im Bereich Benutzungsoberflächen für die Annotation von Bild-
datensätzen bezieht sich, wie in Kapitel 2.3 beschrieben, auf Human-Computation-Anwen-
dungen, Bildverwaltungsprogramme und einzelne wenige Anwendungen, die sich auf die
Annotation bestimmter Datensätze beziehen. Was benutzungsfreundliche Oberflächen für
die Annotation beliebiger Datensätze angeht, kann der Stand der Technik daher guten Ge-
wissens als nicht existent bezeichnet werden. Der Vergleich der entwickelten Annotations-
oberfläche mit anderen Systemen gestaltet sich daher schwierig. Dennoch kann die Effi-
zienz des Annotationsprozesses und die Benutzbarkeit der Oberfläche untersucht werden.
Hierfür wurden zwei Benutzerstudien durchgeführt. Die erste Benutzerstudie bezieht sich
auf die Annotationsoberfläche basierend auf einer SOM. Die zweite Benutzerstudie hinge-
gen auf das hierarchische Clustering auf Basis von BoF-Vektoren. Die Studien werden im
Folgenden der Einfachheit halber mit Studie 1 und Studie 2 bezeichnet. Die Zusammen-
fassung der beiden Studien bezüglich der Teilnehmer und der technischen Voraussetzungen
ist in Tabelle 4.1 gegeben. Die Vorgehensweise beider Studien ist sehr ähnlich. Für eine
ausführliche Beschreibung der Methodik und des Versuchsaufbaus sei der Leser auf die
Veröffentlichung der ersten Benutzerstudie in (Moehrmann et al., 2011) verwiesen. Die
Benutzerstudien wurden durchgeführt, um die folgenden Hypothesen zu untersuchen:

◇ H1: Die Vorsortierung der Bilder ermöglicht eine effizientere Annotation der Daten-
sätze.

◇ H2: Die Vorsortierung der Bilder ermöglicht eine korrekte Annotation der Datensät-
ze.

◇ H3: Die Darstellung und Deaktivierung annotierter Bilder vereinfacht die Selektion
während des Annotationsprozesses.

Die Hypothese H3 wurde lediglich in Studie 1 untersucht, während die Hypothesen H1 und
H2 in beiden Studien untersucht wurden.

4.3.1 Studie 1
Die Studie wurde an der Universität Stuttgart durchfeführt. Von den insgesamt 24 Teilneh-
mern arbeiteten zum Zeitpunkt der Studie 19 Personen als wissenschaftliche Mitarbeiter an
der Universität. Die restlichen Teilnehmer waren Schüler und Studenten. Die Teilnehmer
erhielten keine monetäre oder sonstige Vergütung.
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Studie 1 Studie 2
Teilnehmer 24 12

m / w 21 / 3 6 / 6
∅ Alter 29 23

Hardware 2 Laptop Computer2 Laptop Computer
CPU Intel Core 2 Duo 2.8GHz, Intel Core i3-2330M

AMD Athlon II Dual Core M300
2.0 GHz

RAM 4GB, 4GB 16GB
Grafikkarte NVIDIA GeForce 9600M GT,

ATI Mobility Radeon HD 4200
integrierte Intel HD Graphics
3000

Display 15” (1440× 900 Pixel) 19” (1440× 900 Pixel)
15,6” (1366× 768 Pixel)

Datensätze B1 (a-c) (siehe Tabelle 4.2) B2 (a-b) (siehe Tabelle 4.2)

Baseline

Tabelle 4.1: Übersicht der Teilnehmer und der technischen Voraussetzungen für die Durch-
führung der Benutzerstudien.

Die Annotationsoberfläche, die in dieser Studie verwendet wurde, basiert auf der Vorsor-
tierung der Bilder mittels einer SOM auf Basis globaler Farbinformationen. Die in Abbil-
dung 4.1 dargestellten Ansichten (d), (e) und (f) waren in dieser Version nicht vorhanden.
Die Entwicklung dieser Ansichten lässt sich aber zum Teil auf die qualitativen Ergebnisse
dieser Studie zurückführen (cf. Kapitel 4.3.3). Die verwendete Oberfläche ist in Abbil-
dung 4.9 dargestellt.
Die Studie wurde in einem Within-Subjects Design durchgeführt. Alle Teilnehmer annotier-
ten Datensätze B1 (b)-(c) (siehe Tabelle 4.2) mit drei verschiedenen Varianten der Annota-
tionsoberfläche, deren Reihenfolge randomisiert wurde. Diese sind:

◇ Die Baseline (siehe Tabelle 4.1)
◇ Die geclusterte Darstellung ohne Hintergrundstruktur (genannt SOM)
◇ Die geclusterte Darstellung mit hexagonaler Hintergrundstruktur und U-Matrix-Visua-

lisierung wie in Abbildung 4.7(a) (genannt SOM mit U-Matrix)

Die in Tabelle 4.1 dargestellte Oberfläche für die Baseline zeigt eine nicht geclusterte (un-
sortierte) Darstellung des Datensatzes. Alle Bilder sind auf einem Gitter angeordnet. Die
sichtbare geordnete Struktur ergibt sich aus der Darstellung der Bilder nach ihrer Reihenfol-
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Name #Bilder #Klassen Aufgabe Quelle

Tutorial 360 5 Objekte COIL-100 (Nene et al., 1996)
benennen

B1 (a) 432 5 Objekte COIL-100 (Nene et al., 1996)
benennen

B1 (b) 857 18 Objekte COIL-100 (Nene et al., 1996)
benennen

B1 (c) 666 2 Fenster Webcam
geöffnet?

B2 (a) 792 5 Objekte Caltech-101 (Fei-Fei et al., 2004)
benennen

B2 (b) 531 5 Kopfposition PETS (Ferryman (ed.), 2003)

Tabelle 4.2: Eigenschaften der in den Studien verwendeten Datensätze.

ge im Dateisystem, d.h. die Bilder sind nach Dateiname geordnet. Obwohl die Annotation
hierdurch wesentlich einfacher und übersichtlicher ist als bei einer zufälligen Reihenfolge
der Bilder, wurde auf eine bewusste Erschwerung der Annotationsaufgabe durch eine Ran-
domisierung der Reihenfolge der Bilder verzichtet. Durch die Randomisierung der Bilder
in der Baseline wären die Bilder einer Kategorie nicht nebeneinander dargestellt worden,
wie dies in Tabelle 4.1 zu sehen ist. Stattdessen hätte sich durch die Randomisierung eine
sehr viel komplexere Struktur ergeben, die die Auswahl der einzelnen Bilder während der
Annotation um ein Vielfaches aufwändiger gestaltet hätte. Die Interaktion und Annotati-
on in dieser Oberfläche ist identisch mit der der geclusterten Versionen (SOM und SOM
mit U-Matrix), um mögliche Effekte, die sich durch die Interaktionswerkzeuge ergeben, zu
eliminieren.
Nach jeder Annotationsaufgabe wurden die Teilnehmer aufgefordert zwei Kriterien auf ei-
ner 7-Punkte-Likert-Skala (1- stimme gar nicht zu, 7 - stimme sehr zu) einzuschätzen. Die
beiden Kriterien sind:

◇ Q1: Ich habe die Annotation als einfach empfunden
◇ Q2: Ich habe die Annotation als schnell empfunden

Tabelle 4.3 zeigt eine Aufstellung der Ergebnisse bezüglich der Dauer für die Annotation
der Datensätze mit den jeweiligen Versionen der Annotationsoberfläche. Da die Vorsor-
tierung der Bilder in der SOM- und SOM mit U-Matrix Version identisch sind, kann sich
hier praktisch keine statistisch signifikante Differenz ergeben. Dies wurde mit einer Va-
rianzanalyse (ANOVA) auf den Ergebnissen der drei Versionen bestätigt. Die statistische
Signifikanz wurde daher mit paarweisen t-Tests auf den Baseline- und SOM-Ergebnissen
evaluiert. Die entsprechenden Signifikanzwerte (p-Werte) sind in Tabelle 4.3 gegeben. Die
Diskussion der Ergebnisse bezieht sich im Folgenden auf drei zuvor genannten Hypothesen.

1Je zwölf Personen pro Laptop. Die Ergebnisse beider Gruppen wichen statistisch nicht signifikant voneinan-
der ab. Die Hardwareunterschiede werden daher im Weiteren vernachlässigt.
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Hypothese 1: Die Vorsortierung der Bilder ermöglicht eine effizientere Annotation der
Datensätze Die Durchführung der Annotation mit den beiden geclusterten Annotations-
oberflächen fällt auf beiden Datensätzen signifikant schneller aus als die Annotation mit
der Baseline (cf. Tabelle 4.3). Durchschnittlich konnte die Annotation auf beiden Datensät-
zen um mehr als ein Drittel schneller erfolgen. Dieses Ergebnis wird durch das qualitative
Ergebnis der Befragung der Teilnehmer unterstützt. Die Annotation der geclusterten Dar-
stellungen wurde als signifikant schneller empfunden. Mit der Baseline waren die Teilneh-
mer von der Einfachheit der Annotation durchschnittlich zufrieden (∅ Q1: 4.31/3.35), mit
der Schnelligkeit der Annotation jedoch gar nicht (∅ Q2: 2.7/2.8). Dieses Ergebnis ist klar
darauf zurückzuführen, dass in der Baseline jedes einzelne Bild des Datensatzes annotiert
werden muss, während die Vorsortierung hier einige Arbeit abnimmt. Die Hypothese ist
damit bestätigt.

Hypothese 2: Die Vorsortierung der Bilder ermöglicht eine korrekte Annotation der
Datensätze Die Fehlerquote der Annotationen zu Datensatz B1(b), die mit den geclu-
sterten Versionen durchgeführt wurden, ist mehr als doppelt so hoch wie die Fehlerquote
der Annotationen der Baseline. Die Fehler der Annotationen mit den geclusterten Darstel-
lungen ergaben sich meist dadurch, dass Teilnehmer nicht in die Detail-Darstellung der
Cluster hineingezoomt haben, sondern der Vorsortierung „blind“ vertraut haben. Abbil-
dung 4.9 zeigt, dass ein Cluster jeweils durch ein einzelnes Bild dargestellt wird. Einigen
Teilnehmern war nicht zu jedem Zeitpunkt bewusst, dass sie sich in der Cluster-Ansicht
befinden und keine Übersicht über alle Bilder des Clusters haben. Zudem waren sich ei-
nige Anwender nicht darüber klar, wieso die Sortierung überhaupt Fehler enthalten sollte.
Einige Fehler ergaben sich dadurch, dass farblich sehr ähnliche Bilder nicht unterschieden
werden konnten. Die Sortierung anhand von Farbinformationen auf den Coil-100-Daten ist
insgesamt sehr erfolgreich, allerdings traf dies nicht auf Objekte wie rote Autos und Feuer-
wehrautos zu. Diese konnten auch bei der Betrachtung in der Detail-Ansicht nicht durch
alle Teilnehmer direkt unterschieden werden und stellen 14% aller Fehler dar. Allerdings
stellt die Identifikation der Objekte ebenfalls ein Problem dar. Die Kategorien waren für die
Studie vorgegeben. Die falsche Annotation der Bilder eines Deodorants (als Reinigungs-
fläschchen) stellen insgesamt 32% aller Fehler dar. Dieser Fehler wurde unabhängig davon
begangen in welcher Reihenfolge der Datensatz annotiert wurde, also ob erst die Baseline
oder zuerst die SOM-Version getestet wurde. Interessanterweise wurde dieser Fehler in der
Baseline nicht gemacht. Er hängt möglicherweise ebenfalls mit einer ähnlichen Farbe der
Bilder zusammen.
Die Fehlerrate in Datensatz B1(c) liegt für die geclusterten Versionen etwas unter der der
Baseline. Die bautechnischen Gegebenheiten der Fenster machten es einigen Teilnehmern
schwer, exakt zu erkennen, wann ein Fenster offen war und wann nicht. Die Vorsortierung
hat hauptsächlich Bilder zusammengruppiert, die eine ähnliche Helligkeit aufweisen und
hierdurch die Entscheidung teilweise vereinfacht. Die Vorsortierung zeigte eine klare Sor-
tierung von dunkel (geschlossene Fenster) nach hell (offene Fenster) und konnte hierdurch
zu einer geringeren Fehlerrate führen.
Die Hypothese kann aufgrund dieser unklaren Ergebnisse nicht bestätigt werden.
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Abbildung 4.9: Annotationsoberfläche, die in Studie 1 eingesetzt wurde (SOM-Version).

Hypothese 3: Die Darstellung und Deaktivierung annotierter Bilder vereinfacht die
Selektion während des Annotationsprozesses Datensatz B1(a) wurde eingesetzt, um
die Vorteile zu evaluieren, die sich durch die Vorgehensweise mit annotierten Bildern erge-
ben. Die Annotation großer Datensätze erfordert eine genaue Selektion der Bilder für die
Annotation. Die Idee, Bilder semi-transparent zu zeichnen und inaktiv, d.h. nicht selektier-
bar zu machen, könnte für die Selektion der verbleibenden Bilder einen Vorteil bringen.
Hierfür wurde der Datensatz zweimal mit der SOM-Variante annotiert. Einmal wurden an-
notierte Bilder inaktiv und semi-transparent gezeichnet, das andere Mal blieben die Bilder
opak und waren weiterhin selektierbar. Auch in dieser Darstellung wurden annotierte Bil-
der markiert, indem sie mit der Farbe der Kategorie umrahmt wurden. Aufgrund des sehr
kleinen Datensatzes für diesen Test lassen sich keine statistischen Aussagen machen. Auf
die Frage, welche Version sie bevorzugen, antworteten 14 Teilnehmer, dass sie die Vari-
ante mit semi-Transparenz und inaktiven Bildern präferieren. Acht Teilnehmer gaben an,
dass die Selektion verbleibender Bilder einfacher ist, wenn bereits annotierte Bilder inaktiv
sind. Sechs Teilnehmer gaben an, dass sie keinen Unterschied zwischen den beiden Ver-
sionen bemerken konnten. Da die Selektion von einem Großteil der Teilnehmer als positiv
empfunden wurde oder lediglich neutrale, aber keine negativen Aussagen gemacht wurden,
gilt diese Hypothese als bestätigt.

Gesamtbewertung Die Ergebnisse der Studie weisen darauf hin, dass der semi-automati-
sche Annotationsprozess die Effizienz drastisch steigern kann. Ebenso kann die Annotation
bei einer guten automatischen Vorsortierung qualitativ hochwertige Ergebnisse liefern. Die
Ergebnisse der Studie sind insgesamt erfreulich, allerdings ist die Gefahr höherer Fehlerra-
ten ein Problem, das durch Weiterentwicklung der Benutzungsoberfläche reduziert werden
sollte. Weitere qualitative Ergebnisse der Studie werden in Kapitel 4.3.3 diskutiert.
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B1 (b) B1 (c)

Baseline SOM SOM mit Baseline SOM SOM mit
U-Matrix U-Matrix

p <0.001 <0.001
∅ Dauer 727s

(237)
412s
(146)

430s (131) 503s
(147)

293s
(144)

309s (121)

p 0.009 <0.001
∅ Q1 4.31

(1.49)
5.17
(1.02)

5.57 (0.89) 3.35
(1.46)

4.95
(1.43)

5.05 (1.19)

p <0.001 <0.001
∅ Q2 2.7 (1.29) 5.35

(1.15)
5.74 (0.81) 2.8 (1.44) 5.25

(1.25)
5.05 (1.15)

∅ Fehler η 0.0045 0.011 0.016 0.279 0.27 0.275

Tabelle 4.3: Statistische Ergebnisse der ersten Benutzerstudie auf den Datensätzen B1(b)
und B1(c) (cf. Tabelle 4.2). p-Werte berechnet mit paarweisen t-Tests. Einfachheit (Q1) und
Geschwindigkeit (Q2) wurden von den Teilnehmern auf einer 7-Punkte-Likert-Skala be-
wertet. Dargestellte Ergebnisse sind Durchschnittswerte, Standardabweichung ist in Klam-
mern gegeben. Fehlerrate berechnet sich entsprechend: η =

# f alsche Labels
#Bilder .

4.3.2 Studie 2

Diese Studie wurde an der Universität Osnabrück mit Studierenden der Kognitionswissen-
schaft durchgeführt. Lediglich drei Teilnehmer gaben an, Vorkenntnisse im Bereich der
Bilderkennung oder des maschinellen Lernens zu besitzen. Für die Studie wurden die in
Tabelle 4.2 angegebenen Datensätze B2(a) und (b) verwendet. Die Größe der Datensätze
wurde dabei auf unter 1000 Bilder beschränkt, um die Durchführung der Studie in unter 1, 5
Stunden zu ermöglichen. Für die Teilnahme erhielten die Studenten auf Wunsch entweder
1, 5 Versuchspersonenstunden oder 10 Euro.
Die in dieser Studie eingesetzte Annotationsoberfläche stellt eine Weiterentwicklung der in
Studie 1 eingesetzten Oberfläche dar. Die in Studie 2 verwendete Oberfläche wurde bereits
in Abbildung 4.1 dargestellt und beschrieben.
Die Farbcodierung des hexagonalen Gitters gibt die Varianz innerhalb der Cluster an. Als
Basis für die Vorsortierung wurden BoF-Merkmalsvektoren in einem hierarchischen ag-
glomerativen Clustering genutzt. Ein weiterer Unterschied zu Studie 1 ist die Verwendung
einer simplen Oberfläche als Baseline. Die Baseline ist hier eine Wizard-ähnliche Oberflä-
che, die jeweils ein Bild und die möglichen Kategorien als Buttons anzeigt. Eine erneute
Untersuchung der Annotationsoberfläche im Vergleich zu einer Baseline, die die Bilder wie
in Studie 1 darstellt, hätte wenig neue Erkenntnisse gebracht. Die Annotation von Bildern
in einer Wizard-artigen Oberfläche ist hingegen allgemein verbreitet und für beliebige Da-
tensätze schnell zusammenzustellen.
Alle Teilnehmer annotierten die beiden Datensätze B2(a) und (b) mit der Baseline und mit
der geclusterten Oberfläche, wobei die Reihenfolge randomisiert wurde. Nach jeder Anno-
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tationsaufgabe wurden die Teilnehmer aufgefordert einzuschätzen als wie schnell sie die
Durchführung empfunden haben. Die Ergebnisse dieser Studie sind in Tabelle 4.4 gegeben.
Die Diskussion findet auch hier in Form der Diskussion der Hypothesen statt.

Hypothese 1: Die Vorsortierung der Bilder ermöglicht eine effizientere Annotation der
Datensätze Die Annotation eines Datensatzes mit der gegebenen Baseline ist eine der
simpelsten und am leichtesten erlernbaren Wege, Bilder zu annotieren. Gerade deshalb ist
es erstaunlich, dass die geclusterte Darstellung für beide Datensätze signifikant schnellere
Annotationen ermöglicht. Die Annotation der Datensätze konnte, wie in Tabelle 4.4 zu se-
hen, mit der Annotationsoberfläche um 20% bzw. 30% schneller durchgeführt werden. Dies
ist vor allem darauf zurückzuführen, dass die Annotation einzelner Bilder ein hohes Maß
an Aufmerksamkeit erfordert, was nach einiger Zeit zu Ermüdungserscheinungen führt. Es
ist daher davon auszugehen, dass sich der Unterschied mit steigender Anzahl an Bildern in
einem Datensatz vergrößert.
Die subjektive Einschätzung der Schnelligkeit der Annotation fällt auch hier signifikant zu
Gunsten der geclusterten Darstellung aus.
Die Hypothese kann daher wie in Studie 1 bestätigt werden. Das Ergebnis dieser Studie ist
allerdings vergleichsweise stärker, da die Annotation mit der Baseline wesentlich flexibler
ist als die Baseline in Studie 1.

Hypothese 2: Die Vorsortierung der Bilder ermöglicht eine korrekte Annotation der
Datensätze Ein entscheidendes Ergebnis ist, dass die Fehlerquote für die geclusterte An-
notation auf Datensatz B2(a) sehr gering ist. Dies ist auf die Weiterentwicklung der Oberflä-
che zurückzuführen, die die Möglichkeit bietet, eine Vorschau über die selektierten Bilder
zu erhalten. Auch die Darstellung der Cluster in der Cluster-Ansicht selbst, in Form von
Bilderstapeln, führt dazu, dass es wesentlich offensichtlicher ist, dass sich hinter der Dar-
stellung mehrere Bilder verbergen. Die Problematik, dass Clustern blind vertraut wurde,
konnte durch diese Darstellung eliminiert werden. Die vergleichsweise höhere Fehlerquote
auf Datensatz B2(a) unter Verwendung der Baseline ist auf die Ermüdung zurückzuführen.
Die Teilnehmer haben auch in der Baseline die Möglichkeit, Fehler zu korrigieren, indem
sie zu vorigen Bildern zurückkehren. Diese Möglichkeit wurde auch des Öfteren genutzt.
Das kontinuierliche Starren auf den Bildschirm und Klicken der Buttons hingegen hat un-
weigerlich zu einem Aufmerksamkeitsverlust geführt, der die relativ hohe Fehlerquote be-
dingt hat. Die Identifikation der Objekte auf den Bildern (Flugzeuge, Motorräder, Autos,
Erdbeeren und Stoppschilder) hat für keinen der Teilnehmenden ein Problem dargestellt
und kann daher nicht die Fehlerquelle sein.
Die Fehlerquoten für Datensatz B2(b) sind vergleichsweise hoch, da einige Kopfpositionen
schwer zu unterscheiden waren, wie in Abbildung 4.10 dargestellt. Die geringere Fehler-
quote in der geclusterten Version lässt sich dadurch erklären, dass die gleichzeitige Ansicht
verschiedener Bilder einen Vergleich zulässt und die Entscheidung bei kritischen Bildern
einfacher macht. Die Baseline hingegen, lässt durch die Anzeige einzelner Bilder keinen
Vergleich zu. Bis auf einen Teilnehmer befürworteten alle Teilnehmer die Möglichkeit die-
ses Vergleichs.
Die in Studie 1 detektierte Problematik konnte also durch die Erweiterungen der Annota-
tionsoberfläche beseitigt werden. Die Hypothese gilt als bestätigt.
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Datensatz 1 Datensatz 2
Baseline clustered Baseline clustered

∅ Dauer 848s (133) 691s (177) 826s (147) 593s (194)

Q 2.68 (1.12) 4.0 (0.59) 2.09 (0.83) 3.55 (0.72)

η 0.0019 0.0004 0.13 0.10

Tabelle 4.4: Durchschnittlich benötigte Zeit für die Annotation (∅ Dauer) und subjektive
Einschätzung der Dauer (Q) auf einer 5-Punkte-Likert-Skala (5 - schnell, 1 - langsam).
Standardabweichung in Klammern gegeben. Fehler wurden berechnet als η =

# f alsche Labels
#Bilder .

p-Werte berechnet mit paarweisen t-Tests ergaben Signifikanzwerte von unter 0.001 für die
Dauer und die qualitativen Ergebnisse auf beiden Datensätzen.

Gesamtbewertung Die Ergebnisse dieser zweiten Benutzerstudie sind erfreulich. Der
wichtigste Aspekt neben der Verringerung der Fehler ist dabei, dass die Annotationsoberflä-
che von allen zwölf Teilnehmern als bessere Darstellung empfunden wurde. Lediglich ein
Teilnehmer würde für kleine Datensätze auf die Baseline ausweichen. Das Gesamtergebnis
ist vor allem deswegen erstaunlich, weil die Annotationsoberfläche wesentlich mehr Funk-
tionen bereitstellt und den Teilnehmern die Grundlage der Vorsortierung nicht bekannt war.
Obwohl die Baseline praktisch keiner Erklärung bedarf, war die Annotationsoberfläche al-
so offensichtlich nicht schwieriger zu bedienen und wurde zudem als effizienter und sogar
spaßiger empfunden. Dieses Ergebnis ist wichtig für die Anforderung, alle Komponenten
des Systems ohne große Einarbeitungszeit verwenden zu können.

4.3.3 Qualitative Ergebnisse der Benutzerstudien
In beiden Benutzerstudien wurden die Teilnehmer im Anschluss an die Annotation nach
ihrer subjektiven Einschätzung zu verschiedenen Aspekten befragt, die die Benutzbarkeit
der Annotationssoberfläche betreffen. Die wichtigsten Ergebnisse beider Studien sind im
Folgenden zusammengefasst.

U-Matrix-Visualisierung In Studie 1 wurden die Teilnehmer gefragt, welche Version
der Annotationsoberfläche sie bevorzugen. Die Präferenzen verteilten sich für die beiden
Datensätze wie folgt:

SOM SOM mit U-Matrix Baseline
B1(b): 13 10 1
B1(c): 5 15 4

Auf die Frage, ob die Farbcodierung der Visualisierung hilfreich war, antworteten 15 Teil-
nehmer, dass sie nicht auf die Farben geachtet hätten, sondern lediglich das hexagonale
Gitter für die Navigation genutzt haben. Lediglich vier Teilnehmer gaben an, dass sie die
Farbcodierung als teilweise hilfreich empfanden. Das hexagonale Gitter wurde als nützlich
empfunden, da sich die Größe der Hexagone mit dem Zoom-Level ändert. Da die Größe
der Bilder in dieser Version nicht skaliert wurde, war in der SOM-Version die Orientierung
innerhalb der dritten Dimension (Tiefe) schwierig. Aufgrund dieses Ergebnisses wurde die
hexagonale Struktur für weitere Versionen beibehalten und die Farbcodierung angepasst.
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Abbildung 4.10: Beispielbilder für Datensatz B2(b). Gesichter wurden automatisch aus
Ferryman (ed.) (2003) Videodaten extrahiert. Die korrekte Kopfposition ist schwer zu beur-
teilen, da die Köpfe geneigt sind und auch die Blickrichtung die Wahrnehmung beeinflusst.

Varianz-Visualisierung Die Farbcodierung der Varianzinformation wurde in Studie 2
von den meisten Teilnehmern als nicht hilfreich empfunden. Einige Teilnehmer gaben an,
dass sie anfangs auf die Information achteten, dann aber enttäuscht waren, dass der Cluster
keine fehlerhaften Bilder enthielt. Das Verständnis dafür, dass signalnahe Bildmerkmale
sehr unterschiedlich ausfallen können, obwohl sie sich auf die gleiche Art von Objekt be-
ziehen, war bei einem Großteil der Teilnehmer nicht vorhanden. Die Visualisierung wur-
de aufgrund des konservativen Farbschemas allerdings von keinem Teilnehmer als störend
empfunden. Als Konsequenz wurden verschiedene Farbschemata als Konfigurationsoptio-
nen in der Oberfläche beibehalten. Die Farbcodierung scheint bei fehlendem Wissen über
die zugrunde liegenden Techniken nicht sehr hilfreich zu sein, kann aber wiederum für
verschiedene Benutzergruppen von Interesse sein.

Skalierung der Bilder In Studie 1 blieb die Größe der Bilder unabhängig vom Zoom-
Level konstant. Dieses Verhalten wurde von den meisten Teilnehmern nicht als störend
empfunden, da es einer visuellen Überladung der Oberfläche durch große Bilder vorbeugt.
Sieben Teilnehmer wünschten sich jedoch, dass die Bilder ab einem bestimmten Zoom-
Level größer würden, um Details besser erkennen zu können. In Studie 2 wurde die Größe
der Bilder mit dem Zoom-Level skaliert, um Überlappungen zu vermeiden, aber dennoch
eine größere Ansicht zuzulassen. Zudem wurden die Bilder in der Detail-Darstellung unter-
schiedlich groß gezeichnet, da sie in das Hexagon eingepasst wurden, wie in Abbildung 4.8
sichtbar. Dieses Verhalten wurde von der Mehrheit der Anwender als gut empfunden, al-
lerdings war auch hier der Wunsch nach einer weiteren Skalierung der Bilder – über die
Originalgröße hinaus – vorhanden. Das Fenster, in dem die Vorschau der selektierten Bil-
der vorhanden ist, stellte diese Möglichkeit zwar bereit, wurde aber von den Teilnehmern
kaum genutzt. Hierfür hätte lediglich das Fenster der Vorschau-Ansicht vergrößert werden
müssen. Obwohl die Teilnehmer darauf hingewiesen wurden war zu beobachten, dass die
initiale Konfiguration der Fenster stets beibehalten wurde und die Teilnehmer davor zu-
rückscheuten, die Größe der Fenster oder deren Anordnung zu ändern. Die Skalierung der
Bilder in der Detail-Darstellung über die Originalgröße hinaus wurde im Anschluss an die
Studie realisiert.
Durch die Einpassung der Bilder eines Clusters in das Hexagon, also der Skalierung der
Bildgröße, so dass die Bilder den vorhandenen Platz voll ausnutzen, kann es passieren, dass
nebeneinander liegende Cluster in der Detail-Ansicht mit unterschiedlich großen Bildern
gezeichnet werden (cf. Abbildung 4.8(a)). Dieses Verhalten wurde von keinem Teilnehmer
negativ empfunden.
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Orientierungshilfen Die roten Linien am Rand der Hauptansicht der Oberfläche wurden
in Studie 1 von 12 Teilnehmern als hilfreich empfunden. Allerdings wurden die Linien
hauptsächlich gegen Ende der Annotation genutzt, um die letzten verbleibenden Bilder zu
finden. Da in Studie 2 die Übersicht über das Gitter verfügbar war, wurden die Linien hier
kaum genutzt. Die Gitterübersicht wurde von mehr als der Hälfte der Teilnehmer genutzt.

Größe der Cluster In Studie 1 wurde ein Cluster in der Cluster-Darstellung, also der
initialen Übersicht, lediglich durch ein einzelnes Bild dargestellt. Aus der Darstellung war
daher nicht abzuschätzen, wie groß ein Cluster ist, oder ob der Cluster überhaupt mehr
als ein Bild beinhaltet. In Studie 2 wurde dieses Problem durch die Darstellung der Clu-
ster als Bilderstapel größtenteils zufriedenstellend gelöst. Als einziges Problem hat sich
herausgestellt, dass Cluster, die zwei bis vier Bilder enthalten, nicht von Clustern mit nur
einem Bild unterschieden werden konnten, da der Stapel zwecks Übersichtlichkeit nicht
die tatsächliche Anzahl an Bildern im Stapel anzeigt. Die Darstellung der Stapelhöhe wur-
de nachträglich durch eine logarithmische Skalierung der Anzahl der Bilder in dem Cluster
angepasst. Die grobe Einschätzung der Clustergröße in der Cluster-Ansicht ist wichtiger als
die Abschätzung der tatsächlichen Anzahl an Bildern in einem Cluster. Die logarithmische
Skalierung erfüllt diesen Zweck daher gut.
In Studie 2 war die Größe der Cluster teils sehr unterschiedlich. Ein besonders großer Clu-
ster wurde von den meisten Teilnehmern bis zum Ende vermieden. Aus der Reaktion auf
solche großen Cluster und die Schwierigkeiten, die sich für die Annotation ergeben, da
die Bilder in solchen Fällen relativ klein gezeichnet werden müssen, wurde geschlossen,
dass die Clustergröße eine bestimmte Größe nicht übersteigen darf. Dies ist bereits in dem
Clustering Algorithmus 4.1 realisiert.

Nutzbarkeit durch verschiedene Benutzergruppen In Studie 2 wurde festgestellt, dass
die Annotationsoberfläche für die Verwendung durch verschiedene Benutzergruppen geeig-
net ist. Teilnehmer, die angaben, täglich weniger als vier Stunden am Computer zu arbei-
ten, nutzten häufiger die intuitiven Interaktionsmöglichkeiten, wie das Zoomen per Maus-
rad. Computer-affine Teilnehmer hingegen nutzten eher die Vorschau und Gitterübersicht.
Die Unterschiede in den Zeiten, die für Zoomen und Verschieben der Zeichenfläche in der
Hauptansicht aufgewendet wurden, sind nicht statistisch signifikant. Allerdings verschoben
ungeübte Anwender die Ansicht durchschnittlich 96 Sekunden, während Computer-affine
Teilnehmer im Schnitt 57 Sekunden benötigten. Computer-affine Anwender nutzten zu-
dem die Zoom Funktionalität seltener als die weniger Computer-affinen Teilnehmer (565
zu 1103 Mal, p-Wert 0.0195).

Verbesserungsmöglichkeiten In beiden Studien wurden von Teilnehmern, die auch be-
ruflich am Computer arbeiten, der Wunsch nach Tastenkombinationen für die Annotation
geäußert. Die Möglichkeit, das kreisförmige Kontextmenü für die Annotation zu nutzen,
wurde als gut empfunden, da der Fokus nicht gewechselt werden muss. Allerdings fühlten
sich einige Teilnehmer dennoch in ihrer Effizienz behindert. Die Frage, wie die Tastaturbe-
legung für die Annotation aussehen sollte, konnte allerdings von den Teilnehmern nicht be-
antwortet werden, da die optimale Tastaturbelegung von der Annotationsaufgabe abhängt.
Die Annotation der Kopfposition für Datensatz B2(b) lässt sich beispielsweise effizient mit
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Pfeiltasten lösen. Dies ist aber für andere Aufgaben ungeeignet. Da Tastenkombinationen
sowohl die Effizienz der Annotationsoberfläche als auch der Baselines verbessern können,
wird das Fehlen dieser Funktion nicht als ausschlaggebend für die Gesamtaussage der Stu-
dien betrachtet.

4.3.4 Einschränkungen
Die durchgeführten Benutzerstudien belegen die intuitive und einfache Benutzbarkeit der
Annotationsoberfläche sowie die Effizienz des vorgeschlagenen Annotationsprozesses. Al-
lerdings muss auf Einschränkungen der durchgeführten Studien in Bezug auf die Allge-
meinheit der Aussagen hingewiesen werden. Dies betrifft vor allem die jeweilige Baseline.
Da es keinen Stand der Technik für die Annotation von Bildern gibt, ist die Auswahl der
Baseline ein nicht-triviales Problem. Obwohl aus Erfahrung im Bereich Computer Vision
ein simples Wizard-ähnliches Tool am weitesten verbreitet ist, wird dieses Tool meist auf
die Annotationsaufgabe zugeschnitten. Eine generische Software für effiziente Annotati-
on von Bildern existiert, soweit bekannt, nicht. Je nach Optimierung der Baseline auf die
Annotationsaufgabe könnten die Ergebnisse womöglich anders ausfallen.
Die Studien haben sich auf die Untersuchung der Effizienz des Annotationsprozesses bezo-
gen, ohne die Neuberechnung des Clusterings zu evaluieren. Diese Einschränkung wur-
de gemacht, da die generelle Evaluation der Effizienz und der Fehlerquote einer semi-
automatischen Annotation eine allgemeinere Aussage erlaubt. In einigen studienähnlichen
Testdurchläufen, in denen es eine Möglichkeit zur Neuberechnung des Clusterings gab,
hat sich herausgestellt, dass diese Funktion ein gewisses Maß an Verständnis für die Ver-
arbeitung erfordert. Die getestete Version der Annotationsoberfläche enthielt allerdings
keine BoF-Visualisierung. In diesen Tests sowie in den beiden Studien hat sich gezeigt,
dass die meisten Anwender die Annotation sehr systematisch über das hexagonale Gitter
durchführen. Meistens begann die Annotation in der linken oberen Ecke und wurde zeilen-
weise durchgeführt. Da die Vorsortierung bereits ähnliche Bilder zusammen gruppiert hat,
lässt sich aus dieser Vorgehensweise nicht so viel Vorteil ziehen, wie wenn etwa gezielt
falsche Cluster oder Cluster mit einer großen Varianz annotiert würden. Obwohl die BoF-
Visualisierung hierfür mit hoher Sicherheit hilfreich sein kann, ist diese Art der Annotation
in einer Benutzerstudie, die idealerweise mehr als einen Datensatz untersucht, schwer zu
gewährleisten. Die limitierenden Faktoren hierbei sind die Dauer solch einer Benutzerstu-
die, die in direkter Korrelation zur Aufmerksamkeit der Teilnehmer steht, sowie die Vor-
kenntnisse der Teilnehmer. Die Vorkenntnisse beziehen sich hierbei nicht nur auf mögliche
Kenntnisse des maschinellen Lernens, sondern auch auf die generellen Computerkenntnis-
se sowie ein gewisses analytisches Verständnis. Insgesamt haben die Beobachtungen in den
Testdurchläufen dazu geführt, dass eine Studie, die die Nützlichkeit der Neuberechnung
für Laien-Anwender evaluiert, nicht durchgeführt wurde. Die BoF-Visualisierung und die
Neuberechnung des Clusterings ist für diese Zielgruppe vorerst lediglich als zusätzliches
Feature anzusehen. Für den allgemeinen Einsatz als Annotationstool für Computer-Vision-
Anwendungen spricht alles für einen zusätzlichen Nutzen der Neuberechnung.
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4.4 Annotation von Bildregionen
Der beschriebene semi-automatische Annotationsprozess und die Annotationsoberfläche
beschränken sich bislang auf die Annotation kompletter Bilder, also der Zuweisung einer
Kategorie zu einem Bild. Diese Art der Annotation kann anschließend in einem schwach
überwachten Lernprozess für die Klassifikation verwendet werden. Der Begriff „schwach
überwachtes Lernen“ bezeichnet die Zuweisung einer Kategorie zu einem kompletten Bild.
Im Gegensatz hierzu steht „stark überwachtes Lernen“, wobei dieser Prozess als Standard
angesehen wird und auf die explizite Nennung der starken Überwachung meist verzichtet
wird. Hierbei werden nicht Bilder als Ganzes, sondern Bildregionen annotiert. In Abbil-
dung 4.11 ist die Annotation des ganzen Bildes, die Annotation mittels Bounding Box und
die Pixel-basierte Annotation eines Bildes dargestellt. Von rechts nach links erhöht sich der
Aufwand, der für die Annotation mit dieser Methode notwendig ist. Während die Annota-
tion eines kompletten Bildes sehr wenig Aufwand erfordert, erfordert die Pixel-weise An-
notation mit Abstand den größten Aufwand. In Reihe (c) der Abbildung 4.11 ist die Infor-
mation dargestellt, die aus dem Hintergrund stammt und fälschlicherweise in den anschlie-
ßenden Lernprozess miteinfließt. Je nach der Qualität des Trainingsdatensatzes insgesamt
können solche Hintergrundinformationen einen negativen Einfluss auf die Klassifikations-
leistung haben. Diese Information ist durch die steigende Ungenauigkeit in Abbildung 4.11
dargestellt. Gerade fachfremde Anwender nehmen möglicherweise die Trainingsdaten nicht
über einen ausreichend langen Zeitraum auf und fangen damit keine ausreichende Variation
innerhalb der Trainingsdaten ein. Ein anderes Problem ist, dass die Trainingsdaten unter-
schiedlich verteilt sein können, so dass beispielsweise wesentlich mehr negative als positive
Trainingsbeispiele vorhanden sind. Um den Einfluss solcher Eigenschaften zu reduzieren,
kann entweder der Trainingsdatensatz angepasst werden oder, wenn dies nicht möglich ist,
die Annotation der Bilder verfeinert werden.
Die Annotation von Bildregionen erfordert die aktive Auswahl einer oder mehrerer Regio-
nen durch den Anwender und gestaltet sich daher wesentlich aufwändiger als die Anno-
tation ganzer Bilder. Um die Anwender nicht mit zusätzlichen Benutzungsoberflächen zu
überfordern, wurden daher die bereits detektierten Bildregionen verwendet, um eine Art
Salienzkarte der positiv annotierten Bilder zu generieren. Für die Generierung der Salienz-
karte werden alle detektierten Regionen überlagert. Im Gegensatz zur Verwendung eines
allgemeinen Verfahrens zur Detektion salienter Bereiche, wie von Achanta et al. (2008);
Itti et al. (1998); Perazzi et al. (2012) (eine Auswertung verschiedener Verfahren findet sich
in (Borji et al., 2012)), werden auf diese Weise lediglich Bereiche berücksichtigt, aus denen
auch Merkmale extrahiert wurden. Abbildung 4.12 zeigt ein Bild des Graz-02-Datensatzes
und der generierten Salienzkarte. Obwohl die Bildregionen sehr grob als Rechtecke auf-
getragen wurden, lassen sich die wesentlichen Merkmale des Bildes auf der Salienzkarte
nachvollziehen.
Aus der Salienzkarte werden anschließend spezielle Bilder generiert, die jeweils Regionen
darstellen, an denen sich detektierte saliente Regionen überlappen. Diese speziellen Bil-
der zeigen das gesamte Bild, jedoch ist nur der Bereich der zu annotierenden Region opak
dargestellt. Dies erlaubt die Annotation auch sehr kleiner Bereiche mit ausreichender Kon-
textinformation für den Anwender. Die Annotation sehr kleiner Bildbereiche ohne diesen
Kontext ist für Menschen teilweise sehr schwer, da nur Teile eines Objekts zu annotieren
sind. Für die spätere Klassifikation der Bilder ist dies keine Einschränkung, da aus jedem
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Originalbild

Pixel Bounding Box Komplett
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(c)

Aufwand

Ungenauigkeit

Abbildung 4.11: Pixel-basierte Annotation, Annotation mittels Bounding Box und Anno-
tation des gesamten Bilds. (a) zeigt den annotierten Bereich, (b) zeigt den Bildausschnitt,
der für das Training des Bilderkennungssystems verwendet wird. (c) zeigt die im Training
verwendete Information aus Hintergrundstrukturen. Das Bild stammt aus dem Graz-02-
Datensatz (Opelt et al., 2006b).
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(a) (b)

Abbildung 4.12: Bild (b) zeigt die generierte Salienzkarte des in (a) dargestellten Bildes.
Die durch die Merkmalsdetektoren erkannten Bereiche wurden grob mit deren Bounding
Box überlagert. Hellere Bereiche deuten auf Regionen hin, an denen mehrere Regionen von
einem oder mehreren Regionendetektoren entdeckt wurden.

Bild bzw. jeder Salienzkarte mehrere Bilder generiert werden. Die Klassifikation beruht al-
so nicht ausschließlich auf Merkmalen aus einzelnen sehr kleinen Bildbereichen, sondern
vielen dieser Bereiche. In Abbildung 4.13 ist dieser zweistufige Annotationsprozess sowie
einige Regionenbilder für die, in der ersten Stufe positiv annotierten Bilder dargestellt. Die
automatische Generierung der Regionenbilder hat zwei entscheidende Vorteile:

◇ Die bekannte Annotationsoberfläche kann für die Annotation der Regionenbilder ge-
nutzt werden.

◇ Im Gegensatz zu bekannten Salienzverfahren macht die Generierung der Regionen-
bilder keine speziellen Annahmen über relevante Strukturen, die nicht ohnehin in der
Erkennungsfunktionalität enthalten sind.

◇ Es ist während der Annotation kein zusätzlicher Rechenaufwand erforderlich, da die
Bildregionen bereits detektiert wurden.

Obwohl der zweistufige Annotationsprozess intuitiv ist, kann die Anzahl der zu annotie-
renden Regionen die initiale Anzahl der Bilder aus der ersten Stufe leicht übersteigen. Wie
bereits beschrieben werden aus jeder Salienzkarte mehrere Regionenbilder generiert. Dies
ist notwendig um eine feinmaschige Annotation der Bilder zu ermöglichen und die Hin-
tergrundstrukturen zu reduzieren. Durch diesen Ansatz kann sich der Annotationsaufwand
allerdings vergrößern. Wie in Kapitel 5.1 beschrieben wird, ist es daher ratsam, zuerst die
Ergebnisse des schwach überwachten Klassifikators zu überprüfen und nur bei Bedarf auf
die zweite Annotationsstufe auszuweichen.
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Annotation ganzer Bilder

Annotation von Regionen

Negative
Trainingsbeispiele

Positive
Trainingsbeispiele

Abbildung 4.13: Zweistufiger Annotationsprozess: In der ersten Stufe werden die Bilder
wie gewohnt als Ganzes annotiert, anschließend werden automatisch detektierte Bildregio-
nen der positiv annotierten Bilder hervorgehoben und diese erneut annotiert.
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In den beiden vorigen Kapiteln wurde die Architektur (Kapitel 3) des flexiblen Bilderken-
nungssystems sowie die Annotation von Bilddaten (Kapitel 4) beschrieben. Abbildung 5.1
stellt die Stufen des Entwicklungsprozesses für FOREST-Erkennungssysteme dar. Die Dar-
stellung ist angelehnt an den Verarbeitungsprozess der Bilder im Rahmen der Architektur-
beschreibung (cf. Abbildung 3.5). Der Fokus dieses Kapitels liegt auf der Diskussion des
interaktiven Entwicklungsprozesses von FOREST-Erkennungssystemen, also aller Kompo-
nenten außer der Annotation, die für den Anwender direkt sichtbar sind.
Der erfolgreiche Einsatz des flexiblen Bilderkennungssystems hängt von der Einfachheit
des Entwicklungsprozesses ab. Dies beinhaltet auch die Gestaltung und Komplexität der
grafischen Benutzungsoberfläche (GUI). Falls nicht explizit anders beschrieben, wird in
diesem Kapitel stets von Laien als Anwendern ausgegangen. Dies bedeutet auch, dass keine
besondere Computer-Affinität vorausgesetzt wird.
Im Folgenden wird der Entwicklungsprozess aus Sicht der Anwender betrachtet. Hierfür
werden die notwendigen Schritte und die Benutzungsoberfläche diskutiert. Der Entwick-
lungsprozess wurde im Rahmen des Gesamtsystems bereits in (Moehrmann und Heide-
mann, 2013a) veröffentlicht.
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Abbildung 5.1: Verarbeitungsprozess innerhalb des FOREST-Systems. Komponenten, die
einer automatischen Verarbeitung entsprechen, sind grau dargestellt. Blaue Komponenten
erfordern Benutzerinteraktion.

5.1 Entwicklungsprozess
Die Entwicklung eines FOREST-Erkennungssystems besteht aus interaktiven und automa-
tisch ablaufenden Prozessen. Die Verarbeitung der Bilddaten wurde so weit wie möglich
automatisiert, so dass dem Anwender im Wesentlichen die Aufgabe zukommt, die Bild-
datenquelle zu spezifizieren und die Daten zu annotieren. Abbildung 5.1 zeigt den Ent-
wicklungsprozess, wobei automatisch ablaufende Komponenten grau dargestellt sind und
Komponenten die Interaktion erfordern in blau.
Der Entwicklungsprozess aus Sicht des Anwenders ist in Algorithmus 5.1 beschrieben.
Die Operationen, die von FOREST automatisch ausgeführt werden und daher keiner Be-
nutzerinteraktion bedürfen, sind in dem Algorithmus grau dargestellt. Dies repräsentiert
Zeitabschnitte, in denen der Anwender nicht mit dem System interagieren muss und sich
anderweitig beschäftigen kann. Optionale Stufen des Entwicklungsprozesses sind in Klam-
mern ([⋅]) angegeben.
Generell ist wenig Interaktion durch den Anwender erforderlich. Mit Ausnahme der Anno-
tation der Trainingsbilder sind alle Schritte in sehr kurzer Zeit und mit minimalem Aufwand
zu bewerkstelligen. Insgesamt betrachtet benötigt die Annotation mit ca. 10-15 Minuten für
etwa 1000 Bilder vergleichsweise viel Zeit. Im Gegensatz zu bisherigen Systemen ist sie al-
lerdings mit geringem Aufwand möglich, wie die Evaluation der Annotation in Kapitel 4.3
gezeigt hat.
Insgesamt besteht der Entwicklungsprozess aus Anwendersicht aus drei Bausteinen: Der
Definition einer Datenquelle für die Bilddatenakquisition, der Annotation der Bilder und
der Validierung des Klassifikators sowie der Trainingsdaten. Da die Annotation bereits im
vorigen Kapitel ausführlich diskutiert wurde, fokussieren sich die folgenden Beschreibun-
gen auf die beiden verbleibenden Bausteine.
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1 Algorithmus : Entwicklungsprozess eines FOREST-Erkennungssystems
2 Anforderungen erfüllt = falsch
3 Auswahl der Bilddatenquelle
4 [Auswahl einer Bildregion]
5 while !Anforderungen erfüllt do
6 if Bilddatenquelle ist Webcam then
7 Definition eines Aufnahmeintervalls für die Bilddatenakquisition
8 end
9 Starten der Verarbeitung

10 Bilddatenakquisition, Detektion und Extraktion
11 Annotation der Bilder (cf. Kapitel 4.2)
12 Berechnung des Klassifikators und der Validierungsergebnisse
13 if Erkennungsrate auf Validierungsdatensatz nicht zufriedenstellend then
14 if Weitere Aufnahme von Trainingsdaten möglich then
15 Goto Zeile 6
16 else
17 Annotation von Bildregionen (cf. Kapitel 4.4)
18 Berechnung des Klassifikators und der Validierungsergebnisse
19 Anforderungen erfüllt = wahr
20 end
21 else
22 Anforderungen erfüllt = wahr
23 end
24 end
25 [Auswahl Klassifikationsparameter]
26 Fertigstellung des FOREST-Erkennungssystems

Algorithmus 5.1 : Entwicklungsprozess eines aufgabenspezifischen Bilderkennungssys-
tems aus Anwendersicht. Grau dargestellte Schritte stehen für automatische Bearbeitung
durch FOREST. Klammern ([⋅]) identifizieren optionale Schritte.

5.2 Bilddatenakquisition
Die Bilddatenquelle wird mit der in Abbildung 5.2 dargestellten Oberfläche ausgewählt.
Für die Auswahl der Bilddatenquelle besteht die Möglichkeit,

◇ eine bereits im System erfasste Webcam zu verwenden,
◇ eine URL zu einer neuen Webcam einzugeben oder
◇ ein lokales Bilderverzeichnis zu verwenden.

Nachdem eine Datenquelle ausgewählt wurde, wird ein Beispielbild abgerufen und darge-
stellt. Für eine Webcam wäre dies das aktuell verfügbare Bild, für ein lokales Verzeichnis
das erste Bild in diesem Verzeichnis. Dies ermöglicht dem Anwender die Überprüfung der
gewählten Datenquelle. Zudem kann ein Bereich des Bildes ausgewählt werden, auf den
sich die Erkennung beschränken soll. Abbildung 5.2 zeigt beispielhaft die Auswahl des Be-
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Abbildung 5.2: Grafische Benutzungsoberfläche für die Spezifikation der Bilddatenquelle.
Die Erkennung kann optional auf bestimmte Bildregionen beschränkt werden (rot markier-
ter Bereich). Bilddatenquelle: Hafen Stralsund

reichs, in dem ein absolutes Halteverbot gilt. Die optionale Auswahl einer Bildregion ist
dann sinnvoll, wenn bestimmte Bildbereiche definitiv nicht für die Erkennungsaufgabe re-
levant sind. Hierdurch kann zum einen eine Konzentration auf den relevanten Bildbereich
erfolgen, zum anderen wird die Berechnung effizienter. Die Auswahl bestimmter Bildregio-
nen ist allerdings nur für statische Szenarien gedacht, nicht für Datensätze, in denen jedes
einzelne Bild markiert werden müsste. Für die in Abbildung 5.2 verwendete Webcam ist die
Auswahl einer Region durchaus sinnvoll, da sich mit der ausschließlichen Betrachtung des
Halteverbotsbereichs die Erkennungsrate verbessert (dies wird detailliert in der Evaluation
in Kapitel 6.5 diskutiert).
Falls gewünscht, kann eine Ortsidentifikationsnummer, die durch Yahoo! definierte WOEID
(Where On Earth Identifier), hinzugefügt werden. Diese Identifikationsnummer gibt den Ort
an, an dem die Bilder aufgenommen wurden. Der Anwender gibt hierfür in das Textfeld den
Namen des gewünschten Ortes ein und bekommt anschließend eine Liste mit Orten ange-
zeigt, die den angegebenen Namen haben. Aufgrund der Lagebeschreibung durch Land,
Bundesland und Kreis kann der gewünschte Ort ausgewählt und die entsprechende Orts-
identifikationsnummer übernommen werden. Der Sinn dieser Identifikationsnummer ist die
Nutzung der Yahoo! Weather1 API, um zusätzliche externe Attribute für die Bilddaten zu
erhalten. Momentan umfassen diese zusätzlichen Attribute den Tag, die Uhrzeit (auf Stun-
den gerundet), die Sichtweite sowie die aktuelle Wetterlage, wie z.B., sonnig, regnerisch
oder bewölkt.
Für das in Abbildung 5.2 abgerufene Bild der Webcam, das den Hafenbereich in Stralsund
zeigt (Hafen Stralsund), lassen sich so die folgenden zusätzlichen Informationen abrufen:

1http://developer.yahoo.com/weather

http://developer.yahoo.com/weather
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◇ Mittwoch
◇ 13 Uhr
◇ Sichtweite 9.99 km
◇ Teilweise bewölkt

Über die Yahoo! Weather API können prinzipiell weitere Informationen (z.B. Luftdruck)
abgerufen werden. Die beschriebenen Attribute wurden ausgewählt, da sie zur Analyse der
Trainingsdaten nützlich erscheinen. Beispielsweise geben Wetterlage und Uhrzeit einen
Hinweis auf die Helligkeit des Bildes. Werden viele Bilder bei gleicher Wetterlage auf-
genommen, so besteht die Gefahr, dass der Trainingsdatensatz unausgewogen ist und das
Erkennungssystem im Einsatz schlechte Ergebnisse liefert. Die Tages- und Zeitinformation
kann auf periodisch wiederkehrende Ereignisse hinweisen. Falls keine Identifikationsnum-
mer angegeben wird werden keine zusätzlichen Attribute gesammelt und die Analyse der
Trainingsdaten aufgrund dieser Attribute entfällt.
Wird ein lokaler Dateiordner angegeben, so werden standardmäßig alle Bilder in diesem
Ordner verwendet. Wird dagegen eine Webcam angegeben, ist eine Angabe über die Auf-
nahmedauer erforderlich. Diese kann in Form eines Enddatums, eines Zeitintervalls, oder
durch die Spezifikation der Anzahl der Bilder erfolgen. Dabei wird die Webcam regel-
mäßig abgerufen, ein Bild aber nur dann gespeichert, wenn es sich vom vorherigen Bild
unterscheidet, d.h. wenn sich die Pixelinformationen der Bilder in mindestens einem Wert
unterscheiden. Da Webcams häufig eine geringe Aktualisierungsrate (≥ eine Minute) haben,
kann hierdurch unnötiger Verarbeitungsaufwand vermieden werden.
Nachdem die Bilddatenakquisition gestartet wurde, kann der aktuelle Status des Entwick-
lungsprozesses über das Menü aufgerufen werden.

5.3 Grafische Entwicklungsoberfläche
Abbildung 5.3 zeigt die grafische Benutzungsoberfläche, die der Anwender nach dem Star-
ten der Bilddatenakquisition zu sehen bekommt. Diese Oberfläche ist sowohl für den Über-
blick über den aktuellen Verarbeitungszustand als auch für die Validierung des fertig trai-
nierten Erkennungssystems gedacht. Die Oberfläche enthält, wie die Annotationsoberfläche
verschiedene Ansichten (engl. Views), die in einem Hauptfenster der Oberfläche eingefasst
sind. Die Entwicklungsoberfläche enthält Ansichten für die folgenden Funktionen:

◇ Eine Übersicht über die Spezifikation der Bilddatenquelle (a),
◇ eine Übersicht über die bislang aufgenommenen Bilddaten (b),
◇ eine Fortschrittsanzeige (c),
◇ Informationen über die Klassifikationsleistung, falls der Klassifikator bereits trainiert

wurde (d).

Die Integration verschiedener Ansichten in eine Oberfläche wurde realisiert, da es nicht
sinnvoll scheint Anwender mit verschiedenen sequentiellen Oberflächen zu konfrontieren,
die im Wesentlichen den aktuellen Verarbeitungsfortschritt anzeigen würden. Durch die
Integration kann jederzeit ein Überblick über den Verarbeitungsstand behalten werden.
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Abbildung 5.3: Darstellung der GUI während des Entwicklungsprozesses. Die Oberfläche
zeigt die Bilddatenquelle (a), eine Übersicht über die aufgenommenen Bilddaten (b), eine
Information über den aktuellen Entwicklungsfortschritt (c) und Informationen über den
Klassifikator (d).

5.3.1 Spezifikation der Bilddatenquelle
Die Übersicht über die Spezifikation der Bilddatenquelle in Ansicht (a) zeigt ein Bild der
ausgewählten Datenquelle und bietet die Möglichkeit, einen anderen Pfad für das fertig-
gestellte Bilderkennungssystem anzugeben. Beispielsweise kann das Training auf einem
lokalen Bilderverzeichnis erfolgen und das fertige Bilderkennungssystem die Daten einer
Online-Datenquelle, z.B. einer Webcam, nutzen.

5.3.2 Analyse der Trainingsdaten
Ansicht (b) in Abbildung 5.3 bietet einen Überblick über die (bisher) aufgenommenen
Trainingsbilder. Hierfür stehen drei Möglichkeiten zur Verfügung. Es können alle Bilder
angezeigt werden, die Bilder können nach bestimmten Attributen gefiltert werden, wie in
Abbildung 5.3(b) zu sehen, oder die Verteilung der Bilder anhand zusätzlicher Attribute
kann dargestellt werden. Die Filter können auf die in der Bilddatenakquisition zusätzlich
aufgenommenen Attribute (derzeit Tag, Uhrzeit, Wetter und Sichtweite) angewandt werden.
Zusätzlich besteht die Möglichkeit, die Bilder nach ihrer Annotation zu filtern, falls die-
se bereits durchgeführt wurde. Die verschiedenen Filter schaffen einen Überblick über die
jeweiligen Kategorien, so dass überprüft werden kann, ob für verschiedene Bedingungen
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Trainingsbilder existieren. Die Darstellung anhand der Piktogramme soll das Verständnis
der einzelnen Attribute erleichtern. Wird ein Attribut, beispielsweise das Wetter, ausge-
wählt, so werden in dem Fenster alle Bilder nach diesem Attribut sortiert angezeigt. Der
aktuelle Attributwert, beispielsweise sonnig, wird dabei jeweils angezeigt.
Ein ähnliches Ziel, nämlich die Übersicht über die Verteilung der Bilder anhand der zu-
sätzlichen Attribute, verfolgt die in Abbildung 5.4 dargestellte Ansicht. Diese Ansicht zeigt
zum einen die Verteilung der Bilder je Attribut als Histogramm (zu sehen auf der Diagona-
len) zum anderen ist die Verteilung der Bilder je Kombination zweier Attribute als Streudia-
gramm dargestellt. Die Größe der Kreise in den Streudiagrammen encodiert die Anzahl der
Bilder, die dieser Attributkombination entsprechen. Aufgrund dieser Darstellungen können
bestimmte Korrelationen detektiert werden, die möglicherweise weitere Aufschlüsse über
die Qualität der Trainingsdaten liefern. Die oberste Reihe in Abbildung 5.4 zeigt die Ver-
teilung der Bilder nach ihrer Annotation. Die Streudiagramme in dieser Reihe zeigen die
Verteilung (von links nach rechts) der Annotation gegenüber den Wochentagen, der Anno-
tationen gegenüber der Uhrzeit und der Annotationen gegenüber den Wetterbedingungen.
Wie auch schon aus dem Histogramm der Annotationen ersichtlich ist, enthält der Daten-
satz sehr wenige positiv annotierte Bilder und sehr viele negativ annotierte Bilder. Diese
Verteilung spiegelt sich verständlicherweise auch in den Streudiagrammen wieder. Aus den
Diagrammen in der rechten Spalte, die die Verteilung der Wetterbedingungen gegenüber
den anderen Attributen enthält, lässt sich erkennen, dass die Mehrheit der Bilder bei wol-
kigem oder regnerischem Wetter aufgenommen wurde. Zudem lässt sich erkennen, dass
die Wetterbedingungen klar und neblig nur selten und nur zu Uhrzeiten auftreten, zu de-
nen es ohnehin dunkel ist. Diese Vermutung kann anschließend in der Filter-Ansicht, in der
die Bilder nach ihren Attributwerten geordnet sind, überprüft werden (in Abbildung 5.3(b)
sind in der Filter-Ansicht Bilder des Attributs klar (engl. Clear) zu sehen). Der Verständ-
lichkeit halber ist unterhalb der Diagonalen eine Beschreibung der Histogrammbalken und
der Streudiagramm-Kreise dargestellt. Dies ist notwendig, da nicht davon auszugehen ist,
dass potentiellen Anwendern solche Streudiagramm-Matrizen bekannt sind.
Generell ist von Laien nicht zu erwarten, dass sie die Notwendigkeit qualitativ hochwertiger
Trainingsdatensätze verstehen. Die Aufnahme von Bildern einer Webcam über einen Zeit-
raum von wenigen Tagen kann bereits zu einer großen Anzahl an Bildern führen und damit
einen quantitativ hochwertigen Datensatz darstellen. Die leicht verständliche Visualisierung
der Verteilung der Bilder kann daher Hinweise auf einen qualitativ minderwertigen Daten-
satz geben. Die Visualisierung ist dabei vor allem für Extremfälle interessant, in denen aus
allen Streudiagrammen hervorgeht, dass die Bilddaten ungleichmäßig verteilt sind. Dies
kann ein Hinweis darauf sein, dass der Trainingsdatensatz nicht ausreichend Varianz ab-
deckt und das resultierende Bilderkennungssystem daher nicht ausreichend generalisieren
kann. Die Streudiagramm-Matrix kann für Laien im ersten Moment überfordernd wirken.
Dennoch sind extreme Unausgewogenheiten, wie in der obersten Reihe in Abbildung 5.4,
deutlich hervorgehoben und lenken schnell den Fokus auf extreme Unausgewogenheiten
innerhalb des Datensatzes. Vor allem sind aber die Histogramme, auf der Diagonalen der
Streudiagramm-Matrix für Laien von Interesse. Diese sind leicht interpretierbar und liefern
bereits wichtige Hinweise auf die Verteilung innerhalb des Datensatzes.
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Abbildung 5.4: Detaillierte Übersicht über die Trainingsbilder mit Hilfe einer
Streudiagramm-Matrix. Die Diagonale zeigt ein Histogramm der Verteilung der Bilder auf
die jeweiligen Attribute. Die Größe der Kreise in den Streudiagrammen codiert die Anzahl
der Bilder, für die die Attribut-Kombination aus x- und y-Achse gilt. Der Übersichtlichkeit
halber wurde das Attribut Sichtweite nicht in den Screenshot mit übernommen.

5.3.3 Fortschrittsanzeige
Die Fortschrittsanzeige in Ansicht (c) zeigt die einzelnen Schritte des Entwicklungsprozes-
ses, wobei der aktuelle Schritt hervorgehoben ist. Welche Bearbeitungsschritte stattfinden,
ist für den Anwender nicht wirklich von Interesse, da die Berechnung ohnehin verborgen
bleibt. Die Darstellung der Bearbeitungsschritte in Form von Bildern ist lediglich dazu ge-
dacht, eine Übersicht über den Gesamtfortschritt zu bieten. Zusätzlich wird mit einem Fort-
schrittsbalken der prozentuale Fortschritt des aktuellen Bearbeitungsschritts dargestellt. Die
Berechnung des prozentualen Fortschritts findet aufgrund der bereits verarbeiteten Bilder
bzw. Bildregionen statt. Hierfür werden die folgenden Kennzahlen berechnet:

◇ Bilddatenakquisition (racq),
◇ Detektion (rdet),
◇ Extraktion (rext),
◇ Training des Klassifikators (rtrain).

Für die Bilddatenakquisition berechnet sich racq entweder aus der Anzahl der bereits abge-
rufenen Bilder oder aus der bislang vergangenen Zeitspanne, falls ein Zeitintervall für die
Datenakquisition angegeben wurde. Falls die Anzahl der Bilder als Endkriterium verwen-
det wird, ist nicht sichergestellt, dass die prozentuale Fortschrittsanzeige linear mit dem
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Zeitverlauf ansteigt. Beispielsweise kann eine Webcam vorübergehend ausfallen, was eine
erhebliche Verzögerung der Bildakquisition mit sich bringt. Dennoch ist diese Berechnung
des prozentualen Fortschritts intuitiv und entspricht der Erwartungshaltung der Anwender.
Der Fortschritt rdet und rext ergibt sich aus dem Verhältnis der bereits bearbeiteten Bilder
zu der Gesamtanzahl der Trainingsbilder bzw. der bereits bearbeiteten Bildregionen zu der
Gesamtanzahl der Bildregionen, die in den Trainingsbildern detektiert wurden.
Der prozentuale Fortschritt des Klassifikatortrainings ergibt sich aus der Berechnung der
Distanzmatrix und der n-fachen Kreuzvalidierung verschiedener Klassifikatoren, die je-
weils auf (n − 1)-Partitionen der Trainingsdaten trainiert werden und auf den verbleiben-
den Partition getestet werden (cf. Kapitel 3.3.7). Der Fortschritt der Berechnung wird in-
nerhalb der Berechnungsschicht festgestellt und in die Datenbank geschrieben, wo er von
der Service-Schicht ausgelesen werden kann.
Die Berechnungsmethode des prozentualen Fortschritts bleibt dem Anwender vorenthalten.
Da die Berechnung der allgemeinen Erwartungshaltung entsprechen sollte, ist nicht davon
auszugehen, dass es an dieser Stelle zu Verständnisproblemen kommt.

5.3.4 Validierung und Fertigstellung
Die Übersicht in Abbildung 5.1 enthält eine Komponente namens Validierung. Diese er-
folgt im Anschluss an die Klassifikatorberechnung und bietet die Möglichkeit, die Erken-
nungsergebnisse zu analysieren. Die generelle Idee hierbei ist es, dem Anwender einen
Überblick über die Erkennungsleistung des trainierten Systems zu bieten. Daher werden in
Abbildung 5.3(d) Informationen über den bereits berechneten Klassifikator angezeigt. Wie
in Kapitel 3.3.7 beschrieben, wird für die Berechnung eines Klassifikators eine n-fache
Kreuzvalidierung durchgeführt (n = 10). Im Anschluss wird automatisch der beste Klas-
sifikator aus den berechneten n Klassifikatoren selektiert. In Ansicht (d) wird die Erken-
nungsrate dieses besten Klassifikators dargestellt sowie die Erkennungsrate für die richtig
positiven Elemente (engl. True Positives).
Die Erkennungsraten sind jeweils über die Anzahl der verwendeten schwachen Hypothe-
sen aufgetragen. Der Hintergrund des Diagramms ist in verschiedenen Rottönen dargestellt.
Die Sättigung des Rottons encodiert die Anzahl der Merkmalstypen, die für die entspre-
chende Anzahl an schwachen Hypothesen benötigt werden. Beispielsweise kann in Abbil-
dung 5.3(d) abgelesen werden, dass für den Klassifikator bei zehn schwachen Hypothesen
vier verschiedene Merkmalstypen benötigt werden. Das System macht automatisch einen
Vorschlag über die Anzahl der zu verwendenden schwachen Hypothesen, der als grüne
vertikale Linie in Ansicht (d) dargestellt ist. Dieser Vorschlag ergibt sich aus dem Beginn
des am höchsten liegenden Plateaus der Erkennungskurve. Die vorgeschlagene Anzahl an
schwachen Hypothesen kann vom Anwender übernommen werden, oder, falls gewünscht,
angepasst werden (siehe gelbe vertikale Linie in Ansicht (d) ). Die visuelle Darstellung
der Anzahl an Merkmalstypen für die dargestellte Anzahl an schwachen Hypothesen hat
den Zweck, dem Anwender die Möglichkeit zu geben, zwischen Effizienz und Genauigkeit
des Klassifikators abzuwägen. Da während der Erkennung lediglich die Merkmalstypen
extrahiert werden müssen, die vom Klassifikator benötigt werden, kann die Berechnung
beschleunigt werden, wenn die Menge der Merkmalstypen limitiert ist. Wenn aus der Kur-
ve der Validierungsergebnisse ersichtlich ist, dass sich durch weitere Merkmalstypen kei-
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ne wesentliche Verbesserung der Erkennungsergebnisse ergibt, kann es durchaus sinnvoll
sein, eine geringere Anzahl schwacher Hypothesen für den finalen Klassifikator zu verwen-
den. Diese Idee entspricht auch dem Prinzip von Occam’s Razor, welches aussagt, dass die
Theorien vorzuziehen sind, die die wenigsten Annahmen machen. Da verständlicherweise
nicht vorausgesetzt werden kann, dass Anwender hierüber Bescheid wissen, wird die ge-
nannte Farbcodierung eingesetzt. Ein starkes rot als Signalfarbe wird eingesetzt, um auf
eine mögliche Gefahr hinzuweisen.
Die Darstellung der Validierungsergebnisse hat hauptsächlich den Zweck, Laien-Anwen-
dern eine Rückmeldung über die Qualität des FOREST-Erkennungssystems zu geben. Soll-
ten die Validierungsergebnisse unter den Erwartungen des Anwenders liegen oder sollten
die Erkennungsraten aller Daten und der richtig positiven Daten – wie in Ansicht (d) –
extrem weit auseinander liegen, kann dies eine Motivation sein, die Trainingsdaten auf Un-
ausgewogenheit zu untersuchen oder weitere Trainingsdaten zu sammeln. Die schlechten
Ergebnisse in Ansicht (d) für die richtig positiven Daten sind eindeutig auf die geringe
Menge an positiven Trainingsbeispielen zurückzuführen. Bei einer so geringen Anzahl an
positiven Trainingsbeispielen ist es unwahrscheinlich, dass alle relevante Situationen und
Bedingungen in ihrer möglichen Varianz abgedeckt sind. Die weitere Analyse der Trai-
ningsdaten in der Filter-Ansicht oder der Streudiagramm-Matrix lässt erkennen, dass nicht
für alle Wetterbedingungen positive Beispiele vorhanden sind.
Die visuelle Darstellung der Ergebnisse wird durch automatische Hinweise ergänzt, die dem
Laien-Anwender die Entscheidung über das weitere Vorgehen erleichtern sollen und nach
Abschluss der Berechnung in der Oberfläche eingeblendet werden. Die Hinweise richten
sich grob nach den erreichten Erkennungsergebnissen:

◇ Erkennungsrate >90%

∗ Empfehlung: Erkennungssystem fertigstellen
∗ Möglichkeiten: Effizienz steigern, indem die Anzahl der schwachen Hypothe-

sen angepasst wird.

◇ Erkennungsrate <90%

∗ Empfehlung: Daten analysieren
∗ Es findet eine automatische Analyse der Verteilung der Trainingsdaten statt, die

sich der Anwender anschauen kann.
∗ Weitere Trainingsdaten sammeln.

◇ Erkennungsrate <80%

∗ Empfehlung: Analyse und Erweiterung der Daten
∗ Es findet eine automatische Analyse der Verteilung der Trainingsdaten statt, die

sich der Anwender anschauen sollte.
∗ Weitere Trainingsdaten sammeln oder Regionen annotieren.

Das Verständnis für die Notwendigkeit guter Trainingsdaten ergibt sich generell durch ein
gewisses Verständnis über die zugrunde liegende Methodik der Bilderkennung. Dennoch ist
es aufgrund der intuitiven Visualisierungstechniken selbst ohne dieses Verständnis möglich,
schlechte Trainingsdaten zu erkennen, insbesondere wenn mögliche Unausgewogenheiten
von dem System automatisch detektiert und hervorgehoben werden. Obwohl die eigentliche
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Funktionsweise weiterhin vor dem Anwender verborgen bleibt, wird kontinuierlich über
den aktuellen Verarbeitungsstand und das Ergebnis informiert. Der Anwender wird also
nicht komplett aus dem Entwicklungsprozess ausgeschlossen, auch wenn die Interaktion
relativ gering ausfällt. Wie in den grafischen Benutzungsoberflächen zu erkennen ist, wurde
auf die Anforderung der visuellen Informationsdarstellung ein besonderer Fokus gelegt, der
sich vor allem in der Analyse der Trainingsdaten auswirkt.

5.4 Spezifische Funktionen für Experten-Anwender
Obwohl das flexible Bilderkennungssystem Flexible Object Recognition System (FOREST)
auf Laien als Anwender ausgelegt ist, sollen Experten-Anwender nicht ausgeschlossen wer-
den, da das System unter anderem zur Evaluation neuer Operatoren oder für eine schnelle
Entwicklung neuer Bilderkennungssysteme nützlich sein kann. Zudem können Experten ihr
Fachwissen einbringen, um die Leistung der FOREST-Erkennungssysteme zu verbessern.
Daher bietet FOREST die Möglichkeit, die verwendeten Operatoren zu spezifizieren sowie
deren Parametrisierung anzupassen. Abbildung 5.5 stellt die hierfür entwickelte Oberfläche
für Experten-Anwender dar. Alle verfügbaren Operatoren für die Detektion und die Ex-
traktion werden aufgelistet und können über Checkboxen aktiviert und deaktiviert werden.
Deaktivierte Operatoren werden ausgegraut und anschließend nicht für die Berechnung ver-
wendet. Die Spezifikation der Operatoren sowie deren Parametrisierung ist in der Architek-
tur von FOREST bereits vorgesehen, da die verfügbaren Operatoren, wie in Kapitel 3.3.3
beschrieben, ohnehin zur Laufzeit erweitert werden können.
Die Spezifikation der Operatoren muss vor dem Starten der Detektion bzw. der Extrak-
tion stattfinden. Die Parametrisierung der einzelnen Operatoren ist in der Konfiguration
der MATLAB-Server enthalten (cf. Kapitel A.5.1). Da die Service-Schicht und die GUI
selbst keinen Zugriff auf diese Konfiguration hat, wird die Standardkonfiguration von ei-
nem MATLAB-Server abgefragt und dargestellt. Die modifizierte Parametrisierung wird
beim Aufruf der Berechnung an den oder die MATLAB-Server übergeben (die Weitergabe
selbst erfolgt über die Service-Schicht).
Neben dieser speziellen Oberfläche ist die in Abbildung 5.3(d) dargestellte Visualisierung
der Validierungsergebnisse für Experten-Anwender wesentlich interessanter als für Laien-
Anwender. Zusätzlich zu den Erkennungsergebnissen des besten Klassifikators wird die
gemittelte Erkennungsrate über alle n Durchläufe der Kreuzvalidierung dargestellt. Liegt
die mittlere Erkennungsrate weit unter der des besten Klassifikators, so lässt sich daraus
schließen, dass es starke Abweichungen unter den einzelnen n Klassifikatoren gibt, die
wahrscheinlich auf die Partitionierung der Daten für die Kreuzvalidierung zurückzuführen
ist. Dies wiederum lässt darauf schließen, dass die Trainingsdaten nicht ausgewogen sind,
die Varianz nicht ausreichend abdecken oder schlicht von der Menge her nicht ausreichend
sind. Diese Information kann von Experten erfasst und zur Verbesserung des Systems ge-
nutzt werden. Ebenso kann der Tradeoff zwischen der Korrektheit der Ergebnisse und der
Menge an notwendigen Merkmalstypen, die einen höheren Rechenaufwand bedingt, von
Experten eher eingeschätzt werden. Obwohl Laien-Anwender ebenfalls die Möglichkeit
haben die Anzahl der zu verwendenden schwachen Hypothesen für den finalen Klassifika-
tor festzulegen, ist davon auszugehen, dass Laien-Anwender in der Regel den vom System
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Abbildung 5.5: Spezifikation der Operatoren und Paramterisierung durch Experten-
Anwender.

vorgeschlagenen Wert übernehmen. Experten-Anwender hingegen können abwägen, ob die
Steigerung des Rechenaufwands sich mit der Steigerung der Erkennungsleistung rechtfer-
tigen lässt. Zudem können Experten-Anwender eher einschätzen, ob eine gewisse Menge
an Merkmalen überhaupt sinnvoll angewandt werden kann. Das eingesetzte Halteverbot-
Beispiel verwendet relativ kleine Bildausschnitte, auf denen das Halteverbot zu sehen ist.
Die Extraktion von mehreren hunderten Merkmalen aus diesem Bildbereich wird zwangs-
weise zu einer Überanpassung an bestimmte Bildmerkmale führen, die wenig mit semanti-
schen Konzepten korrelieren werden.
Mit der vorgestellten grafischen Oberfläche wurde versucht, die wichtigsten Aspekte für die
Entwicklung aufgabenspezifischer Bilderkennungssysteme durch Experten-Anwender un-
terzubringen. Selbstverständlich könnte aber auch eine GUI speziell für Experten-Anwender
entwickelt werden, die mehr Freiheiten bietet und Interaktion mit dem System erlaubt. Das
Konzept von FOREST sieht das Eingreifen in die Berechnung und die Bilderkennungsme-
thodik aber nicht vor. Eine Verbesserung der grafischen Oberfläche für Experten-Anwender
würde sich daher höchstwahrscheinlich auf tiefere Einblicke in die Ergebnisse der Klassifi-
kation und der Merkmalsdetektion konzentrieren. Dies sollte, zusammen mit der Möglich-
keit, neue Operatoren zu integrieren (cf. Kapitel 3.3.3), die notwendige Funktionalität für
das schnelle Prototyping neuer Erkennungssysteme durch Experten-Anwender vollständig
abdecken.
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5.5 Entwicklungsdauer
Die Dauer eines Entwicklungsprozesses vom Starten der Bildverarbeitung bis hin zur Be-
rechnung des Klassifikators (cf. Zeilen 9-12 in Algorithmus 5.1) ist abhängig von verschie-
denen Faktoren, die wichtigsten sind hierbei

◇ die Größe des Trainingsdatensatzes sowie die Größe der Bilddaten (in Pixeln),
◇ die Parallelisierung des Systems und
◇ die Menge an eingesetzten Operatoren.

Es wird davon ausgegangen, dass die Dauer automatisch ablaufender Prozesse nicht ent-
scheidend für den Erfolg des flexiblen Bilderkennungssystems ist, da Anwender diese Zeit
anderweitig nutzen können. Um dennoch eine Aussage über die Dauer des gesamten Ent-
wicklungsprozesses geben zu können, werden im Folgenden einige Kenngrößen diskutiert.
Im Folgenden wird ein Datensatz aus 128 Bildern verwendet, der 64 Bilder der Caltech-
101 (Fei-Fei et al., 2004) Kategorie Stoppschild sowie 64 Bilder der Negativklasse ent-
hält. Die Originalgröße der Bilder liegt für die Stoppschilder zwischen (300 × 200) und
(300 × 300) Pixeln, die Bilder der Negativklasse sind teilweise doppelt so groß. Obwohl
dieser Datensatz vergleichsweise sehr klein ist, ist die Steigerung der Komplexität auf-
grund der Bildgröße gut zu beobachten. Daher wird die Berechnung auf diesem Datensatz
bei unterschiedlichen Bildgrößen durchgeführt. Dies bedeutet, dass die Bilder entsprechend
Gleichung 5.1 mit dem Faktor f skaliert werden, so dass die maximale Dimension des Bilds
i dem spezifizierten Wert s entspricht.

f (s, i) =
s

max(width(i), height(i))
(5.1)

Die Evaluation der Berechnungsdauer erfolgt für die in Tabelle 5.1 angegebenen Werte
für s. Die Berechnungen wurden auf einer Workstation mit einer Intel Xeon CPU 31245
- 3.3 GHz (QuadCore) und 16 GB RAM durchgeführt, die Berechnung wurde allerdings
nicht parallelisiert, weshalb die Anzahl der Kerne kein entscheidender Faktor ist. Generell
benötigt die Berechnung maximal 1,2 GB RAM, weswegen die Hardwarekonfiguration als
nicht wesentlich angesehen werden kann.
Die in Tabelle 5.1 dargestellten Ergebnisse zeigen, dass der Zeitaufwand der automatisch
ablaufenden Komponenten mit der Größe der Bilder steigt. Ausschlaggebend für die erhöh-
te Komplexität ist die Menge an Bildmerkmalen, die aus den Bildern extrahiert wird. Das
Training des Klassifikators beinhaltet neben der Kreuzvalidierung vor allem die Berech-
nung der zugrunde liegenden Distanzmatrix (cf. Kapitel 3.3.5). Diese Berechnung wird
bei einer größeren Menge an Bildmerkmalen wesentlich komplexer und rechenaufwändi-
ger, weshalb der Anteil der Kreuzvalidierung mit der Anzahl der Daten signifikant sinkt.
Sowohl die Berechnung der Distanzmatrix als auch die Kreuzvalidierung wurden bislang
nicht hinsichtlich ihrer Laufzeit optimiert. Auch ohne Parallelisierung sind hier einige Op-
timierungsaspekte denkbar. Die Dauer der Annotation der Bilder bleibt auch bei variieren-
der Bildgröße konstant. Die entwickelte Annotationsoberfläche ermöglicht eine entspannte
Annotation der Bilder in unter vier Minuten. Die Ergebnisse des vorigen Kapitels lassen
darauf schließen, dass der tatsächliche Annotationsaufwand für solch einen kleinen Daten-
satz wesentlich weniger Zeit beansprucht. Jedoch nimmt die Definition der Kategorien, das
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s 100 150 200 300 400

Detektion 0,47 min 0,75 min 1,1 min 2,3 min 3,9 min
Extraktion 4,67 min 8,61 min 13,46

min
27,2 min 48,2 min

Annotation 3,67 min
Training 5,63 min 12,7 min 22,8 min 52,4 min 95,6 min

Kreuzvalidierung 4,23 min 9,35 min 15,26
min

29,1 min 45,8 min

∅ Bildregionen 88 192 320 640 1060
∅ Bildmerkmale 407 922 1535 3037 4909

Tabelle 5.1: Dauer der einzelnen Schritte des Entwicklungsprozesses auf einem 128 Bilder
großem Datensatz, der Stoppschilder und Bilder einer Negativklasse enthält. Die Angabe
der Dauer bezieht sich auf die maximale Bildgröße s (cf. Gleichung 5.1). Die durchschnitt-
liche Anzahl der Bildregionen und Bildmerkmale bezieht sich auf die im Schnitt per Bild
extrahierte Anzahl.

Anordnen der einzelnen Ansichten und das Schaffen eines Überblicks eine gewisse (kon-
stante) Zeit in Anspruch.
Aus Tabelle 5.1 ist bereits ableitbar, wie sich der Rechenaufwand zu der Anzahl der ein-
gesetzten Operatoren verhält, da der erhöhte Rechenaufwand direkt von der Anzahl der
Bildmerkmale abhängt. Eine allgemeine Aussage kann hier nicht getroffen werden, da ver-
schiedene Operatoren stark variieren können, was die Anzahl der detektierten Bildregionen
betrifft.
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Im Rahmen der Architekturbeschreibung wurde in Kapitel 3.2 der Einsatz einer Vielzahl an
Operatoren für die Merkmalsdetektion und Merkmalsextraktion diskutiert. Die verschie-
denen Operatoren sollen eine große Menge verschiedener Bildmerkmale extrahieren und
dadurch möglichst viele Bildeigenschaften abbilden. Aus diesem heterogenen Merkmalsda-
tensatz werden während des Klassifikatortrainings diskriminative Merkmale für den Boos-
ting-Klassifikator identifiziert (cf. Kapitel 3.3.5).
In diesem Kapitel wird evaluiert, inwiefern der Einsatz einer großen Zahl an Operatoren
gerechtfertigt ist und ob diese zu einer Verbesserung der Erkennungsleistung beitragen.
Hierfür werden auf verschiedenen Datensätzen in Kapitel 6.2 die Auswirkungen der Ver-
wendung verschiedener Merkmalsdetektoren und in Kapitel 6.3 verschiedener Merkmals-
deskriptoren untersucht. Anschließend wird in Kapitel 6.4 und 6.5 die generelle Erken-
nungsleistung aufgabenspezifischer Bilderkennungssysteme, die mit FOREST erstellt wur-
den, untersucht. Dieses Kapitel schließt mit einer Diskussion der Eigenschaften aufgaben-
spezifischer Bilderkennungssysteme.
Die Verkettung verschiedener Operatoren für die Merkmalsdetektion sowie für die Merk-
malsextraktion ist in Abbildung 6.1 dargestellt. Nicht jeder Operator für die Merkmals-
extraktion kann die Ergebnisse aller Detektoren verarbeiten. In der folgenden Diskussion
werden nur dann explizit Operatoren genannt, wenn nicht alle verfügbaren Operatoren ver-
wendet werden. Werden lediglich Operatoren für die Detektion oder die Extraktion ange-
geben, so ist aus Abbildung 6.1 ersichtlich, welche Operatoren der jeweils anderen Stufe
verwendet werden. Für die Evaluation werden alle Operatoren mit der von den Entwicklern
empfohlenen Standardkonfiguration verwendet. Es werden keine speziellen Anpassungen
für die einzelnen Erkennungsaufgaben vorgenommen.
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Abbildung 6.1: Verarbeitungsprozess innerhalb von FOREST durch Detektions- und
Extraktions-Operatoren. Merkmalsdeskriptoren sind teilweise auf bestimmte Detektions-
ergebnisse spezialisiert. Exemplarische Ergebnisse für die Ergebnisse der Detektionsstufe
sind für ein Leuchtturm-Bild gegeben.



6.1 ◆ Darstellung der Ergebnisse 113

6.1 Darstellung der Ergebnisse
Die Diskussion der Ergebnisse in diesem Kapitel verwendet verschiedene Darstellungsfor-
men. Abbildung 6.2 zeigt drei Darstellungsmöglichkeiten, die in der Beschreibung je nach
Bedarf verwendet werden.
In Kapitel 3.3.5 wurde die Berechnung des Boosting-Klassifikators H beschrieben. Die Be-
rechnung des Klassifikators wurde für n = 300 schwache Hypothesen hv,t,θ durchgeführt.
Der Klassifikator H kann, muss aber nicht, alle schwachen Hypothesen verwenden. Die Er-
kennung kann, wie in Kapitel 5.3.4 beschrieben, effizienter durchgeführt werden, wenn eine
geringere Anzahl an Merkmalstypen extrahiert werden muss. Ein Boosting-Klassifikator,
der lediglich m (m < n) schwache Hypothesen verwendet, wird im Folgenden mit Hm
bezeichnet. Die Berechnung der Erkennungsrate von Hm ergibt sich wie folgt:

recm =

∣I∣
∑
i=1

ϕ(i, m)

∣I∣
(6.1)

mit

ϕ(i, m) =

⎧⎪⎪
⎨
⎪⎪⎩

1, Hm(i) = li
0, sonst

(6.2)

Abbildung 6.2(a) stellt die Erkennungsergebnisse eines Klassifikators Hm für m = 1, .., 300
als Funktion der Erkennungsrate in Prozent über der Anzahl der verwendeten schwachen
Hypothesen m dar. Die Erkennungsergebnisse stellen das gemittelte Ergebnis über alle ver-
wendeten Testbilder dar. Wie viele Trainings- und Testbilder in der Evaluation verwendet
wurden, ist in der Beschreibung der einzelnen Ergebnisse gegeben. Die Darstellung in Ab-
bildung 6.2(b) ist identisch mit der in Abbildung 6.2(a), außer dass die Ergebnisse für die
Werte Hm mit m = 1, 10, 20, .., 300, also in Zehnerschritten, aufgetragen sind. Diese Dar-
stellung wurde gewählt, da die Ergebnisse in der Darstellung der Einerschritte schwanken
und die Lesbarkeit erschweren. Diese Schwankungen enthalten allerdings keine große Vari-
anz. Anstelle einer Glättung der Ergebnisse wurde daher die Darstellung in Zehnerschritten
gewählt, da diese eine gute und übersichtliche Darstellung des generellen Trends zulässt.
Für die Berechnung weiterer Ergebnisse werden stets die Originaldaten herangezogen. Die
Zehnerschritte werden nur für die übersichtliche Darstellung verwendet.
Eine kompakte Darstellung der Ergebnisse ist zusätzlich in Abbildung 6.2(c) gegeben. Die
gemittelte Erkennungsrate (Rec

(H200−H300)
- blauer Balken), gibt das gemittelte Ergebnis

des in Abbildung 6.2(a) rot markierten Bereichs an. Dies entspricht den gemittelten Erken-
nungsergebnissen für Hm mit m = 200, .., 300, wobei die Berechnung entsprechend Glei-
chung 6.1 stattfindet. Generell schwanken die Erkennungsergebnisse für m = 200, .., 300
kaum. Das gemittelte Ergebnis für diese Werte soll daher eine simple Darstellung der Er-
kennungsleistung ermöglichen. Der Lesbarkeit halber werden so berechnete Erkennungs-
raten mit Rec

(H200−H300)
bezeichnet.

Neben der gemittelten Erkennungsrate stellt Abbildung 6.2(c) zusätzlich die Sättigung dar
(grüner Balken). Die Sättigung gibt die Anzahl der schwachen Hypothesen an, bei der
sich die Erkennungsrate auf ein konstantes Niveau einpendelt. Die Sättigung ist in Abbil-
dung 6.2(a) als vertikale rote Linie bei 17 schwachen Hypothesen gegeben. Die Sättigung
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Abbildung 6.2: Verschiedene Darstellungen der Erkennungsergebnisse: (a) Erkennungs-
ergebnisse als Funktion der prozentualen Erkennungsrate über der Anzahl der schwachen
Hypothesen, (b) analoge Darstellung in Zehnerschritten der Anzahl schwacher Hypothesen
und (c) gemittelte Erkennungsrate für Hm mit m = 200, .., 300 (blauer Balken) und Anzahl
schwacher Hypothesen, bei der die Sättigung der Erkennungsraten erreicht wird (grüner
Balken).
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berechnet sich aus der Steigung der Kurve der Erkennungsraten. Die Sättigung ist erreicht,
wenn der Steigungswinkel α unter 5○ fällt. Der Steigungswinkel α berechnet sich als

α = tan−1 Hm+c − Hm

c
, (6.3)

wobei ein Wert von c = 20 verwendet wurde. Der Wert für c und der Schwellwert von
5○ haben sich experimentell als sinnvoll erwiesen. Obwohl die Erkennungsraten in Abbil-
dung 6.2(a) nach der roten Linie noch leicht steigen, ist die Sättigung im Wesentlichen
erreicht.
Eine weitere Darstellung der Ergebnisse, die als detaillierte Visualisierung der Klassifika-
tionsergebnisse bezeichnet wird, ist beispielsweise in Abbildung 6.4 gegeben. Die Visuali-
sierung der Bildmerkmale, die vom Boosting-Klassifikator als positiv erkannt wurden, er-
laubt einen Rückschluss auf Strukturen und Elemente die für die Erkennung eines Objekts
oder eines Ereignisses relevant sind. Hierfür werden detaillierte Klassifikationsergebnis-
se visualisiert, d.h. es werden die Bildregionen hervorgehoben, die als positiv klassifiziert
wurden. Wie in Kapitel 3.3.5 beschrieben, ist eine schwache Hypothese hv,t,θ des Boosting-
Klassifikators spezifiziert durch einen Merkmalsvektor v, einen Schwellwert θ und einen
Merkmalstyp t. Die Merkmalsvektoren eines Bilds i ∈ I von Typ t ∈ T sind gegeben als vi

t.
Die Klassifikation eines Bildes i durch eine schwache Hypothese h erfolgt durch

hv,t,θ(i) = {
1, d(v, vi

t) < θ

0, sonst
(6.4)

mit
d(v, vi

t) = min
m=1,..,∣vi

t∣
∥v, vi

t(m)∥2 (6.5)

Für die Klassifikation werden also die Distanzen zwischen den Merkmalsvektoren vi
t und

dem Hypothesenvektor v berechnet. Ist die minimale Distanz d(v, vi
t) kleiner als θ, so wird

das Bild von h als positiv klassifiziert. Die Visualisierung markiert die Bildregion, aus der
der Merkmalsvektor vwin = vi

t(m) extrahiert wurde.
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6.2 Evaluation der Detektionsoperatoren
Die Verwendung verschiedener Merkmalsdetektoren hat den Vorteil, dass ein Großteil der
relevanten Bildstrukturen erkannt und von den Merkmalsdeskriptoren repräsentiert werden
kann. Die Beschränkung auf wenige oder einzelne Merkmalsdetektoren könnte dazu füh-
ren, dass nicht alle wichtigen Strukturen erkannt werden und somit (semantisch) wichtige
Bildelemente unentdeckt bleiben. Wie in Abbildung 6.1 zu sehen ist, sind die Detektions-
ergebnisse der einzelnen Operatoren sehr unterschiedlich. Dennoch hat die Verwendung
mehrerer Detektionsoperatoren auch Nachteile. Zum einen erhöht sich die Berechnungs-
zeit mit der Menge an Bildregionen, aus denen Deskriptoren extrahiert werden müssen,
zum anderen kann es vorkommen, dass mehrere Detektoren ähnliche Ergebnisse liefern
und die hierdurch gewonnenen Informationen – zumindest teilweise – redundant sind. Da
sich vor allem die Ergebnisse der affinen Regionendetektoren und Maximally Stable Extre-
mal Regions (MSER) ähneln, wird im Folgenden untersucht, inwiefern sich die Ergebnisse
verändern, wenn einer oder mehrere dieser Operatoren eingesetzt werden. Da die Datensät-
ze einige kontrastarme Bilder enthalten, auf denen die affinen Detektoren keine Regionen
detektieren, betrachtet die Evaluation nur die Erkennungsqualität in Kombination mit an-
deren Operatoren.
Obwohl die Evaluation anhand der Erkennungsergebnisse unter Verwendung verschiede-
ner Konfigurationen an Merkmalsdetektoren nicht strikt von dem Einfluss der verwendeten
Merkmalsdeskriptoren getrennt werden kann, werden im Folgenden die Erkennungsergeb-
nisse untersucht. Die einzelnen Operatoren wurden bereits vielfach in der Literatur evalu-
iert. Da also an der generellen Leistungsfähigkeit der Detektionsoperatoren kein Zweifel
besteht, ist hier von Interesse, ob sich der zusätzliche Berechnungsaufwand durch signifi-
kant höhere Erkennungsergebnisse rechtfertigen lässt. Anstatt der Eignung einzelner Ope-
ratoren ist hier also relevant, ob sich die Operatoren ergänzen und verschiedene Bildmerk-
male abdecken.
Für die Evaluation der Merkmalsdetektoren wurden folgende Datensätze verwendet:

◇ Caltech-101 Flugzeug (Fei-Fei et al., 2004)
800 positive / 469 negative Trainingsbilder

◇ Graz-02 Fahrrad (Opelt et al., 2006b)
365 positive / 380 negative Trainingsbilder

◇ Graz-02 Auto (Opelt et al., 2006b)
420 positive / 380 negative Trainingsbilder

Die Evaluation selbst wurde als 10-fache Kreuzvalidierung durchgeführt, wobei die Parti-
tionierung für alle Konfigurationen eines Datensatzes identisch ist. Die in Abbildung 6.3
dargestellten Ergebnisse zeigen die gemittelten Ergebnisse dieser zehn Validierungsläufe.
Als Darstellung wurden die Balkendiagramme gewählt, da diese einen übersichtlichen Ver-
gleich der unterschiedlichen Konfigurationen erlauben. Als Konfiguration wird die gewähl-
te Operatorkonfiguration bezeichnet. Die Berechnung der gemittelten Ergebnisse erfolgt,
wie im vorigen Abschnitt beschrieben, über die Berechnung des Mittelwerts der Ergebnis-
se für den Klassifikator Hm mit m = 200, .., 300 als Rec

(H200−H300)
.

Abbildung 6.3(a) zeigt die Ergebnisse für die Flugzeug-Kategorie des Caltech-101-Daten-
satzes. Bis auf zwei Ausnahmen befinden sich die Ergebnisse sämtlicher Konfigurationen
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Graz-02 Fahrräder − − + + + +

Graz-02 Autos − − + + +

Caltech-101 Flugzeuge − + + + + − +

SIFT (Lowe, 2004)
Harris affin (Mikolajczyk et al., 2005a)
Hessian affin (Mikolajczyk et al., 2005a)
MSER (Matas et al., 2002)

Tabelle 6.1: Abschätzung (+/−) der Qualität der Erkennungsergebnisse bezogen auf den
Einsatz unterschiedlicher Merkmalsdetektoren. Spalten stehen für unterschiedliche Konfi-
gurationen, grau dargestellte Zellen geben an, welche Detektoren in dieser Konfiguration
verwendet wurden.

in einem ähnlichen Rahmen mit einer Varianz von ca. fünf Prozent. Für den Graz-02-
Fahrrad-Datensatz liefert die Verwendung von SIFT-Bildregionen und die Verwendung
von SIFT- und Hessian-affinen Bildregionen die schlechtesten Ergebnisse. Wie bei den an-
deren Datensätzen schwanken die Ergebnisse des Graz-02-Auto-Datensatzes um ca. fünf
Prozent. Das schlechteste Ergebnis liefert hier deutlich die ausschließliche Verwendung
von SIFT-Bildregionen. Diese schneiden im Vergleich zu den anderen Konfigurationen dra-
stisch schlechter ab. Eine Untersuchung der Detektionsergebnisse in Abbildung 6.4 zeigt,
dass SIFT-Bildregionen nicht in ausreichendem Maß die Bildbereiche detektieren und dar-
stellen können die notwendig wären. Für die Klassifikation wird eine große Menge an Bild-
regionen aus dem Hintergrund der Bilder einbezogen. Offensichtlich ist die Kombination
aus SIFT-Detektor und den Bildmerkmalen SIFT und Speeded-up Robust Features (SURF)
nicht geeignet, um die komplexen Strukturen von Autos in stark variierenden Szenarien ab-
bilden zu können. Abbildung 6.4 zeigt positiv klassifizierte Bildregionen unter Verwendung
des SIFT-Detektors (obere Reihe) und aller Detektoren (untere Reihe). Während sich viele
SIFT Interest Points (IPs) im Hintergrundbereich befinden, ist bei den Bildern der unteren
Reihe eine klare Fokussierung auf die Fahrzeuge zu erkennen. Der Großteil der untersuch-
ten Konfigurationen schneidet mit Ergebnissen über 85% gut ab. Die besten Ergebnisse
werden erreicht wenn alle Detektoren oder zumindest die Detektoren SIFT, Harris-affin
und MSER verwendet werden.
Die Unterschiede zwischen den Ergebnissen der Graz-02-Datensätze und dem Caltech-101-
Datensatz lassen sich auf die wesentlich höhere Komplexität der Graz-02-Bilder zurück-
führen. Während diese unter realen Bedingungen aufgenommen wurden, stellt der Caltech-
101-Datensatz, trotz realer Objekte, einen spezialisierten Datensatz dar. Obwohl auch die-
ser Datensatz komplexe Hintergründe enthält, sind die Objekte selten verdeckt und meist
zentriert (cf. Kapitel 2.3.1).
Tabelle 6.1 zeigt eine Bewertung der Detektor-Konfigurationen für die drei Datensätze. Die
Einschätzung erfolgt hierbei durch die Angabe, ob eine Konfiguration zu sehr guten (+)
oder sehr schlechten (−) Ergebnissen führt. Ergebnisse im Mittelfeld werden nicht bewertet.
Bei einer Betrachtung aller drei Datensätze schneiden die Konfigurationen

K = {SIFT∧ (Harris-affin∨Hessian-affin) ∧MSER}

am besten ab. Generell kann die Aussage, dass eine größere Anzahl an Detektoren nega-
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Abbildung 6.3: Erkennungsergbenisse unter Verwendung verschiedener Merkmalsdetek-
toren. Die Ergebnisse sind über die Resultate einer 10-fachen Kreuzvalidierung gemittelt.
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Abbildung 6.4: Visualisierung der positiv klassifizierten Bildregionen unter Verwendung
von SIFT IPs (obere Reihe) und aller Detektoren (untere Reihe).

tive Auswirkungen hat, nicht unterstützt werden. Dies kann allerdings daran liegen, dass
die Anzahl der Detektoren mit insgesamt vier noch recht gering ist und die Funktionalität
dieser Detektoren ausreichend komplementär zueinander ist. Zudem kann der Einfluss der
verwendeten unterschiedlichen Merkmalsdeskriptoren nicht quantifiziert werden. Die Er-
gebnisse über die unterschiedlichen Datensätze sind jedoch hinreichend eindeutig, um eine
Aussage über die Erkennungsleistung in Abhängigkeit von den eingesetzten Detektoren
zuzulassen.
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6.3 Evaluation der Merkmalsextraktion
Wie im vorigen Abschnitt gezeigt wurde, führt der Einsatz mehrerer Merkmalsdetekto-
ren zu einer Verbesserung der Erkennungsergebnisse. Die folgende Evaluation untersucht
diesen Effekt für die Merkmalsdeskriptoren unter Verwendung der vier Merkmalsdetekto-
ren SIFT, Harris-affin, Hessian-affin und MSER sowie dem globalen Bild, welches für die
Berechnung globaler Farbmerkmale genutzt wird (Color Layout Descriptor (CLD) und Do-
minant Color Descriptor (DCD)). Die verwendeten Merkmalsdeskriptoren werden jeweils
in der Diskussion der Ergebnisse spezifiziert. Die Evaluation wird, wie zuvor, durch ei-
ne 10-fache Kreuzvalidierung berechnet. Der Vergleichbarkeit halber werden die gleichen
Partitionen wie in der Evaluation der Merkmalsdetektoren verwendet. Für die Deskriptor-
Evaluation werden die gleichen Graz-02-Datensätze wie im vorigen Abschnitt verwendet
(Fahrräder und Autos) sowie die beiden Caltech-101-Datensätze, Flugzeuge und Motorrä-
der. Die Zusammensetzung der verwendeten Datensätze ergibt sich wie folgt:

◇ Caltech-101 Flugzeug: 800 positive / 469 negative Trainingsbilder
◇ Caltech-101 Motorrad: 796 positive / 469 negative Trainingsbilder
◇ Graz-02 Fahrrad: 365 positive / 380 negative Trainingsbilder
◇ Graz-02 Auto: 420 positive / 380 negative Trainingsbilder

Der Übersichtlichkeit halber wurde die Evaluation einzelner Merkmalstypen und die einer
Kombination mehrerer Merkmalstypen in je zwei Grafiken aufgeteilt. Da einzelne Merk-
malstypen in dieser Evaluation wesentlich geringere Erkennungsraten erreichen, werden
im Folgenden lediglich Kombinationen von Merkmalstypen diskutiert. Die Ergebnisse der
einzelnen Merkmalstypen finden sich in Anhang B.1. Für die in Abbildung 6.5 angegebene
Konfiguration All werden alle verfügbaren Deskriptoren eingesetzt (cf. Abbildung 6.1). SC
bezeichnet den Shape-Context-Deskriptor und Steer bezeichnet steuerbare Filter.
Abbildung 6.5 stellt die gemittelten Ergebnisse für den Caltech-101-Flugzeug- und -Motor-
rad-Datensatz dar. Wie in diesen Abbildungen zu sehen ist, erreichen die Konfigurationen
All und {SIFT, SURF, GLOH, LBP, LPQ, SC, Steer} die höchsten Erkennungsraten. Die
zweite Konfiguration entspricht {All / (DCD, CLD)}, also der Konfiguration All ohne die
globalen Farbmerkmale. Für die Flugzeug-Kategorie befinden sich alle Konfigurationen
mit Werten zwischen 91% und 97% auf sehr hohem Niveau. Lediglich die Konfigurati-
on {GLOH,SC,Steer} stellt einen negativen Ausreißer dar, der durch die schlechte Erken-
nungsleistung der Shape-Context-Deskriptoren und der steuerbaren Filter erklärt werden
kann (cf. Abbildung B.1(a)). Für die Motorrad-Kategorie schneiden mehrere Konfigura-
tionen sehr gut ab. Alle Konfigurationen, die Local Phase Quantization (LPQ)-Merkmale
enthalten, liefern Ergebnisse auf einem einheitlichen Niveau. Wie im Anhang in der Analy-
se der einzelnen Merkmalstypen zu sehen ist (Abbildung B.1(b)), erreichen LPQ-Merkmale
alleine bereits sehr hohe Erkennungsraten.
Für die beiden Graz-02-Datensätze sind ähnliche Ergebnisse wie zuvor für die Caltech-
Datensätze erkennbar. Lediglich der Unterschied zwischen der All-Konfiguration und der
zuvor zweitbesten Konfiguration {SIFT, SURF, GLOH, LBP, LPQ, SC, Steer} fällt hier
deutlicher aus. Stattdessen schneidet sowohl auf den Fahrrädern als auch auf den Autos
die Konfiguration {SURF, LBP, LPQ} besser ab. Ebenso wie auf den Caltech-Datensätzen
stellt die Konfiguration {GLOH, SC, Steer} einen Ausreißer nach unten dar. Diese Konfi-
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guration verwendet als einzige keine SIFT IPs und ist daher, wie auch schon im vorigen
Kapitel beschrieben wurde, nicht konkurrenzfähig.
Für das flexible Bilderkennungssystem FOREST ist im Vorhinein nicht bekannt, welche
Merkmale für eine Erkennungsaufgabe geeignet sind und die Anwender besitzen nicht die
fachlichen Kenntnisse, um diese Entscheidung zu treffen. Aus dieser Anforderung erfolgte
die Entwicklung der in Kapitel 3.2 beschriebenen Architektur des flexiblen Bilderkennungs-
systems, die eine Vielzahl an Operatoren für die Erkennung einsetzt. Aus den hier beschrie-
benen Ergebnissen geht hervor, dass der parallele Einsatz verschiedener Merkmalsdeskrip-
toren zu durchweg besseren oder zumindest gleichwertigen Ergebnissen führt, als der Ein-
satz einer Teilmenge dieser Deskriptoren. Die Ergebnisse einiger Konfigurationen, die le-
diglich Teilmengen der verfügbaren Operatoren verwenden, sind konkurrenzfähig. Jedoch
ist die Eignung der Konfigurationen abhängig vom Datensatz. Beispielsweise schneidet die
Konfiguration {SIFT, LBP, LPQ} auf den Caltech-Datensätzen sehr gut ab, auf den kom-
plexeren Graz-02-Datensätzen jedoch erheblich schlechter. Dies bedeutet, es wurde keine
Konfiguration gefunden, die auf einer Teilmenge der Operatoren beruht und durchweg ver-
gleichbare Ergebnisse zur All-Konfiguration liefert. Da FOREST einen generischen Ansatz
verfolgt und auf beliebige Aufgaben adaptierbar sein soll, kann die Menge an Merkmals-
deskriptoren daher nicht im Vorfeld auf eine sinnvolle Teilmenge eingeschränkt werden.
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Abbildung 6.5: Erkennungsergebnisse auf dem (a) Caltech-101-Flugzeug- und (b) -
Motorrad-Datensatz. Die Ergebnisse sind über die Ergebnisse der 10-fachen Kreuzvalidie-
rung gemittelt. Der Übersichtlichkeit halber sind die Ergebnisse einzelner Merkmalstypen
in Anhang B.1 in Abbildung B.1 zu finden.
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Abbildung 6.6: Erkennungsergebnisse auf dem (a) Graz-02-Fahrrad- und (b) -Auto-
Datensatz. Die Ergebnisse sind über die Ergebnisse der 10-fachen Kreuzvalidierung ge-
mittelt. Der Übersichtlichkeit halber sind die Ergebnisse einzelner Merkmalstypen in An-
hang B.1 in Abbildung B.2 zu finden.
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6.4 Generelle Erkennungsleistung auf künstlichen
Datensätzen

In den vorherigen Abschnitten wurde gezeigt, dass FOREST durch den Einsatz einer Viel-
zahl an Operatoren für die Merkmalsdetektion und die Merkmalsextraktion gute Erken-
nungsraten auf verschiedenen Datensätzen erreichen kann. Diese generische Erkennungs-
leistung wird im Folgenden auf weiteren Datensätzen untersucht. Für die Berechnung aller
folgenden Erkennungssysteme wurden alle verfügbaren Merkmalsdetektoren und Merk-
malsdeskriptoren verwendet.
Die im vorigen Abschnitt erzielten Erkennungsraten für die Graz-02-Datensätze erreichen
bei einer 10-fachen Kreuzvalidierung sehr hohe Erkennungsraten. Bei der Kreuzvalidie-
rung werden jeweils 9

10 der Bilder für das Training verwendet. Um jedoch eine Aussage
über die generelle Erkennungsleistung treffen zu können, eignet sich eine geringere An-
zahl an Trainingsdaten. Bereits Opelt et al. (2006b) verwendeten je Kategorie 150 Bilder
für das Training des Klassifikators. Diese Einstellung wird daher auch im Folgenden ver-
wendet, um eine realistische Aussage über die generelle Erkennungsleistung des flexiblen
Bilderkennungssystems zu machen. Die Ergebnisse der drei Graz-02-Kategorien Fahrrad,
Auto und Person wurden dabei über je zehn Durchläufe gemittelt. Die einzelnen Kategorien
wurden gegen eine Negativklasse, die weder Fahrräder, Autos noch Personen zeigen, trai-
niert. Die Menge an Bildern der positiven Kategorie wird mit I⊕, die Menge an Bildern der
negativen Kategorie als I⊖ bezeichnet. Die Anzahl der Bilder für die Validierung ergibt sich
aus ∣Itest∣ = ∣I∣ − ∣I⊕train∣ − ∣I⊖train∣, wobei ∣I⊕train∣ = ∣I⊖train∣ = 150. Die Erkennungsraten der drei
Kategorien sind in Abbildung 6.7 als Funktion der Erkennungsrate in Prozent über der An-
zahl der verwendeten schwachen Hypothesen in Zehnerschritten gegeben. Die Ergebnisse
weichen kaum von denen der Kreuzvalidierung im vorigen Kapitel ab.
Das generische Erkennungssystem von Opelt et al. (2006b) verwendet 150 Trainings- und
Testbilder je Kategorie. Die Trainings- und Testbilder wurden in der Reihenfolge ausge-
lesen, in der sie im Datensatz vorhanden sind. Es fand also keine zufällige Auswahl der
Trainings- und Testbilder wie in dieser Arbeit statt. Unter Verwendung von affin invari-
anten Merkmalsdetektoren und Momenten-invariante Merkmalen erreichte das generische
Erkennungssystem für die drei Kategorien die folgenden Erkennungsraten:

◇ Fahrrad: 73.5%
◇ Auto: 67.2%
◇ Personen: 81.1%

Die Ergebnisse wurden berechnet als die maximale Erkennungsrate, die sich aus der Varia-
tion des Schwellwerts für den Boosting-Klassifikator ergibt. Die maximale Erkennungsrate
weicht dabei durchgehend kaum von der Gleichfehlerrate1 ab, die von Opelt et al. (2006b)
berichtet wurde. In dieser Arbeit wurde der Schwellwert konstant auf Null gesetzt. Die Ana-
lyse der Erkennungsergebnisse anhand von ROC-Kurven ist prinzipiell interessant, liefert
aber wenig Rückschluss auf die Erkennungsleistung der von Laien-Anwendern trainierten
Systeme. Anhand der berichteten Ergebnisse im Vergleich zu den Ergebnissen in Abbil-

1Opelt et al. (2006b) verwenden den Begriff Gleichfehlerrate für die Erkennungsrate, die bei gleichen Werten
für die falsch-positiv-Rate und die falsch-negativ-Rate erreicht werden (Opelt, 2006a). Es handelt sich
also um eine Erkennungsrate, keine Fehlerrate.
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Abbildung 6.7: Erkennungsraten der drei Graz-02-Datensätze unter Verwendung von 150
Bildern je Kategorie für das Training.

dung 6.7 schneiden FOREST-Erkennungssysteme deutlich besser ab. Dies ist wahrschein-
lich auf die größere Vielfalt an Merkmalsdeskriptoren zurückzuführen. Das sehr schlech-
te Ergebnis für die Auto-Kategorie von Opelt et al. (2006b) lässt sich auf die Sensitivität
der Kategorie auf die verwendeten Detektoren und Merkmalsdeskriptoren zurückführen. In
Kapitel 6.2 und 6.3 waren große Schwankungen in den Erkennungsergebnissen für diese
Kategorie zu beobachten.
Ein Vergleich der Ergebnisse mit denen von Zhang et al. (2005) ist leider nicht möglich,
da für die Evaluation Teilmengen verwendet wurden, die Bilder enthalten, die ein bzw.
mehrere Fahrräder enthalten. Diese Teilmengen wurden ausschließlich getrennt betrachtet,
was einen direkten Vergleich nicht sinnvoll macht. Die Erkennungsergebnisse von 86% bis
90% scheinen aber nicht sehr über den Erkennungsergebnissen von FOREST zu liegen.

6.4.1 Diskriminative Bildstrukturen
Abbildung 6.8 zeigt die Visualisierung positiv klassifizierter schwacher Hypothesen auf
Beispielbildern des Graz-02-Fahrrad-Datensatzes, die richtig erkannt wurden. Die Abbil-
dung zeigt, dass Fahrräder aufgrund auffälliger Strukturen wie Räder und Lenker erkannt
werden. Die Erkennung ist auch dann erfolgreich, wenn der Kontrast oder die Perspektive
ungünstig ist (Abbildung 6.8(b)), nur Teile des Fahrrades zu sehen sind (Abbildung 6.8(c))
oder viele Fahrräder sich gegenseitig verdecken (Abbildung 6.8(d)).
Trotz der offensichtlich guten Funktionsweise des Klassifikators werden einige Bilder nicht
korrekt erkannt. Abbildung 6.9 zeigt Beispiele falsch klassifizierter Bilder. Die Bilder in
Abbildung 6.9(a) wurden nur sehr knapp falsch klassifiziert. Weitere Trainingsdaten, bzw.
eine größere Menge an Trainingsbildern, würden mit hoher Wahrscheinlichkeit zu einer
korrekten Erkennung dieser Bilder führen. In 6.9(b) ist zu sehen, dass Bildregionen auf
oder um die Fahrräder herum korrekt erkannt werden. Insgesamt ist jedoch der Kontrast
der Fahrräder zum Hintergrund zu gering. Zum Teil nehmen die Fahrräder hier einen unter-
geordneten Platz im Hintergrund ein und können daher nicht immer detektiert werden.
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(a)

(b)

(c)

(d)

Abbildung 6.8: Positiv klassifizierte Bildregionen auf korrekt erkannten Bildern.

(a)

(b)

(c)

(d)

Abbildung 6.9: Positiv klassifizierte Bildregionen auf falsch erkannten Bildern.
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Tabelle 6.2: Anzahl verfügbarer Bilder je Caltech-101 Kategorie. Die Negativ-Kategorie
enthält 469 Bilder und wurde für die Berechnung aller binärer Klassifikatoren verwendet.

In Abbildung 6.9(c) und (d) sind Bilder zu sehen, die fälschlicherweise als Fahrrad erkannt
wurden. Für die Bilder in (c) stellt sich die Frage, ob diese tatsächlich als Fehler anerkannt
werden sollten, da die Strukturen und Objekte Fahrrädern sehr ähneln. Selbst als Mensch
kann bei der englischen Bezeichnung der Kategorie bikes unklar sein, ob ein Motorrad da-
zugehört oder nicht. Das linke und rechte äußere Bild der Reihe (c) wurde jeweils aufgrund
der Reifen als Fahrrad erkannt, was zwar inkorrekt, aber nachvollziehbar ist. Die Bilder in
(d) wurden zum Teil aufgrund der Strukturen als positiv klassifiziert, die Lenker-und Fahr-
radstangen ähneln. Es scheinen aber auch zumindest teilweise Hintergrundmerkmale in den
Klassifikator mit eingeflossen zu sein.

6.4.2 Erkennungsleistung auf Caltech-101
Ein weiterer Datensatz, der häufig zu Evaluationszwecken herangezogen wird und daher ei-
ne Vergleichbarkeit der Leistung von FOREST ermöglicht, ist der Caltech-101-Datensatz.
Die Evaluation der Erkennungsergebnisse auf den Caltech-101-Daten, erfolgt durch die
Berechnung binärer Bilderkennungssysteme. Hierfür werden jeweils aus den Bildern der
Objektklasse und der Negativklasse eine spezifische Anzahl Bilder ausgewählt. Tabelle 6.2
enthält die zufällig aus dem Caltech-101-Datensatz ausgesuchten Objektklassen. Für diese
Objektklassen wurde in je zehn Evaluationsläufen jeweils ein binäres Bilderkennungssys-
tem trainiert. Für jeden Durchgang wurden die Trainings- und Testbilder zufällig ausge-
wählt. Die Anzahl der Trainingsbilder ∣Itrain∣ ergibt sich aus ∣Itrain∣ = ∣I⊕train∣ + ∣I⊖train∣, mit
∣I⊕train∣ = ∣I⊖train∣ ∈ {10, 20, 30}. Die Anzahl der Testbilder ∣I⊕test∣ = ∣I⊖test∣ liegt konstant bei
50. Einzige Ausnahme bilden hier Klassen, die weniger als ∣I⊕train∣ + ∣I⊕test∣ Bilder enthalten.
In diesem Fall werden lediglich die verbleibenden Bilder verwendet. Die Gesamtzahl der
Bilder je Objektklasse ist in Tabelle 6.2 gegeben.
Die gemittelten Ergebnisse der einzelnen Kategorien sind in Abbildung 6.10 für 30 Trai-
ningsbilder zu sehen. Die Ergebnisse sind über die jeweils zehn Durchläufe und wie die
Ergebnisse zuvor über die Erkennungsraten unter Verwendung von 200 − 300 schwachen
Hypothesen gemittelt. Wie in Abbildung 6.10 zu sehen ist, liegen die Erkennungsraten der
meisten Kategorien bei über 75%. Drei Kategorien schneiden hierbei schlechter ab, Amei-
sen, Skorpione und Tassen. Für diese drei Kategorien besteht die Schwierigkeit darin, dass
sie Bilder mit sehr großer Varianz beinhalten. Die Bilder der Tassen-Kategorie enthalten
zum Großteil sehr komplexe Hintergründe, wie beispielsweise Schreibtische, auf denen
sehr viele andere Objekte zu sehen sind. Zusätzlich enthalten die Tassen selbst häufig bun-
te Aufdrucke, die von der eigentlichen Struktur des Objekts ablenken und die Erkennung
erschweren. Die beiden Kategorien Ameise und Skorpion leiden hingegen an der Darstel-
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Abbildung 6.10: Gemittelte Erkennungsraten einzelner Caltech-101 Kategorien unter Ver-
wendung von 200-300 schwachen Hypothesen und ∣I⊕train∣ = ∣I⊖train∣ = 30.

lung der Tiere aus sehr verschiedenen Perspektiven. Die charakteristischen Eigenschaften
der Tiere sind, bei der geringen Menge an Trainingsbildern, nicht robust zu erkennen. Die
detaillierten Erkennungsergebnisse der einzelnen Kategorien sind in Anhang B.2 gegeben.
Abbildung 6.11 zeigt die gemittelten Erkennungsraten über alle verwendeten Objekt-Kate-
gorien bei variierender Anzahl an Trainingsbildern und schwacher Hypothesen. Die Abbil-
dung zeigt, dass die Erkennungsraten wesentlich stärker mit der Anzahl der Trainingsbilder
steigt als mit der Anzahl der eingesetzten schwachen Hypothesen. Lediglich für eine sehr
geringe Anzahl schwacher Hypothesen (≤ 20) ist der Effekt signifikant.
In der Literatur wurden für die Caltech-101-Daten Erkennungsraten zwischen 71% (Berg
et al., 2005) und knapp unter 80% berichtet (Nilsback und Zisserman, 2008). Allerdings
stellen diese Ergebnisse die gemittelten Erkennungsraten über alle 101 Kategorien dar. Die
Evaluation von Berg et al. (2005) ist nicht komplett mit der in dieser Arbeit vergleichbar,
da eine Retrieval-Anwendung betrachtet wird. Nilsback und Zisserman (2008) berichten
für das Training auf 10 Trainingsbildern je Kategorie eine durchschnittliche Erkennungs-
rate von ca. 65%. Diese Ergebnisse werden von FOREST übertroffen. Allerdings werden
in dieser Evaluation nicht alle 101 Kategorien verwendet. Die Arbeit von Nilsback und
Zisserman (2008) enthält eine Zusammenfassung bislang veröffentlichter Erkennungsraten
auf dem Caltech-101-Datensatz, die allerdings unter den beschriebenen Erkennungsraten
liegen.
Holub et al. (2005) berichten Erkennungsraten auf vier der Kategorien:

◇ Gesichter: 91%,
◇ Motorräder: 95.1%,
◇ Flugzeuge: 93.8% und
◇ Leoparden: 93%.

Holub et al. (2005) verwendeten 100 Trainingsbilder je Kategorie. FOREST erreicht bei 30
Trainingsbildern für die Kategorien Gesichter, Mototrräder und Flugzeuge bereits identi-
sche oder bessere Ergebnisse.
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Abbildung 6.11: Erkennungsraten gemittelt über alle Kategorien aus Abbildung 6.10 bei
variierender Anzahl an Trainingsbildern und schwacher Hypothesen.

Datensatz Anzahl
Bilder

Größe Quelle Erkennungsaufgabe

Stuttgart 1110 400× 296 Laborkamera SFB
Nexus

Mind. ein Fenster ge-
öffnet?

Aurich 2000 400× 300 Marktplatz Aurich Findet gerade Markt
statt?

Alster 1221 600× 480 Alster Webcam Befinden sich Segler
auf der Alster?

Atterheide 1436 600× 450 Flugplatz Atterheide Befindet sich ein Flug-
zeug auf der Roll-
bahn?

Stralsund 526 600× 450 Hafen Stralsund Stehen PKW im
Halteverbot?

Tabelle 6.3: Spezifikation der Webcam-Datensätze.
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6.5 Generelle Erkennungsleistung auf realen
Datensätzen

FOREST kann auf Standard-Computer-Vision-Datensätzen, wie in den vorigen Abschnit-
ten gezeigt, mit spezialisierten Bilderkennungssystemen konkurrieren. FOREST ist aber
vor allem für die automatische Extraktion von Informationen aus frei verfügbaren Bild-
datenquellen, wie etwa Webcams, gedacht. Dieser Abschnitt untersucht daher die Erken-
nungsleistung von FOREST-Erkennungssystemen für einige prototypische Szenarien, de-
ren Spezifikation in Tabelle 6.3 gegeben ist.
Falls nicht anders beschrieben wird für die jeweiligen Erkennungssysteme der komplette
Bildbereich ohne Einschränkungen verwendet. Es wurde also kein Bildbereich spezifiziert,
auf den die Bilderkennung angewandt werden soll. Für das Training der FOREST-Erken-
nungssysteme wurden ∣I⊕train∣ = ∣I⊖train∣ ∈ {50, 100, 150, 250} Bilder verwendet. Die Anzahl
der Bilder je Datensatz ist in Tabelle 6.3 gegeben. Die Anzahl der positiven und negativen
Bilder ist dabei, mit Ausnahme des Aurich-Datensatzes, ungefähr ausgeglichen. Unterschie-
de im niedrigen zweistelligen Bereich wurden zugelassen. Die diskutierten Ergebnisse sind
stets über zehn Durchläufe mit jeweils zufällig ausgewählten Trainings- und Testbildern
gemittelt.

6.5.1 Erkennung offener Fenster
Der Datensatz Stuttgart (Laborkamera SFB Nexus, cf. Tabelle 6.3) zeigt einen Laborraum
an der Universität Stuttgart. Als Aufgabe wurde die Erkennung offener Fenster gewählt.
Diese Erkennungsaufgabe ist gerade für Büroräume typisch, da offene Fenster ein Sicher-
heitsrisiko darstellen. Dieses Erkennungssystem könnte also nach einer bestimmten Uhrzeit
eine Warnung ausgeben und somit Einbrüche verhindern. Die Erkennungsergebnisse könn-
ten aber auch dazu genutzt werden, um generell beim Verlassen des Büros oder bei einem
Wetterumschwung zu warnen, z.B. per SMS.
Die Erkennungsergebnisse sind in Abbildung 6.12 dargestellt. Die gemittelte Erkennungs-
rate Rec

(H200−H300)
ist als blauer Balken gegeben. Die Rate der richtig-positiven Elemente

tp berechnet sich wie folgt:

tp =

∣I∣
∑
i=1

φ(i)

∣I⊕∣
(6.6)

φ(i) =
⎧⎪⎪
⎨
⎪⎪⎩

1, H(i) = +1∧ i ∈ I⊕

0, sonst
(6.7)

Die Ergebnisse für tp
(H200−H300)

sind ebenfalls über die Ergebnisse für 200 bis 300 schwa-
che Hypothesen gemittelt.
Die Anzahl der Bilder für die Evaluation des trainierten Systems lag konstant bei ∣I⊕test∣ =

∣I⊖test∣ = 150. Die Annotation der Trainingsbilder erfolgte lediglich durch die Markierung der
Bilder, auf denen mindestens ein Fenster geöffnet ist. Die Anzahl der geöffneten Fenster
sowie die Frage welches Fenster geöffnet ist, spielt für die Erkennungsaufgabe daher keine
Rolle.
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Abbildung 6.12: Ergebnisse für FOREST-Erkennungssystem, das offene Fenster in einem
Laborraum detektiert. Die Erkennungsergebnisse sind für verschiedene Zahlen an Trai-
ningsbildern gegeben. Getestet wurde auf jeweils 150 zufällig ausgewählten positiven und
negativen Bildern je Kategorie. Die Ergebnisse sind über zehn Durchläufe gemittelt.

Abbildung 6.13: Visualisierung positiv klassifizierter Bildregionen für ein Bilderken-
nungssystem, welches erkennt, ob mindestens ein Fenster geöffnet ist. Die linke und rechte
Spalte zeigen die Klassifikation unter Verwendung von 10 bzw. 50 schwachen Hypothesen.
Webcam: Laborkamera SFB Nexus.
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Abbildung 6.14: Ergebnisse für FOREST-Erkennungssystem, das erkennt, ob Markt statt-
findet oder nicht. Die Erkennungsergebnisse sind für verschiedene Zahlen an Trainingsbil-
dern gegeben. Getestet wurde auf jeweils 150 zufällig ausgewählten positiven und negativen
Bildern je Kategorie. Die Ergebnisse sind über zehn Durchläufe gemittelt.

Die aufgabenspezifischen Erkennungssysteme erreichen sehr hohe Erkennungsraten. Be-
reits bei lediglich 50 Trainingsbildern je Kategorie wird eine Erkennungsrate von durch-
schnittlich 96% erreicht. Die Vergrößerung des Trainingsdatensatzes führt dazu, dass eine
nahezu perfekte Erkennung gewährleistet werden kann. Den Ergebnissen ist zu entneh-
men, dass sich eine Vergrößerung des Trainingsdatensatzes vor allem auch auf die richtig-
positiven Elemente auswirkt. Bei zunehmender Anzahl an Trainingsbilder verringert sich
die Differenz zwischen der allgemeinen Erkennungsrate und der richtig-positiv-Rate.
Der Anzahl der schwachen Hypothesen, bei der die Sättigung erreicht wird, ist durchgehend
sehr gering. Dies lässt darauf schließen, dass während des Trainings sehr gute diskriminati-
ve Bildmerkmale ausgewählt werden konnten. Die Visualisierung der Klassifikationsergeb-
nisse bei zehn schwachen Hypothesen in Abbildung 6.13 bestätigt dies. In der Abbildung
ist zu erkennen, dass sich die positiv klassifizierten Merkmale auf Bereiche an und um die
offenen Fenster fokussieren. Bei einer Verwendung von 50 schwachen Hypothesen (rech-
te Spalte) werden einige Merkmale außerhalb der Fensterbereiche erkannt, die allerdings
keinen negativen Einfluss auf die Klassifikationsleistung haben.

6.5.2 Erkennung von Markttagen
In diesem Szenario werden die Bilder einer Webcam mit Blick auf den Auricher Marktplatz
genutzt, um automatisch zu erkennen, ob ein Markt stattfindet. Die positiven und negativen
Elemente dieses Aurich-Datensatzes (Marktplatz Aurich, cf. Tabelle 6.3) sind nicht ausge-
glichen, da die Bilder kontinuierlich über mehrere Tage aufgenommen wurden und lediglich
an zwei Tagen pro Woche der Markt stattfindet. Der Datensatz enthält daher lediglich 440
positive Bilder. Die Evaluation wird allerdings mit der gleichen Menge an positiven und
negativen Bildern durchgeführt.
Die Erkennungsergebnisse liegen auf sehr hohem Niveau, wie in Abbildung 6.14 zu sehen
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(a)

(b)

(c)

Abbildung 6.15: Visualisierung der Bildregionen positiv erkannter Bildmerkmale für ein
Bilderkennungssystem, welches erkennt ob Markt stattfindet oder nicht. Reihe (a) zeigt
korrekt positiv klassifizierte Bilder, Reihe (b) zeigt korrekt negativ klassifizierte Bilder und
Reihe (c) zeigt falsch positiv klassifizierte Bilder. Die Bilder in Reihe (c) sind selbst für
Menschen schwer entscheidbar. Webcam: Marktplatz Aurich.

ist. Lediglich für eine Anzahl von 50 Trainingsbildern je Kategorie ist ein Abfall der Er-
kennungsraten sichtbar. Die Anzahl der Testbilder beträgt für dieses System 150 Bilder je
Kategorie. Obwohl sich die Marktstände an verschiedenen Wochentagen unterscheiden, ist
die Erkennung nahezu perfekt. Die wenigen bestehenden Fehler beziehen sich auf Bilder,
auf denen der Markt gerade auf- oder abgebaut wird. Diese Bilder sind auch für Menschen
schwer zu unterscheiden und weisen nicht auf schlechte Leistungen des Bilderkennungssys-
tems hin. Eine Visualisierung der positiv klassifizierten Bildregionen und einige Beispiele
für schwer kategorisierbare Bilder sind in Abbildung 6.15 gegeben.

6.5.3 Erkennung von Segelbooten auf der Alster
Die Bilder des Datensatzes Alster (Alster Webcam, cf. Tabelle 6.3) wurden über einen Zeit-
raum von zwei Tagen aufgenommen. Der Datensatz deckt damit nicht alle möglichen Wet-
terbedingungen ab. Beispielsweise ist Regenwetter nicht in den Daten enthalten. Dennoch
beinhaltet der Datensatz eine große Varianz der Helligkeitsbedingungen. Der Datensatz ist
somit geeignet, um eine Aussage darüber zu treffen, ob Segelboote trotz der perspektivi-
schen Verzerrung erkannt werden können. Die robuste Erkennung bei variierenden Wetter-
bedingungen kann durch ausreichende Trainingsdaten gewährleistet werden.
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Abbildung 6.16: Visualisierung der Bildregionen positiv erkannter Bildmerkmale für ein
Bilderkennungssystem, welches erkennt, ob sich Segelboote auf der Alster befinden. Die
obere Reihe zeigt das Originalbild. Das Erkennungssystem wurde mit 250 Bildern je Ka-
tegorie trainiert. Für die Visualisierung wurden 10 schwache Hypothesen verwendet. Web-
cam: Alster Webcam.
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Abbildung 6.17: Ergebnisse für FOREST-Erkennungssystem, das erkennt, ob sich Segler
auf der Alster befinden. Die Erkennungsergebnisse sind für verschiedene Zahlen an Trai-
ningsbildern gegeben. Getestet wurde auf 250 zufällig ausgewählten Bildern je Kategorie.
Die Ergebnisse sind über zehn Durchläufe gemittelt.
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Die Erkennungsaufgabe ist vergleichbar mit der Erkennung der Segelboote auf der entspre-
chenden Caltech-101 Kategorie. Der Alster-Datensatz zeigt im Gegensatz zu den Caltech-
Bildern eine statische Szene. Allerdings zeigt der Alster-Datensatz Segelboote selten zen-
triert oder prominent im Vordergrund. Vielmehr enthält der Datensatz eine große Vari-
anz aufgrund der perspektivischen Verzerrung (siehe Abbildung 6.16). Andererseits ist
die Formvielfalt der Segelboote im Vergleich zu der Caltech-Kategorie geringer. Abbil-
dung 6.17 zeigt die Erkennungsraten für den Alster-Datensatz unter Verwendung verschie-
den großer Trainingsdatensätze. Getestet wurde durchgehend auf 250 Bildern je Kategorie.
Die Erkennungsergebnisse steigen mit der Größe des Trainingsdatensatzes. Insgesamt lie-
gen die Ergebnisse mit 90% bis 92% auf einem hohen Niveau. Lediglich die Ergebnisse
unter Verwendung von 50 Trainingsbildern fallen mit 86% schlechter aus.
Fehlerhaft erkannte Bilder wurden hauptsächlich dann falsch klassifiziert, wenn die Segel-
boote sich so weit im Hintergrund befinden, dass sie kaum noch strukturelle Merkmale
aufweisen. Allerdings ist die Erkennung, wie in Abbildung 6.16 zu sehen, auch bei relativ
kleinen Segelbooten noch sehr gut.
Anhand der Sättigung in Abbildung 6.17 ist zu erkennen, dass die Anzahl der benötigten
schwachen Hypothesen bei größeren Datensätzen abnimmt. Dies lässt darauf schließen,
dass die Trainingsdaten bei 250 Trainingsbildern eine ausreichende Varianz beinhalten, die
die effiziente Auswahl der diskriminativen Merkmalsvektoren ermöglicht.

6.5.4 Erkennung von Flugzeugen auf dem Rollfeld
Für den Datensatz Atterheide (Flugplatz Atterheide, cf. Tabelle 6.3) wurden Bilder eines
Flugplatzes nahe Osnabrück gesammelt. Auf diesen Bildern soll detektiert werden, ob sich
ein Flugzeug oder Helikopter auf dem Rollfeld befindet. Die Ergebnisse dieser Erkennungs-
aufgabe sind in Abbildung 6.18 dargestellt. Die Bilder wurden im Zeitraum von 24 Stun-
den aufgenommen (18 Uhr abends bis 18 Uhr abends am Folgetag). Trotz des geringen
Zeitraums ändern sich sowohl die Wetterbedingungen als auch die Lichtverhältnisse aus-
reichend, um eine generelle Aussage über die Erkennungsleistung zuzulassen. Die relativ
geringe Anzahl an Flugzeugen, die in diesem Zeitraum gelandet ist, stellt keine Einschrän-
kung dar, da sich die Flugzeuge, die potentiell auf diesem Flugplatz landen generell stark
ähneln, bzw. im Laufe einer Woche meist die gleichen Flugzeuge unterwegs sind.
Die Erkennungsraten liegen mit über 96% auf einem sehr hohen Niveau. Einzige Ausnah-
me ist das Ergebnis unter Verwendung von 50 Trainingsbildern je Kategorie. Diese Menge
scheint nicht ausreichend, um eine gute Erkennungsqualität zu gewährleisten. Eine detail-
lierte Untersuchung der Erkennungsergebnisse zeigt, dass die richtig-positiv-Rate bei 50
Trainingsbildern wesentlich geringer ist als die durchschnittliche Erkennungsrate. Die rela-
tiv geringe Menge an Trainingsbildern scheint nicht ausreichend zu sein, um die Variationen
der Flugzeuge ausreichend abbilden zu können.
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Abbildung 6.18: Ergebnisse für FOREST-Erkennungssystem, das erkennt, ob sich Flug-
zeuge auf dem Rollfeld befinden. Die Erkennungsergebnisse sind für verschiedene Zahlen
an Trainingsbildern gegeben. Getestet wurde auf 250 zufällig ausgewählten Bildern je Ka-
tegorie. Die Ergebnisse sind über zehn Durchläufe gemittelt.

6.5.5 Erkennung von Fahrzeugen
Die Evaluation der FOREST-Erkennungssysteme, wie sie in diesem Abschnitt erfolgte,
ist nicht völlig realistisch was den zukünftigen realen Einsatz von FOREST betrifft. Viel-
mehr ist zu erwarten, dass Trainingsdaten über mehrere Tage akquiriert werden und auf
neu verfügbaren Daten getestet werden. Für die generelle Evaluation der FOREST-Erken-
nungssysteme eignet sich die zufällige Auswahl von Trainings- und Testbildern in mehreren
Durchläufen. Das Erkennungsergebnis auf einem zeitlich geordneten Datensatz stellt ledig-
lich ein einzelnes Ergebnis dar, das zusätzlich stark abhängig von den Trainingsdaten selbst
ist, also der enthaltenen Varianz und der Menge. Um die Evaluation in einem realistischen
Szenario durchzuführen, wurde auf dem Datensatz Stralsund (Hafen Stralsund, cf. Tabel-
le 6.3) die Evaluation sowohl mit zufällig ausgewählten Bildern als auch zeitlich geordnet
durchgeführt.
Im Idealfall könnten parkende Autos, wie sie in diesem Szenario detektiert werden sollen,
über einen Vergleich von Bildfolgen detektiert und klassifiziert werden. Dies ist hier nicht
möglich, da die Webcam lediglich im Abstand von mehreren Minuten aktualisiert wird.
Möglicherweise gilt das Halteverbot vor Ort nicht für Taxis. Dies ist aus den Webcam Bil-
dern nicht vollständig ersichtlich und spielt auch für diese beispielhafte Erkennungsaufgabe
keine wesentliche Rolle.
Die Bilder des Datensatzes wurden über insgesamt sieben Tage aufgenommen. Die Erken-
nungssysteme mit zufällig ausgewählten Bildern sind mit randn bezeichnet, wobei n die
Anzahl der Trainingsbilder je Kategorie ist. Getestet wurde jeweils auf 100 Bildern je Ka-
tegorie. Die Erkennungssysteme, die auf zeitlich geordneten Daten trainiert wurden, sind
mit completen bezeichnet, wobei n ∈ {3, 4, 5} die Anzahl der Tage angibt, aus denen der
Trainingsdatensatz besteht. Getestet wurde hier jeweils auf die verbleibenden Bilder.
Abbildung 6.19 zeigt ein Bild der verwendeten Webcam, mit Blick auf den Hafen in Stral-
sund. Der Bereich, in dem das Halteverbot gilt, ist rot markiert. Wie in der Abbildung zu
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Abbildung 6.19: Hafen Stralsund mit markiertem Halteverbotsbereich.
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Abbildung 6.20: Ergebnisse für FOREST-Erkennungssystem, das erkennt, ob Fahrzeuge
im Halteverbot parken. randn bezeichnet zufällig ausgewählte Daten, completen zeitlich
geordnete Daten und sectionn zeitlich geordnete Daten unter Verwendung des relevanten
Bildausschnitts.

sehen ist, nimmt der für die Erkennungsaufgabe relevante Bereich nur einen kleinen Teil des
Bildes in Anspruch. Abbildung 6.20 zeigt die Ergebnisse für die Erkennungssysteme auf
zeitlich geordneten Trainingsdaten (completen) und auf zufällig ausgewählten Trainingsda-
ten (randn). Die allgemeine Erkennungsrate ist gegeben als blauer Balken (Rec

(H200−H300)
),

wobei die Berechnung entsprechend Kapitel 6.1 stattfindet.
Wie in Abbildung 6.20 zu sehen ist steigen die durchschnittlichen Erkennungsraten mit der
Anzahl der Trainingsdaten. Mit knapp über 85% Erkennungsrate ist das Erkennungssystem,
das auf den Bildern von fünf Tagen trainiert wurde (complete5), mit Abstand das Beste.
Der Grund hierfür ist, dass die Bilder der ersten vier Tage relativ einheitliche Wetterbedin-
gungen zeigen und die nachfolgenden Tage, mit starker Bewölkung, hiervon abweichen.
Die Erkennungsraten der zeitlich geordneten Systeme sind denen mit zufällig ausgewähl-
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Abbildung 6.21: Visualisierung positiv klassifizierter Bildregionen. Vergrößerung des Trai-
ningsdatensatzes führt zu gezielterer Erkennung von Fahrzeugmerkmalen. Die Auswahl des
Bildbereichs führt bereits bei wenigen Trainingsdaten zu gezielter Erkennung.

ten Trainingsdaten insgesamt überlegen. Die Untersuchung der Raten der richtig-positiv
und falsch-positiv klassifizierten Bilder (berechnet analog zu Rec

(H200−H300)
) zeigt aller-

dings große Unterschiede. Während die Verwendung zeitlich geordneter Trainingsdaten zu
einer geringen Rate an falsch-positiven Elementen führt, ist die Rate der richtig-positiven
Elemente mit 40% für complete3 sehr niedrig. Für die Erkennungssysteme mit zufällig
ausgewählten Trainingsdaten ergibt sich eine hohe richtig-positiv-Rate, allerdings zu La-
sten einer hohen falsch-positiv-Rate. Diese Unterschiede lassen sich damit erklären, dass
für die zufällige Auswahl der Trainingsdaten jeweils die gleiche Menge positiver und nega-
tiver Bilder verwendet wurde, während die zeitlich geordneten Daten keine so gleichmäßige
Verteilung positiver und negativer Trainingsbilder enthält.
In Abbildung 6.21 ist in den linken zwei Spalten zu sehen, dass viele Bildbereiche, die posi-
tiv klassifiziert wurden (completen), nichts mit der eigentlichen Erkennungsaufgabe zu tun
haben. Dies kann aber durch die Auswahl des relevanten Bildbereichs, wie es in der Benut-
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zungsoberfläche in Kapitel 5.2 vorgesehen ist, geändert werden. Diese Ergebnisse sind in
Abbildung 6.20 als sectionn gegeben und beziehen sich auf die Erkennung unter Verwen-
dung des eingeschränkten Bildausschnitts der zeitlich geordneten Trainingsdaten. Wie zu
sehen ist, erzielt das Erkennungssystem bereits bei Trainingsdaten über drei Tage (section3)
bessere Ergebnisse als complete5. Abbildung 6.21 zeigt positiv klassifizierte Bereiche auf
den verwendeten Bildausschnitten. Wie zu sehen ist, werden wesentlich gezielter relevan-
te Bildbereiche für die Klassifikation verwendet. Insgesamt werden unter Verwendung der
Bildausschnitte einige Bilder mit einzelnen parkenden Fahrzeugen falsch klassifiziert, bzw.
vereinzelt fahrende Autos als parkende Fahrzeuge erkannt.
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6.6 Multi-Klassen Klassifikation
Erkennungsaufgaben auf Webcam-Daten sind häufig – aber nicht nur – binäre Entschei-
dungsaufgaben. Multi-Klassen-Erkennungssysteme können auf vielen Datensätzen von In-
teresse sein. Die technischen Details der Multi-Klassen-Klassifikation wurden bereits in
Kapitel 3.3.6 beschrieben. Im Folgenden werden solche aufgabenspezifischen Multi-Klassen-
Erkennungssysteme auf zwei Datensätzen untersucht. Die Spezifikation der Datensätze ist
in Tabelle 6.4 gegeben.
Zur Erinnerung: Ein Bild i ∈ I wird klassifiziert, indem die Klasse c ∈ C gewinnt, für die
der Boosting-Klassifikator Hc(i) die größte Ausgabe liefert:

c(i) = argmax
ĉ=1,..,∣C∣

H ĉ(i). (6.8)

Die Erkennungsrate wird gemäß Gleichung 6.9 berechnet. Um analysieren zu können, ob
falsch klassifizierte Bilder eventuell nur knapp falsch erkannt werden, wird die Berechnung
der Erkennungsrate in Gleichung 6.10 auf die besten n Klassen erweitert, die die höchste
Übereinstimmung haben. Hierfür wird Gleichung 6.8 zu Gleichung 6.12 erweitert, die den
Index der j-besten Klasse liefert.

top1 =

∣I∣
∑
i=1

mc(i, 1)

∣I∣
(6.9)

topn =

n
∑
j=1

∣I∣
∑
i=1

mc(i, j)

∣I∣
(6.10)

mc(i, j) =
⎧⎪⎪
⎨
⎪⎪⎩

1, wenn c̃(i, j) = li
0, sonst

(6.11)

c̃(i, j) = argmax
ĉ∈M

H ĉ(i), M = {1, .., ∣C∣} / {c̃(i, 1), .., c̃(i, j − 1)} (6.12)

Die Betrachtung der n besten Ergebnisse ermöglicht beispielsweise eine interaktive An-
wendung, in der Anwendern die wahrscheinlichsten Klassen anhand von Beispielbildern
präsentiert werden. Solch eine Vorauswahl kann die manuelle Klassifikation durch den An-
wender stark vereinfachen, da der resultierende Suchraum bereits drastisch reduziert wurde.

6.6.1 Unterscheidung von Blumen
Als Beispielanwendung für eine botanische Erkennungsaufgabe wurde der Flowers172-
Datensatz (Nilsback und Zisserman, 2006) ausgewählt. Die Bilder zeigen Aufnahmen von
17 verschiedenen Blumenarten. Die Blumen sind meist zentriert und bildfüllend, wurden

2Die Bilder stammen aus verschiedenen Online-Suchen. Aufgrund der unklaren Urheberrechte ist eine Dar-
stellung dieser Bilder hier nicht möglich. Auf der Webseite der Visual Geometry Group sind für jede
Kategorie Beispielbilder dargestellt:
http://www.robots.ox.ac.uk/~vgg/data/flowers/17/index.html

http://www.robots.ox.ac.uk/~vgg/data/flowers/17/index.html
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Datensatz Anzahl
Klassen

Bilder je
Klasse

Größe Quelle

Flowers 17 80 600× 436 (Nilsback und Zisserman,
2008)

AT&T Faces 40 10 165× 200 (Samaria und Harter,
1994)

Tabelle 6.4: Spezifikation der Multi-Klassen-Datensätze.

jedoch in der Natur aufgenommen und enthalten daher Verdeckungen und komplexe Hin-
tergrundstrukturen. Die Kategorien enthalten je 80 Bilder der Blumenart, die allerdings in
Form, Farbe und Perspektive variieren.
Abbildung 6.22 stellt die Erkennungsraten für die einzelnen Kategorien, berechnet gemäß
Gleichung 6.10 für n = 1, 2, 3 dar, wobei die Erkennungsraten wie zuvor über die Ergeb-
nisse mit 200-300 schwachen Hypothesen gemittelt werden. Die Evaluation wurde mittels
einer fünffachen Kreuzvalidierung durchgeführt und die Ergebnisse wurden über die ver-
schiedenen Durchläufe gemittelt. Das Bilderkennungssystem erreicht eine korrekte Erken-
nungsrate von ca. 79%, wenn nur die beste Kategorie betrachtet wird (top1). Werden die
besten drei Kategorien betrachtet (top3), so erreicht das Erkennungssystem über 92%.
Die besten Einzelergebnisse erreichen die Kategorien Gänseblümchen und Tigerlilie mit
über 90%. Sowohl die Form, als auch die Farbgebung dieser Kategorien ist markant genug,
um eine sehr gute Erkennungsleistung zu ermöglichen. Obwohl die Kategorie Tigerlilie
durch ihre Struktur eine große Varianz beinhaltet, ist die Erkennung daher robust möglich.
Insgesamt liegen die Erkennungsergebnisse der einzelnen Kategorien mit meist über 75%
auf einem guten Niveau.
Die Erkennungsrate von ca. 79% für top1 lässt sich durch die schlechten Ergebnisse der
Kategorien Narzisse, Krokus, Tulpe und Schlüsselblume erklären, die in Abbildung 6.22 zu
sehen sind. Diese liegen im Durchschnitt knapp über 60%. Schlüsselblumen, Narzissen und
Tulpen werden häufig verwechselt, da die Form und Farbe auf den Bildern für diese Kate-
gorien recht ähnlich ist. Die Kategorie Krokusse enthält eine recht hohe Varianz und wird
daher häufig als Blauglöckchen oder Tulpe klassifiziert. Für diese Kategorien ist zudem
zu beachten, dass die Erkennungsergebnisse in den fünf Durchläufen der Kreuzvalidierung
enorm schwanken. Unterschiede von bis zu 50%, bei gleicher Anzahl an Hypothesen las-
sen sich nur durch eine ungünstige Aufteilung der Daten in Trainings- und Testdaten bzw.
eine nicht ausreichende Abdeckung der Varianz erklären. Anhand der Sättigung in Abbil-
dung 6.22 ist zu erkennen, dass Kategorien mit vergleichsweise schlechter Erkennungsrate
eine geringe Anzahl an schwachen Hypothesen benötigen, bis die Sättigung erreicht ist.
Dies bestätigt die Vermutung, dass die Trainingsdaten nicht geeignet sind, um die Katego-
rien zu erlernen. Eine Sättigung nach einer sehr geringen Anzahl an schwachen Hypothesen
weist darauf hin, dass der Klassifikator sehr schnell sehr wenige diskriminative Merkmals-
vektoren lernt. Da die Erkennungsleistung vergleichsweise gering ist, bedeutet dies, dass
eine Korrelation gelernt wurde, die wenig geeignet war, um die Kategorie zu erkennen.
Eine Verbesserung der Erkennungsleistung kann durch weitere Trainingsdaten der Katego-
rien erreicht werden, die eine starke Varianz aufweisen. Abschließend ist zu sagen, dass das
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Abbildung 6.22: Ergebnisse und Sättigung der Erkennungsrate von FOREST-Multi-
Klassen-Erkennungssystem auf den einzelnen Kategorien.

System mit durchschnittlich 79% bereits ungeübten Personen überlegen ist. Zudem weisen
die top3 Ergebnisse darauf hin, dass Personen aus den besten drei Kategorien die korrekte
Kategorie auswählen können.
Nilsback und Zisserman (2006) berichten für die Erkennung auf dem Datensatz eine durch-
schnittliche Erkennungsrate von 81.3%. Die top1 Ergebnisse dieser Arbeit liegen nur knapp
darunter, obwohl im Gegensatz zu (Nilsback und Zisserman, 2006) keine Optimierung der
Operator-Parametrisierung stattfand.
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Abbildung 6.23: Ergebnisse und Sättigung der Erkennungsrate von FOREST-Multi-
Klassen-Erkennungssystem zur Unterscheidung von Gesichtern.

6.6.2 Unterscheidung von Gesichtern
Die Klassifikation des Gesichtsdatensatzes dient als Beispiel für ein Erkennungssystem,
das ein Anwender als Identifikation für den persönlichen Computer einsetzen könnte. Die
Anwendung wurde auf dem AT&T-Faces-Datensatz (Samaria und Harter, 1994) realisiert.
Der Datensatz enthält jeweils zehn Bilder von 40 Personen. Die Bilder zeigen meist das
Gesicht frontal, teilweise aber auch den Kopf leicht zur Seite gedreht. Eine Übersicht über
die Bilder des Datensatzes ist online verfügbar3.
Wie zuvor erfolgt die Evaluation mittels einer fünffachen Kreuzvalidierung.
Abbildung 6.23 zeigt die Erkennungsergebnisse für die Erkennung verschiedener Personen.
Die Evaluation wurde ebenfalls als fünffache Kreuzvalidierung durchgeführt und die Ergeb-
nisse (berechnet gemäß Gleichung 6.10) über die verschiedenen Durchläufe gemittelt. Die
Erkennungsraten sind bereits bei Betrachtung der besten Klasse über 86%. Die Ergebnisse
von top2 und top3 unterscheiden sich kaum. Absolut werden bei der Betrachtung der top2
und top3 Ergebnisse nur einzelne Bilder falsch klassifiziert.
Obwohl der Datensatz nur zehn Bilder je Person bereitstellt, werden also bereits sehr gute
Erkennungsraten erzielt. Die Beleuchtung der Bilder ist zwar durchgehend konstant, dafür
ist die Erkennung aber trotz der Drehung des Kopfes robust. Die Eignung eines solchen
Erkennungssystems für private Zwecke, beispielsweise auch für die Personenidentifikation
in privaten Bildern, ist daher durchaus gegeben.

3https://www.cl.cam.ac.uk/research/dtg/attarchive/facesataglance.html

https://www.cl.cam.ac.uk/research/dtg/attarchive/facesataglance.html
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6.7 Diskussion der Ergebnisse
Das vorhergehende Kapitel hat die Erkennungsleistung von FOREST-Erkennungssystemen
beschrieben. Die Erkennungsraten sind hoch und durchaus konkurrenzfähig. Dabei ist zu
beachten, dass der Entwicklungsprozess keine Optimierung beinhaltet. Im Speziellen wur-
den

◇ die Bilddaten nicht speziell vorverarbeitet,
◇ die Operatoren nicht explizit ausgewählt,
◇ lediglich die Standardparameter verwendet und
◇ schwach überwacht gelernt.

Die Anwendbarkeit des Software-Frameworks für Realweltaufgaben wurde anhand ver-
schiedener Webcam-Datensätze untersucht. Wie erwartet sind solche statischen Erkennungs-
aufgaben in sich relativ simpel und können daher mit einer hoher Genauigkeit gelöst wer-
den. Die Funktionsweise der einzelnen Operatoren muss Anwendern nicht bekannt sein.
Tatsächlich kann ein aufgabenspezifisches Bilderkennungssystem mit FOREST unter voll-
kommener Nichtbeachtung der verfügbaren Operatoren stattfinden. Der Erstellung aufga-
benspezifischer Bilderkennungssysteme durch Laien-Anwender steht also nichts im Weg.
Ein Aspekt, der an dieser Stelle diskutiert werden muss, ist der Sicherheitsaspekt, der sich
generell beim Einsatz von Bilderkennungssystemen ergibt. Bislang ist FOREST so kon-
zipiert, dass eigene Bilddaten oder frei verfügbare Webcams genutzt werden. Die Verant-
wortung, dass auf diesen frei verfügbaren Webcam-Daten keine Privatheitsaspekte Anderer
verletzt werden, trägt die Person, die die Webcam bereitstellt. Die Verantwortung für die
Verletzung von Sicherheits-und Privatheitsaspekten kann aber nicht komplett aus dieser Ar-
beit ausgeklammert werden. So ist der in Kapitel 6.5.5 verwendete Stralsund-Datensatz und
die Erkennung von Fahrzeugen, die im Halteverbot stehen, bereits grenzwertig. In Verbin-
dung mit Kenntnissen über Anwohner und deren Fahrzeuge lassen sich hier Rückschlüsse
auf die (Nicht-)Einhaltung von Verkehrsregeln einzelner Personen ziehen. Die Auflösung
der Webcam ist zwar nicht hoch genug, um Fahrzeug-Kennzeichen identifizieren zu kön-
nen, aber sie ist definitiv gut genug, um Fahrzeuge (Typ, Farbe) wiedererkennen zu können.
Obwohl generell davon auszugehen ist, dass frei zugängliche Webcams nicht die Auflösung
bieten, die die Identifikation einzelner Personen (beispielsweise anhand der Gesichter) zu-
lassen, so ist die Bilderkennungstechnologie, gerade in Verbindung mit einer erhöhten Frei-
zügigkeit in sozialen Netzwerken, als kritisch zu betrachten. Ein weiteres Problem ist die
Möglichkeit zur parallelen Auswertung vieler Webcams und die Integration der gewon-
nenen Information. Dies kann zur Detektion komplexer Bewegungsmuster führen und im
schlimmsten Fall zur Überwachung bestimmter Personen missbraucht werden. Inwiefern
ein flexibles Bilderkennungssystem „sicher“ realisiert werden, d.h. nicht für sicherheitskri-
tische Anwendungen missbraucht werden kann, ist eine offene Frage. Der reale Einsatz des
flexiblen Bilderkennungssystem kann hierzu zukünftig wichtige Erkenntnisse bringen.
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7.1 Zusammenfassung
In dieser Dissertation wurde das flexible Bilderkennungssystem FOREST entwickelt und
getestet. Im Gegensatz zu spezialisierten Bilderkennungssystemen, die lediglich die Auf-
gabe lösen können, für die sie entwickelt wurden, stellt FOREST ein flexibles Software-
Framework bereit, das sich an beliebige Erkennungsaufgaben adaptieren lässt. Die Ent-
wicklung aufgabenspezifischer Bilderkennungssysteme mit FOREST erfordert keine Pro-
grammierkenntnisse oder Fachkenntnisse in den Bereichen Bilderkennung und maschinel-
les Lernen. Im Vergleich zu existierenden Arbeiten auf dem Gebiet betrachtet diese Arbeit
nicht nur einzelne Komponenten des Entwicklungsprozesses, wie etwa die Merkmalsdetek-
tion oder die Klassifikation, sondern umfasst alle Schritte der Entwicklung. Die Anpassung
des Entwicklungsprozesses für Laien-Anwender erfordert eine einfache Gestaltung der Be-
nutzerinteraktion und insbesondere der Annotation der Trainingsdaten.
Bilderkennungssysteme haben ein großes Potential für den Einsatz im Alltag, jedoch ist ihre
Anwendung derzeit auf Bereiche beschränkt, in denen die Technik den hohen finanziellen
Aufwand für die Entwicklung rechtfertigt. Diese Kosten ergeben sich vor allem aus dem
komplexen Entwicklungsprozess, der Expertenwissen erfordert, um geeignete Methoden
für die Bewältigung der Erkennungsaufgabe identifizieren und implementieren zu können.
FOREST hingegen hat den Anspruch, ein Entwicklungswerkzeug für „normale“ Anwender
zu sein, also solche Anwender, die keine tiefergehende technische Ausbildung haben oder
spezielle Fachkenntnisse besitzen. Um dies zu realisieren, setzt das System eine Vielzahl
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an Operatoren für die Merkmalsdetektion und Merkmalsextraktion ein, die dem Stand der
Technik entsprechen. Durch die Integration verschiedener Operatoren kann das System eine
breite Menge an verschiedenen Bildeigenschaften abdecken und ist somit nicht auf spezi-
elle Erkennungsaufgaben beschränkt. Die Auswahl diskriminativer Merkmale aus dieser
großen, heterogenen Merkmalsmenge erfolgt durch einen Boosting-Klassifikator. Die Er-
kennungsaufgabe wird dabei durch den Anwender selbst, genauer, durch die Annotation
der Bilder, definiert. Anhand dieser Annotationen selektiert der Boosting-Klassifikator dis-
kriminative Merkmale, die zusammen genommen einen starken Klassifikator ergeben, der
eine Auswahl der verschiedenen Merkmalstypen nutzt.
An die Realisierung des flexiblen Bilderkennungssystems FOREST werden eine Reihe an
Anforderungen gestellt, die sich vor allem auf die Zielgruppe beziehen. Diese Anforde-
rungen beinhalten weiche Anforderungen, wie die instantane Nutzbarkeit des Systems und
die Minimierung des Zeitaufwands für den Entwicklungsprozess (cf. Kapitel 3.1.1) sowie
harte Anforderungen, wie die Erweiterbarkeit und die technischen Anforderungen des Fra-
meworks (cf. Kapitel 3.1.2). Diese Anforderungen realisiert FOREST durch eine dreistufi-
ge Architektur, bestehend aus Berechnungsschicht, Service-Schicht und Interaktionsschicht
sowie durch einen modularen Aufbau, der die Erweiterbarkeit des Systems unterstützt. Die
dreistufige Architektur kapselt die Funktionalität in klar abgetrennte Bereiche. Während
die Berechnungsschicht sich mit der eigentlichen Berechnung der Bilderkennung befasst,
wird dem Anwender die direkte Interaktion mit diesen Komponenten abgenommen. An-
wender interagieren über grafische Benutzungsoberflächen, die Komponenten der Interak-
tionsschicht sind, mit der Service-Schicht, die die Funktionalität der Berechnungsschicht
abstrahiert. Die interne Architektur erlaubt eine physikalische Verteilung der Komponenten
sowie eine parallelisierte Verarbeitung. Der wichtigste Bestandteil hierfür ist die Realisie-
rung der Berechnungsfunktionalität in Form von MATLAB-Servern, die wiederum physi-
kalisch verteilt laufen können. Die MATLAB-Implementierung dieser Komponente erlaubt
die Integration existierender Operatoren, die teilweise auch in anderen Programmierspra-
chen vorliegen. Die Integration der Operatoren für die Merkmalsdetektion oder die Merk-
malsextraktion in FOREST findet über speziell definierte Schnittstellen statt. Die Bildver-
arbeitung in der Berechnungsschicht läuft autonom ohne aufwändige Benutzerinteraktion,
ab, indem alle vorhandenen Operatoren für die Verarbeitung genutzt werden. Diese Kap-
selung der Funktionalität ist entscheidend für die Umsetzung der harten Anforderungen an
das flexible Bilderkennungssystem, aber ebenso für die Umsetzung der weichen Anforde-
rungen.
Die Annotation der Trainingsbilder erfolgt mit Hilfe einer optimierten Benutzungsober-
fläche. Um einen erfolgreichen Einsatz des Frameworks zu ermöglichen, muss die Anno-
tation effizient abgearbeitet werden können. Da die Annotation der Bilder der Definition
der Erkennungsaufgabe entspricht, ist die Qualität, also die Korrektheit, der Annotationen
entscheidend für die Qualität der Erkennungsergebnisse. Die entwickelte Benutzungsober-
fläche, die einen semi-automatischen Annotationsprozess realisiert, nutzt daher eine Vor-
sortierung der Bilder, die es Anwendern ermöglicht, effizient mehrere Bilder auf einmal zu
annotieren und sich so zügig durch den Datensatz zu arbeiten. Die Oberfläche ist für die An-
notation beliebiger Datensätze gedacht. Eine allgemeine, unüberwachte Vorsortierung führt
aber ohne Vorwissen nicht notwendigerweise zu semantisch kohärenten Clustern. Daher
realisiert die Annotationsoberfläche ein semi-überwachtes Clustering, welches aufgrund
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der verfügbaren partiellen Annotationen bereits während der Bearbeitung diskriminative
Merkmale innerhalb der Kategorien identifiziert und die Gewichtung der Merkmale für
die verwendete Distanzmetrik entsprechend adaptiert. Innerhalb der Annotationsoberfläche
werden Bildausschnitte der als diskriminativ identifizierten Merkmale dargestellt, die dem
Anwender die für die Vorsortierung relevanten Merkmale und Strukturen aufzeigen sollen.
Diese Visualisierung erlaubt eine Einschätzung der Qualität der neu berechneten Vorsor-
tierung. Diese ist aufgrund der Darstellung durch Bildausschnitte intuitiv verständlich und
erfordert keine Einarbeitung oder Hintergrundwissen über die Funktionsweise des semi-
automatischen Sortierprozesses.
Der gesamte Entwicklungsprozess wird durch eine intuitive, grafische Benutzungsober-
fläche (Graphical User Interface (GUI)) unterstützt. Die Benutzungsoberfläche bietet die
Möglichkeit, einen Überblick über den aktuellen Stand des Entwicklungsprozesses zu er-
halten, die Trainingsbilder zu analysieren und eine Einschätzung über den trainierten Klas-
sifikator zu erhalten. Die Analyse der Trainingsdaten ist nützlich, um durch das Filtern der
Trainingsbilder nach Attributen wie Annotation, Wetter oder Uhrzeit unausgewogene Da-
tensätze zu identifizieren und nachträglich zu erweitern. Die Visualisierung der Verteilung
der Trainingsbilder in einer Streudiagramm-Matrix hilft zusätzlich, schlechte Verteilungen
der Trainingsdaten aufzuspüren. Die GUI transportiert sämtliche Daten visuell und setzt
auf leicht verständliche Darstellungen. Dennoch enthält die grafische Oberfläche zusätzlich
Funktionen für Experten-Anwender, die FOREST zum schnellen Testen oder Entwickeln
neue Methoden nutzen möchten.
Aufgabenspezifische Bilderkennungssysteme, die mit FOREST erstellt wurden, erreichen
durchgehend hohe Erkennungsraten und sind mit spezialisierten Erkennungssystemen ver-
gleichbar. Trotz schwach überwachten Lernens, also der Annotation des ganzen Bildes mit
einer Kategorie, nicht einzelner Regionen, erreichen FOREST-Erkennungssysteme auf den
meisten Caltech-101-Kategorien Erkennungsraten von über 80%. Lediglich auf sehr klei-
nen Kategorien, die eine hohe Varianz aufweisen, liegen die Erkennungsraten wesentlich
niedriger. Auf den Kategorien des Graz-02-Datensatzes erreichen FOREST-Erkennungs-
systeme Erkennungsraten zwischen 80 und 85%, obwohl diese Bilder wesentlich komple-
xere Strukturen, eine große Variation an Perspektiven, komplexe Hintergründe und Ver-
deckungen enthalten. Erkennungsraten auf realen Webcam-Datensätzen sind aufgrund ih-
rer geringeren Komplexität sehr erfolgreich und erreichen zwischen 85 und 95%. Auch die
Erkennung von mehreren Objektklassen kann mit FOREST erfolgreich durchgeführt wer-
den und kann beispielsweise für die Gesichtsklassifikation auf privaten Bilddatenbanken
genutzt werden.
Insgesamt stellt FOREST ein hochgradig flexibles und erweiterbares Framework zur Er-
stellung aufgabenspezifischer Bilderkennungssysteme durch Laien-Anwender bereit. Die
Anforderungen, dass das System ohne Fachkenntnisse, Einarbeitungszeit und minimalen
Zeitaufwand genutzt werden können soll, erfüllt das System voll. Sämtliche Funktionalität
ist modular gekapselt und läuft ohne Interaktion durch den Anwender ab. Die Zeit, die ein
Anwender selbst investieren muss, entfällt zu einem Großteil auf die Annotation der Bilder,
welche durch einen effizienten semi-automatischen Prozess realisiert wurde. Die Benut-
zungsschnittstellen setzen durchgehend auf eine intuitive Bedienbarkeit, die durch visuelle
Informationsdarstellungen unterstützt wird. Die Adaption des Frameworks an spezifische
Erkennungsaufgaben, ohne vorherige Kenntnisse über die Art der Erkennungsaufgabe wird
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durch den Einsatz verschiedener Bilderkennungsmethoden und den Einsatz eines Boosting-
Klassifikators realisiert, der mit heterogenen Merkmalsdatensätzen umgehen kann. Obwohl
FOREST somit alle Anforderungen an die Zielgruppe der Laien-Anwender erfüllt, werden
auch Experten-Anwender nicht außer Acht gelassen.

7.2 Ausblick
Die Weiterentwicklung von FOREST kann in verschiedene Richtungen erfolgen, die die
Einsatzmöglichkeiten des Systems vergrößern können. Diese werden im Folgenden kurz
beschrieben.

7.2.1 Bereitstellung von Schnittstellen
Die Verarbeitung der Erkennungsergebnisse von FOREST-Erkennungssystemen spielt eine
Rolle für die Akzeptanz und den Einsatz solcher Systeme. Die Bereitstellung von Schnitt-
stellen, die die Integration der Erkennungsergebnisse in populäre Anwendungen erlaubt ist
daher wünschenswert. Beispiele für solche Schnittstellen wäre die automatische Anzeige
und Statusaktualisierung auf einer Karte, beispielsweise in Google Maps1 oder die Benach-
richtigung bei einem bestimmten Ereignis, beispielsweise einem Wetterumschwung. Diese
Benachrichtigung könnte technisch einfach über den Versand einer SMS oder E-Mail er-
folgen. Die Versandart und das Ereignis müssten dabei durch den Anwender konfigurierbar
sein.
Die erfolgreiche Verbreitung von Bilderkennungssystemen für alltägliche Aufgaben könnte
zudem durch die Bereitstellung einer zentralen Plattform gefördert werden, auf der Anwen-
der ihre FOREST-Erkennungssysteme anderen bereitstellen können.

7.2.2 Annotation von Bildregionen
Schwach überwachtes Lernen bringt einen erheblichen Nachteil mit sich, wenn Bilder kom-
plexe Hintergründe enthalten. Die Annotation von Bildregionen kann daher zu einer erheb-
lichen Verbesserung der Erkennungsleistung führen. Die effiziente Annotation von Bildre-
gionen in großen Trainingsdatensätzen ist bislang nicht gelöst. Der Stand der Technik in
diesem Bereich ist die Annotation der Bildregionen durch das Zeichnen von Bounding Bo-
xes. Für diese Art der Annotation kann eine Software wie das frei verfügbare Tool von
Kläser (2010) verwendet werden. Allerdings beinhaltet diese Art der Annotation keine
semi-automatische Unterstützung, die zu einer effizienteren Durchführung der Annotati-
onsaufgabe beitragen könnte.
Im Rahmen einer Bachelorarbeit wurde bereits ein semi-automatischer Annotationsprozess
für die Annotation von Bilddaten entwickelt (Tonn, 2013). Der Fokus der Arbeit lag dabei
auf einer ersten Implementierung eines Ansatzes, wie er in Abbildung 7.1 dargestellt ist
und der Evaluation der prototypischen Implementierung.
Die Idee der (einstufigen) semi-automatischen Annotation von Bildregionen ist das Trai-
nieren eines Klassifikators während der Annotation, der bereits nach einigen annotierten
1https://www.google.de/maps

https://www.google.de/maps
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Manuelle Annotation
von Bildregionen

Berechnung Klassifikator
(Vordergrund/Hintergrund)

Akzeptieren/Verwerfen/Modifizieren
der vorgeschlagenen Bildregion

Abbildung 7.1: Semi-automatische Annotation von Bildregionen. Blaue Kästen stellen
Blöcke dar, die der Benutzerinteraktion bedürfen.

Bildern Vorschläge über möglicherweise interessante Bildregionen bereitstellt. Im Ideal-
fall könnten die Vorschläge direkt übernommen werden und der Anwender müsste nicht
mehr jedes einzelne Objekt markieren. Obwohl die Ergebnisse in (Tonn, 2013) nahelegen,
dass die Annotation durch diese automatischen Vorschläge vereinfacht werden kann, ist das
Trainieren eines Klassifikators während der Annotation nicht trivial zu lösen. Je nachdem
welche und wie viele Bildmerkmale verwendet werden, ist das Trainieren oder Nachtrai-
nieren eines Klassifikators relativ rechenintensiv. Die Reduktion der Trainingsdaten kann
die Kosten für die Berechnung des Klassifikators reduzieren, würde allerdings mit hoher
Wahrscheinlichkeit zu einer Verschlechterung der Vorhersage führen. In welcher Form die-
se Vorhersage relevanter Bildregionen allerdings in den beschriebenen, semi-automatischen
Annotationsprozess integriert werden und inwiefern die Annotation effizienter durchgeführt
werden kann als die rein manuelle Annotation der Bildregionen, ist derzeit noch nicht ab-
zuschätzen. Ein semi-automatischer Annotationsprozess für Bildregionen, der auf arbiträre
Datensätze angewandt werden kann, ist generell wünschenswert. Die Realisierung erfor-
dert jedoch weitere Untersuchungen im Hinblick auf die Effizienz der Berechnung und der
Benutzungsfreundlichkeit.

7.2.3 Multimodale Daten

Die Qualität der Erkennungsergebnisse aufgabenspezifischer Bilderkennungssysteme ist in
hohem Maß davon abhängig, wie gut die verwendeten Merkmalsdeskriptoren die Bildei-
genschaften abbilden. Bei variierenden Umweltverhältnissen, beispielsweise Lichtverhält-
nissen oder Wetterbedingungen, kann die Erkennungsleistung enorm variieren. Wie in Ab-
bildung 7.2 dargestellt, können multimodale Daten aus anderweitig verfügbaren Daten-
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(b) Zweistufige Klassifikation, die den Klassifikator
auswählt, der am besten auf die aktuellen Umweltver-
hältnissen adaptiert ist (blaue Pfeile).

Abbildung 7.2: Möglichkeiten zur Nutzung multimodaler Daten in der Bilderkennung

quellen auf zwei Arten für die Verbesserung der Erkennungsleistung genutzt werden. In
Abbildung 7.2(a) ist die Nutzung multimodaler Daten als zusätzliche Merkmale dargestellt.
Diese Merkmale werden in der Klassifikationsstufe mit den Bildmerkmalen zusammenge-
führt und gleichwertig beim Trainieren des Klassifikators berücksichtigt. Aufgrund dieser
zusätzlichen Merkmale kann sich die Klassifikation verbessern, da eine größere Menge an
Merkmalen zur Verfügung steht und bestimmte Korrelationen detektiert werden können.
Allerdings besteht hierbei auch die Gefahr, dass Korrelationen detektiert werden, die sich
nur zufällig aus den Trainingsdaten ergeben und nicht die Realität widerspiegeln. In einem
solchen Fall könnte sich die Korrektheit der Klassifikationsergebnisse reduzieren. Aller-
dings treten solche Zufallskorrelationen vornehmlich in Datensätzen auf, die aufgrund ihrer
zu geringen Größe keine ausreichende Varianz abdecken. Diese Gefahr kann also durch aus-
reichende Trainingsdaten eliminiert werden. Abbildung 7.2(b) stellt die zweite Variante der
Integration multimodaler Daten in das flexible Bilderkennungssystem dar. Im Gegensatz
zur vorigen Variante werden die zusätzlichen Daten nicht direkt als Merkmale genutzt, um
ein aufgabenspezifisches Bilderkennungssystem zu trainieren, sondern es werden mehrere,
auf verschiedene Bedingungen spezialisierte, aufgabenspezifische Erkennungssysteme par-
allel trainiert. Die Spezialisierung der aufgabenspezifischen Bilderkennungssysteme kann
sich beispielsweise auf die Wetterbedingungen beziehen. Auf diese Weise würden speziali-
sierte Erkennungssysteme für unterschiedliche Wetterbedingungen gelernt. Die Erkennung
würde anschließend stattfinden, indem aufgrund der multimodalen Daten, das geeignete Er-
kennungssystem ausgewählt wird, beispielsweise das auf Regenwetter spezialisierte. Der-
artige multimodale Daten könnte man einfach aus den Exif-Daten der Bilder gewinnen.
Im Rahmen einer Bachelorarbeit wurde von Schaffland (2013) die Verwendung solcher
Daten für die Verbesserung der Bilderkennung untersucht. Zum einen wurde die automa-
tische Bewertung zusätzlicher Attribute untersucht, um geeignete Merkmale zu identifizie-
ren, die nicht direkt aus den Bildern extrahiert wurden. Zum anderen wurde eine zweistufi-



7.2 ◆ Ausblick 151

Ampel-
Erkennungs-

system

Auto-
Erkennungs-

system

Straßen-
Erkennungs-

system

Fahrer-
Assistenz-

system

Abbildung 7.3: Verwendung bereits gelernter aufgabenspezifischer Erkennungssysteme
zur Lösung komplexer Erkennungsaufgaben.

ge Erkennung getestet, die aufgrund zusätzlicher Attribute eine Vorklassifikation vornimmt
und anschließend spezialisierte Erkenner einsetzt. Dieser Versuchsaufbau entspricht dem in
Abbildung 7.2(b) dargestellten. In der Bachelorarbeit konnten für den Graz-02-Datensatz
Verbesserungen erzielt werden. Für den Graz-02-Datensatz wurde die Uhrzeit für die Er-
stellung eines Tag/Nacht Klassifikators genutzt, der die Vorklassifikation der Bilder in der
ersten Stufe vornimmt. Die Korrektheit dieser Vorklassifikation lag bei 95%. Durch die
zweistufige Klassifikation konnte die korrekte Erkennung um acht bis zehn Prozentpunkte
gesteigert werden (auf insgesamt ca. 90%).

7.2.4 Komplexe Erkennungssysteme
FOREST stellt bislang eine Vielzahl an Operatoren zur Lösung einfacher Bilderkennungs-
aufgaben zur Verfügung. Die Funktionalität könnte zukünftig dahingehend erweitert wer-
den, dass Anwendern nicht nur diese einfachen Baublöcke zur Verfügung gestellt wer-
den, sondern dass gelernte aufgabenspezifische Bilderkennungssysteme selbst wieder als
Modul, bzw. als komplexerer Operator, verwendet werden kann. Abbildung 7.3 stellt den
Aufbau eines komplexen Erkennungssystems schematisch dar. Die aufgabenspezifischen
Bilderkennungssysteme zur Erkennung von Autos, Ampeln und Fahrbahnen werden in ein
komplexeres Erkennungssystem integriert. Prinzipiell muss der Aufbau des flexiblen Er-
kennungssystems hierfür nicht stark variieren. Allerdings wäre eine Art visuelle Program-
miersprache für die Verwendung durch Laien-Anwender vorteilhaft. Zusätzlich wäre eine
Visualisierung der Zwischenergebnisse wie in Abbildung 7.3 essentiell, da die Beschrei-
bung eines aufgabenspezifischen Erkennungssystems („Auto-Erkenner“) nicht mit den Er-
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Abbildung 7.4: Beispielhafte Visualisierung einer Videosequenz in einem statischen Bild,
durch Überlagerung der Szene mit einer künstlich erstellten Bewegungsinformation in
Form eines Richtungspfeils.

wartungen des Anwenders übereinstimmen muss. Beispielsweise geht allein aus der Na-
mensgebung nicht hervor, ob der „Auto-Erkenner“ alle Autos erkennt und detektiert oder
ob das Erkennungssystem auf eine bestimmte Ansicht der Fahrzeuge trainiert wurde.
Obwohl die Integration bereits trainierter Erkennungssysteme generell wünschenswert wä-
re, müsste hierfür vor allem eine Art Qualitätsanalyse bezüglich der Generalisierbarkeit des
aufgabenspezifischen Erkennungssystems auf neue Szenarien und damit neue Bilddaten er-
folgen. Diese Art der Bewertung könnte möglicherweise durch eine Art soziales Netzwerk
oder Online-Community erfolgen.
Bislang ist die Erkennungsleistung der aufgabenspezifischen Bilderkennungssysteme nicht
auf sicherheitskritische Anwendungen angelegt. Durch den generischen Ansatz ist ein Ein-
satz etwa in sicherheitskritischen Anwendungen wie einem Fahrerassistenzsystem nicht
realisierbar. Hierfür wäre eine Adaption des Erkennungssystems aufgrund aufwändiger
Trainingsprozesse oder durch Experten-Anwender notwendig.

7.2.5 Raum-zeitliche Bilderkennung

Die Erweiterung des flexiblen Bilderkennungssystems auf die Entwicklung aufgabenspezi-
fischer raum-zeitlicher Erkennungssysteme, also beispielsweise zur Erkennung von Ereig-
nissen in Videodaten, ist zukünftig unumgänglich. Da auch für die raum-zeitliche Erken-
nung von Ereignissen bereits Standard-Verfahren existieren, ist eine Erweiterung der Ope-
ratoren ohne größeren Aufwand möglich. Ein bislang ungelöstes Problem stellt allerdings
die Annotation von Ereignissen in Videodaten dar. Es existieren bereits einige Ideen für die
Visualisierung von Szenen in statischen Bildern. Abbildung 7.4 zeigt eine Person, die ein
Treppenhaus hinuntergeht. Dieses Ereignis kann durch einen Pfeil dargestellt werden, der
die Bewegungsrichtung darstellt und somit die Videosequenz zusammenfasst, ähnlich wie
schematic storyboards (Goldman et al., 2006, 2008). Allerdings ist die Annotation großer
Mengen an Videosequenzen mit Hilfe solcher Visualisierungstechniken bislang nicht un-
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(a) Ähnliche Trajektorien mit
unterschiedlicher Form und
Distanz.

(b) Farbliche Markierung der Trajektorien die einem Clu-
ster zugeordnet wurden. Kreise stellen Starpunkte der Tra-
jektorien dar. Visualisierung nach (Sanftmann, 2012).

Abbildung 7.5: Visualisierung von Trajektorien zur (a) Darstellung der Problematik bei
der Berechnung von Distanzen zwischen Trajektorien und (b) Annotation von Trajektorien-
Clustern.

tersucht worden und es ist fraglich, ob die Visualisierung ausreichend Überblick über die
Daten bietet.
Eine Vorsortierung der Videosequenzen auf Basis ähnlicher Bewegungstrajektorien, analog
zur Annotation von Einzelbildern, wurde bereits ansatzweise in Moehrmann und Heide-
mann (2010c) untersucht. Trajektorien wurden mittels Hidden Markov Modellen repräsen-
tiert (Porikli, 2004). Diese Repräsentation hat den Vorteil, dass Trajektorien anhand ihrer
Form modelliert werden können und die Distanzberechnung nicht, wie sonst üblich, über
die Berechnung der euklidischen Distanz stattfindet. Abbildung 7.5(a) zeigt drei Trajekto-
rien. Obwohl sich die schwarze durchgehende Trajektorie und die rote Trajektorie räumlich
viel näher sind und sie eine geringe euklidische Distanz besitzen, sind sich die schwar-
zen Trajektorien von der Form her wesentlich ähnlicher. Diese Eigenschaft kann durch
die Distanzberechnung mittels Hidden Markov Modelle (HMMs) ausgenutzt werden, in-
dem für jede Trajektorie ein HMM berechnet wird, das diese Trajektorie generiert. Die
Wahrscheinlichkeit, dass dieses HMM eine andere Trajektorie generiert, wird als Ähnlich-
keitsmaß betrachtet. Die Vorsortierung der Trajektorien basierte dabei auf verschiedenen
Kriterien. Zum einen wurden die von Porikli vorgeschlagenen Geschwindigkeits- und Win-
kelinformationen der Trajektorien als Eingabe für HMMs verwendet, zum anderen wurde
auch die ursprüngliche Trajektorieninformation genutzt. Diese unterschiedliche Kriterien
wurden in einer Distanzmetrik kombiniert. Abbildung 7.5(b) zeigt die farbliche Visualisie-
rung mehrerer Trajektorien-Cluster, die aufgrund des beschriebenen Verfahrens berechnet
wurden. Allerdings ist die Parameterisierung für die Distanzberechnung bzw. der Gewich-
tung der unterschiedlichen Metriken stark abhängig von der Anwendung.
Die Visualisierung von Trajektorien-Clustern bringt wiederum eigene Probleme mit sich,
da einzelne Trajektorien ähnliche Bewegungsmuster darstellen können, obwohl es sich um
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unterschiedliche Ereignisse handelt. Daher ist es notwendig, dass einzelne Trajektorien ih-
ren Videosequenzen zugewiesen werden können und diese durch den Anwender betrachtet
werden können. Insgesamt gestaltet sich die Realisierung einer geeigneten Benutzungs-
oberfläche ungleich schwieriger als für die Annotation statischer Bilder. Durch die stark
erhöhte Komplexität ist die Verwendung einer solchen Annotationsoberfläche durch Laien-
Anwender unwahrscheinlich. Erfolgversprechender ist die Idee, Anwender prototypische
Trajektorien oder Bewegungsmuster definieren zu lassen und anhand dieser Informationen
die Menge der zu annotierenden Daten zu reduzieren. Solch ein Ansatz könnte beispiels-
weise auch in die interaktive Entwicklung eines Klassifikators für die Videoanalyse, wie sie
von Höferlin et al. (2012) vorgestellt wurde, integriert werden.
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Technische Details

In Kapitel 3 wurde die dreistufige Architektur von FOREST, bestehend aus der Interak-
tionsschicht, der Service-Schicht und der Berechnungsschicht beschrieben. Im Folgenden
werden die Komponenten der einzelnen Schichten und deren technische Realisierung de-
tailliert beschrieben.

A.1 Service-Schicht
Durch die historische Verbindung des flexiblen Bilderkennungssystems zum Sonderfor-
schungsbereich Nexus und dessen Kontextmodell wurden mit FOREST erstellte Bilderken-
nungssysteme als Bild-Sensoren betrachtet. Der Entwicklungsprozess eines aufgabenspe-
zifischen Bilderkennungssystems wurde daher SensorCreationProcess (SCP) ge-
nannt. Da diese Bezeichnung für eine Objektklasse verwendet wurde, findet sie sich auch
in der folgenden Beschreibung wieder.
Abbildung A.1 zeigt die Paketstruktur der Service-Schicht. Das Paket db realisiert die
Datenbank-Funktionalität, also die Generierung der SQL-Anfragen und den Datenbank-
Zugriff. Das Paket core enthält hingegen die eigentliche Funktionalität für die Verwaltung
der Entwicklungsprozesse.
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core

dataTypes requests

scpManagement util

db

Abbildung A.1: Paketdiagramm der Service-Schicht.

Die enthaltenen Pakete umfassen die folgende Funktionalität:

◇ dataTypes: Spezifische Datentypen, beispielsweise für die Repräsentation der Me-
tadaten eines spezifischen Erkennungssystems oder für die Definition der Ergebnis-
typen.

◇ requests: Klassen, die für die Darstellung verschiedener Anfragen an FOREST
verwendet werden.

◇ scpManagement: Funktionalität für die Verwaltung eines Entwicklungsprozesses,
die Verteilung der Berechnung auf mehrere MATLAB-Server sowie die Weiterleitung
der Anfragen an MATLAB.

◇ util: Hilfsklassen, vor allem zum Parsen von XML-Dateien.

Das Paket core enthält zwei Klassen, Manager und Config. Die wesentliche Schnitt-
stelle für die Service-Schicht stellt die Klasse Manager dar, die als Singleton implemen-
tiert ist, da sie auch verfügbare Threads verwaltet. Abbildung A.2 zeigt das Klassendia-
gramm der Klasse Manager. Die Klasse Config speichert die Konfiguration nach dem
Auslesen aus der XML Konfigurationsdatei ab.
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A.1.1 Klasse core.Manager

Manager

+getInstance():Manager
+initSCP(String name, String mail):int
+getSCP(int sID):SensorCreationProcess
+processRequest(Request req):int

Abbildung A.2: UML-Klassendiagramme der Klasse Manager, die die API für die In-
teraktionsschicht darstellt.

Die Klasse Manager stellt im Wesentlichen die Schnittstelle zur Interaktionsschicht dar.
Die Klasse ist als Singleton implementiert, da sie die verfügbaren Threads verwaltet.

initSCP(String name, String mail):int Initiiert die Entwicklung eines neuen aufgaben-
spezifischen Bilderkennungssystems. Es wird eine eindeutige Identifikationsnummer (sID)
vergeben. Parameter identifizieren den Anwender und werden für zukünftige Authentifizie-
rung gespeichert. (Authentifizierung mit Passwort ist vorgesehen, aber vorerst nicht reali-
siert worden).

getSCP(int sID):SensorCreationProcess Gibt das SensorCreationProcess Ob-
jekt zurück, das den Entwicklungsprozess des spezifizierten Bilderkennungssystems ver-
waltet. Dieses Objekt ist vor allem für den Zugriff auf die Metadaten relevant. Kurze
Antwortzeiten werden gewährleistet indem die Manager-Klasse alle „aktiven“ Bilderken-
nungssysteme vorhält. „Aktiv“ ist ein Bilderkennungssystem, wenn der Entwicklungspro-
zess noch nicht abgeschlossen wurde und es innerhalb eines konfigurierten Zeitraums bear-
beitet wurde. Die Konfiguration ist über den Parameter removeSCPFromDBAfter ein-
stellbar (cf. Kapitel A.5.2). Diese Maßnahme verhindert, dass die Datenbank mit alten,
verworfenen Entwicklungsprozessen gefüllt wird.

processRequest(Request req):int Stößt die Verarbeitung einer durch das Request Ob-
jekt definierten Anfrage an. Anfragen werden in eine Warteschlange für einen Thread Pool
eingestellt und abgearbeitet, sobald ein Thread verfügbar ist. Das Scheduling läuft automa-
tisch ab, die Größe des Thread Pools ist konfigurierbar. Der Rückgabewert encodiert die
erfolgreiche Einstellung in die Warteschlange oder einen Fehlercode.
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A.1.2 Klasse core.scpManagement.SensorCreationProcess

SensorCreationProcess

+SensorCreationProcess(int sID,
ArrayList<String> detOperators,
ArrayList<String> extOperators)

+getProgress():int
+isRequestProcessed(String reqType):boolean
+getsID():int
+getMetadata():Metadata
+getStatus():int
+getPrevStatus():int
+getStandardOperatorConfig():Hashtable
+getOperatorConfig():Hastable

Abbildung A.3: UML-Klassendiagramme der Klasse SensorCreationProcess, die
die API für die Interaktionsschicht darstellt.

Die Klasse SensorCreationProcess verwaltet den Entwicklungsprozess eines auf-
gabenspezifischen Bilderkennungssystems. Neben dieser Klasse enthält das Paket
core.scpManagement zwei weitere wichtige Klassen:

◇ SCPScheduler: Übernimmt die Verteilung der Berechnung auf mehrere MATLAB-
Server. Das Scheduling ist wenig komplex, da lediglich versucht wird, die Anfrage
auf die konfigurierte Anzahl an MATLAB-Servern zu verteilen. Daher ist diese Klas-
se im Folgenden nicht detailliert beschrieben.

◇ MatlabClient: Übergibt die Anfrage an einen MATLAB-Server. Für jeden initia-
lisierten MATLAB-Server existiert ein spezielles MatlabClient Objekt, das die
Kommunikation mit diesem MATLAB-Server übernimmt. Obwohl diese Klasse der
Service-Schicht zugehört, ist sie der Konsistenz halber in Kapitel A.3 zusammen mit
der MATLAB-Server Komponente beschrieben.

SensorCreationProcess(int sID, ArrayList<String> detOperators, ArrayList<String>
extOperators) Initialisierung eines neuen Entwicklungsprozesses. Die eindeutige sID
wird von der Manager-Klasse übergeben. Die Definition der zum Zeitpunkt der Instanti-
ierung verfügbaren Operatoren für die Merkmalsdetektion und -extraktion werden gespei-
chert, um Kompatibilitätsprobleme zu vermeiden, die durch eine Erweiterung des Systems
mit zusätzlichen Operatoren während der Laufzeit auftreten können.

getProgress():int Berechnet den prozentualen Fortschritt des aktuellen Verarbeitungs-
schritts.
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isRequestProcessed(String reqType):boolean Gibt an, ob die Anfrage des spezifizier-
ten Typs erfolgreich bearbeitet wurde. Da die Anfragen in parallelen Threads bearbeitet
werden, erhält die Interaktionsschicht keine direkte Antwort auf die Initiierung einer Anfra-
ge (siehe Manager.processRequest(request)). Über diese Methode kann daher
der Verarbeitungsstand abgefragt werden.

getsID():int Gibt die Identifikationsnummer des Entwicklungsprozesses zurück.

getMetadata():Metadata Gibt ein Objekt der Klasse Metadata zurück, welches die
Metadaten des Bilderkennungssystems enthält. Hierzu gehören die Anwenderinformatio-
nen sowie der Name, die Beschreibung und die Datenquelle des Bilderkennungssystems.

getStatus():int Gibt den aktuellen Status des Entwicklungsprozesses zurück. Diese Me-
thode ist notwendig, um zu überprüfen, ob eine Anfrage zum aktuellen Zeitpunkt bearbeitet
werden darf.

getPrevStatus():int Diese Methode liefert der Interaktionsschicht den vorherigen Status.

getStandardOperatorConfig():Hashtable Gibt die Standardkonfiguration der Operato-
ren zurück. Da die Standardkonfiguration in der Konfigurationsdatei der Berechnungs-
schicht definiert ist, dient diese Methode als Schnittstelle für die Abfrage der Konfiguration
durch die Interaktionsschicht.

getOperatorConfig():Hashtable Gibt die Operatorkonfigurationen zurück, falls diese be-
reits beispielsweise in der Expertenansicht definiert und gespeichert wurden.
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java.lang.Thread

Request

#params:Hashtable
+getNewRequest(String reqType, Hashtable params):Request
#getMatlabClient():MatlabClient
#getMatlabClients():ArrayList<MatlabClient>
+isAuthorized():boolean
+run()

WriteMetadataRequest

#WriteMetadataRequest(Hashtable params)
+run()

ImgAcquisitionRequest

#ImgAcquisitionRequest(Hashtable params)
+run()

StartDetectionRequest

#StartDetectionRequest(Hashtable params)
+run()

StartExtractionRequest

#StartExtractionRequest(Hashtable params)
+run()

Abbildung A.4: Abstrakte Request-Klasse sowie Beispiele für abgeleitete Klassen, die die
Verarbeitung einer Anfrage in der Service-Schicht und die Weiterleitung an die Berech-
nungsschicht übernehmen.
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A.1.3 Paket core.requests
Anfragen werden von der Interaktionsschicht initiiert und in der Service-Schicht ausge-
führt. Anfrageobjekte sind Objekte der Klassen, die von der Elternklasse Request ab-
geleitet sind. Anfrageobjekte dienen zur Bearbeitung bestimmter Operationen und gege-
benenfalls zur Weiterleitung der Aktion an die Berechnungsschicht. Alle Anfrageklassen
implementieren die Klasse java.lang.Thread. Die parallele Verarbeitung der Anfra-
gen wird von der Manager-Klasse gehandhabt.

getNewRequest(String reqType, Hashtable params):Request Diese Methode instanti-
iert ein Anfrageobjekt eines bestimmten Typs. Die Instantiierung wird von der Elternklasse
Request übernommen, um eine leichte Erweiterbarkeit mit weiteren Anfragetypen zu
ermöglichen.

getMatlabClient():MatlabClient Fragt bei der Klasse, die das Scheduling übernimmt
an, ob ein Objekt der Klasse MatlabClient verfügbar ist, d.h. ob eine MatlabClient
Instanz verfügbar ist, die derzeit nicht für eine Berechnung eingesetzt wird. Ein Objekt der
Klasse MatlabClient (cf. A.3) stellt die Verbindung zu einem spezifischen MATLAB-
Server bereit.

getMatlabClients():ArrayList<MatlabClient> Anfragen, deren Bearbeitung sich par-
allelisieren lässt, können direkt mehrere verfügbare MatlabClient Objekte abrufen.
Falls die gewünschte Menge an Objekten nicht verfügbar ist, wird ein einzelnes Objekt
zurückgegeben.

isAuthorized():boolean Leitet die Überprüfung der Autorisierung an das SensorCrea-
tionProcess Objekt weiter. Die entsprechenden Informationen, wie den Namen, bein-
haltet das Request Objekt bereits. Diese Methode stellt lediglich eine nützliche Funktio-
nalität für alle abgeleiteten Anfrageklassen bereit.

run() Führt die eigentliche Funktionalität der Anfrage aus. Die Erweiterung der Thread
Klasse erlaubt die parallele Abarbeitung mehrerer Anfragen. Zu Beginn der Bearbeitung
wird stets geprüft, ob die aktuelle Anfrage überhaupt ausgeführt werden darf. Beispiels-
weise kann kein Klassifikator trainiert werden, solange die Merkmalsextraktion und die
Annotation nicht abgeschlossen sind. Anschließend erstellt die Methode einen Anfrage-
String, der die Anfrage und die Parameter enthält und gibt diese an eines oder mehrere
MatlabClient Objekte weiter. Falls die Anfrage nicht an die Berechnungsschicht wei-
tergeleitet werden muss, kann die Bearbeitung auch innerhalb der Methode stattfinden und
es muss daher kein Anfrage-String erstellt werden. Die Weiterleitung der Anfrage mit Hilfe
des Anfrage-Strings an die entsprechende MatlabClient Instanz und die Weiterleitung
an die Berechnungsschicht ist in Kapitel A.3 beschrieben.
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A.2 Datenbank
Die aktuell verwendete Datenbank ist eine PostgreSQL-Datenbank. Die Datenbankfunk-
tionalität in der Service-Schicht und der Berechnungsschicht verwendet keine speziellen
Funktionen. Es sollte daher keine Schwierigkeiten beim Einsatz einer anderen Datenbank
geben.
Der Datenbankzugriff in der Service-Schicht und der Berechnungsschicht ist strukturell
identisch implementiert. Beide Schichten enthalten eine Klasse DBAccess die den Zugriff
und die Ausführung von Structured Query Language (SQL)-Befehlen verwaltet.
Beide Schichten implementieren die Datenbankfunktionalität in jeweils einer separaten
Database Klasse. Die Funktionalität dieser Klassen in den beiden Schichten unterschei-
det sich stark, da die Service-Schicht weder Bildregionen noch Merkmale liest oder schreibt.
Die Datenbankfunktionalität der Berechnungsschicht beschäftigt sich hingegen vor allem
mit dem Lesen und Schreiben der Detektions- und Extraktionsergebnisse. Die Datenbank-
funktionalität der Berechnungsschicht ist in Java implementiert, da sich diese Variante ex-
perimentell als effizienteste Lösung herausgestellt hat. Insgesamt hat sich die Verwaltung
der Merkmalsvektoren als größtes Problem erwiesen, da es keinen simplen Weg gibt, die
Merkmalsvektoren in der Datenbank zu speichern. Die Serialisierung als JSON Objekte
hat sich dabei nicht als effizienter erwiesen als die Konvertierung der Daten zu Strings (was
sowohl die Java-Anbindung als auch die MATLAB Database Toolbox erfordert). Um die
Verarbeitungszeit nicht durch häufige Datenbankzugriffe zu verschlechtern kann die An-
zahl der Schreibzugriffe über den Konfigurationsparameter storeToDBAfterNoImgs
reduziert werden (cf. Kapitel A.5.1). Dies bedeutet, die Information wird erst nach der er-
folgreichen Abarbeitung dieser Anzahl an Bildern in der Detektions- und Extraktionsstufe
in die Datenbank geschrieben.
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A.3 Berechnungsschicht

A.3.1 MATLAB-Server Schnittstelle
Wie bereits in Kapitel 3.2.1 beschrieben gibt es prinzipiell drei Möglichkeiten den Zugriff
zwischen Java und MATLAB zu gewährleisten (Whitehouse, 2010). Von diesen Möglich-
keiten kommen zwei in Frage:

◇ Man startet eine MATLAB-Instanz aus Java heraus und übernimmt die Kontrolle über
diese Instanz.

◇ Man startet aus MATLAB heraus einen MATLAB-Server und verbindet das Java
Programm zu diesem Server.

Prinzipiell bieten beide Optionen die Möglichkeit, die Berechnung auf mehrere MATLAB-
Instanzen zu verteilen. Die erste Option, das Starten einer oder mehrerer MATLAB-Instanzen
aus Java heraus, beschränkt allerdings die Verteilung der einzelnen Komponenten. Das be-
deutet, alle MATLAB-Instanzen würden auf dem gleichen physikalischen Rechner gestar-
tet werden wie das aufrufende Java Programm. Der Einsatz von MATLAB-Servern erlaubt
hingegen eine Verteilung der einzelnen Instanzen auf beliebige physikalische Rechner. Wie
bereits beschrieben wurde, ist es möglich, die Berechnungsschicht von FOREST zentral
bereitzustellen, so dass Anwender keine eigene Installation und Lizenz der MATLAB-
Software benötigen. Daher wurde der Zugriff von Java auf MATLAB durch MATLAB-
Server realisiert.
Für die Realisierung dieser Funktionalität als MATLAB-Server sind folgende Komponen-
ten/Klassen notwendig, die auch in Abbildung A.5 dargestellt sind (alle Klassen sind in
Java implementiert):

◇ MatlabClient
Diese Klasse befindet sich innerhalb der Service-Schicht. Sie verbindet sich auf das
Java Socket (definiert durch Host und Port des MATLAB-Servers) und gibt den
Anfrage-String von der Anfrageklasse an den Server weiter.

◇ MatlabServer
Diese Klasse empfängt den von der MatlabClient Klasse übergebenen Anfrage-
String und parst ihn. Dabei wird die aufzurufende MATLAB-Funktion aus einer
properties-Datei ausgelesen. Dies erlaubt das Ändern von Funktionsnamen, ohne
dass die Java-Anfrage in der Service-Schicht geändert werden muss. Die Anfrage
wird anschließend an die MatlabControl Klasse weitergeleitet.

◇ MatlabControl (MatlabControl)
Diese Klasse führt die eigentliche Weitergabe des Funktionsaufrufs an MATLAB aus.
Die in Abbildung A.6 dargestellten Klassen der Berechnungsschicht werden allesamt
aus MATLAB heraus initialisiert.
Dies bedeutet, ein Aufruf der Art matlabcontrol.eval(„rgb2gray(a)“);
führt dazu, dass die MATLAB-Funktion rgb2gray auf das Bild angewandt wird,
welches aktuell in Variable a im MATLAB-Workspace vorhanden ist. Die Variable a
muss zuvor initialisiert worden sein, ansonsten würde die Berechnung fehlschlagen.
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Java

MatlabClient

Matlab

MatlabServer ForestServer

MatlabControl

Matlab
Funktion

Netzwerk

Funktionsaufruf:
String

Anfrage:
String

Anfrage:
String

Java
Socket

Abbildung A.5: Kommunikation zwischen der Service-Schicht und der Berechnungs-
schicht über die Java-MATLAB-Schnittstelle.

Service-Schicht Berechnungsschicht

MatlabClient

+MatlabClient()
+init(ServerInfo)
+processRequest(

String request):int

MatlabServer MatlabControl

ForestServer

+ForestServer()
+init(String globalConf, String logLevel,

String dbUser, String dbPass,
String dbName, String dbUrl)

Abbildung A.6: UML-Klassendiagramm der Java-MATLAB-Kommunikation innerhalb
von FOREST.
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◇ ForestServer
Diese Java-Klasse dient zur Initialisierung des MATLAB-Servers für FOREST. Da
der Datenbankzugriff der Berechnungsschicht über eine Java-Klasse implementiert
ist, enthalten die Initialisierungsparameter die Informationen für den Datenbank-
zugriff. Zudem werden die konfigurierten Informationen für den MATLAB-Server
(Host und Port) ausgelesen und für die Initialisierung des MATLAB-Servers überge-
ben.

Abbildung A.5 fasst die Beschreibung der Komponenten in einer Grafik zusammen. Die
Service-Schicht kommuniziert über ein Java Socket mit den Java Komponenten der Berech-
nungsschicht. Die MatlabControlKlasse erlaubt den Aufruf von MATLAB-Funktionen
aus Java heraus. Die Java-Komponenten der Berechnungsschicht werden innerhalb einer
MATLAB-Instanz initialisiert.

A.3.2 Objektorientierung in MATLAB
Die Operatoren und Operator-Schnittstellen sind in MATLAB objektorientiert implemen-
tiert. MATLAB ist eine interpretierte Programmiersprache weswegen der Einsatz der ob-
jektorientierten Eigenschaften einen geringen Mehraufwand mit sich bringt. Dieser Mehr-
aufwand ergibt sich vor allem durch zusätzliche Konstruktor-Aufrufe bei mehrfacher Verer-
bung. Obwohl sich der Rechenaufwand, der sich hierdurch ergibt, in den neueren MATLAB-
Versionen bereits reduziert hat, ist eine deutliche Komplexitätssteigerung bei größeren Hier-
archien zu beobachten. Experimentell wurde festgestellt, dass mehr als drei Hierarchieebe-
nen zu einem erheblichen Mehraufwand und einer Reduktion der Verarbeitungseffizienz
führen. Es ist daher wichtig die Vererbungshierarchien möglichst flach zu halten.
Ein Operator, der die RegionDetection oder FeatureExtraction Klasse erwei-
tert, ist möglicherweise selbst eine Elternklasse für weitere Operatoren. Dies ist beispiels-
weise für die Klasse MikolajczykFeature der Fall, wie in Abbildung A.9 zu sehen
ist. Die möglichen drei Hierarchiestufen werden also bereits voll ausgenutzt. Es wäre wün-
schenswert gewesen, eine gemeinsame Schnittstelle für die im Folgenden beschriebenen
abstrakten Elternklassen RegionDetection und FeatureExtraction zu definie-
ren. Da dies eine weitere Hierarchiestufe bedeutet hätte, die keine erhebliche Funktionalität
mit sich bringt, wurde darauf verzichtet. Es ist allerdings möglich, dass der Mehraufwand,
der sich durch die Vererbung ergibt, in zukünftigen MATLAB-Versionen drastisch reduziert
wird oder bereits reduziert wurde. Das System wurde größtenteils unter MATLAB 2010a
betrieben.
Trotz der Beschränkung auf drei Hierarchiestufen bringen die Konzepte der Objektorientie-
rung, wie Vererbung von Methoden und die Definition von Schnittstellen, enorme Vorteile
mit sich, auf die in dieser Arbeit nicht verzichtet werden wollte.
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A.3.3 Paketstruktur der Berechnungsschicht

core

+classification +operators

+resultTypes requests

+db +util

Abbildung A.7: Paketdiagramm der Berechnungsschicht.

Die eigentliche MATLAB-Funktionalität der Berechnungsschicht, also der Funktionalität
zur Berechnung der Bildverarbeitung außerhalb der Server Komponenten, ist in Abbil-
dung A.7 als Paketstruktur dargestellt. Pakete, deren Name mit einem Pluszeichen (+) be-
ginnt, identifizieren hierbei Pakete im objektorientierten Sinn. Bei den anderen dargestell-
ten Paketen handelt es sich im engeren Sinn lediglich um Dateiordner, die allerdings zur
Strukturierung des Quellcodes eingesetzt werden. Die Pakete werden im Folgenden kurz
beschrieben:

◇ core: Enthält die wesentliche Funktionalität der Berechnungsschicht.

∗ +operators: Paket, das die in Kapitel A.3.4 und A.3.5 beschriebenen Ope-
ratoren enthält.

∗ +classification: Enthält Klassifikatorimplementationen.
∗ +resultTypes: Enthält die in Kapitel A.3.7 beschriebenen Klassen für Er-

gebnistypen der Operatoren für die Merkmalsextraktion.
∗ requests: Dateiordner, der die MATLAB-Funktionen (nicht Klassen) ent-

hält, an die die Anfragen der Service-Schicht weitergeleitet werden. Für jede
Anfrage existiert eine MATLAB-Funktion, die die Verarbeitung der Anfrage
startet.

◇ +db: Enthält die Funktionalität für die Generierung und Ausführung von SQL-Anfragen.
◇ +util: Enthält im Wesentlichen Funktionen zum Lesen und Schreiben von XML-

Konfigurationsdateien.
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A.3.4 Schnittstelle für Detektionsoperatoren
Abbildung A.8 stellt die Schnittstelle (Elternklasse RegionDetection) sowie existie-
rende Ableitungen der Klasse für Operatoren zur Merkmalsdetektion dar. Im Folgenden
sind die einzelnen Methoden beschrieben. Ein Beispiel für die Implementierung eines De-
tektionsoperators ist in Kapitel A.4.1 gegeben.

init(paramStruct) Generische Initialisierung des Operators sowie die Weiterleitung der
spezifischen Initialisierung an die initSubclass(paramStruct)Methode der Kind-
Klasse.
paramStruct ist ein MATLAB-Struct, welches die Parameter der Kindklasse als Zuwei-
sung der Form paramStruct(attributName)=attributWert enthält.

initSubclass(paramStruct) Spezifische Initialisierung der Kindklasse. Dient vor allem
der Übersetzung von Parametern, da die Namen der Parameter in der Konfiguration nicht
identisch mit den Parameternamen im Programmcode sein müssen.

isActive():boolean Jede Detektorklasse besitzt ein Attribut, das angibt, ob die Klasse ver-
wendet werden soll. Rückgabe ist ein boolescher Wert. Dieses Attribut ermöglicht eine
globale Inaktivierung eines Operators.

getResultType():String Statische Methode, die den Ergebnistyp des Detektions-Operators
angibt. Beispiele hierfür sind SiftKeypoint oder Ellipse.

getParamStruct():paramStruct Gibt die aktuelle Parametrisierung des Operator-Objekts
in Form eines MATLAB-Structs zurück.

process(img):array Beinhaltet die eigentliche Funktionalität des Detektions-Operators.
Die Methode verarbeitet jeweils ein Bild und gibt ein (n × m) Array zurück. Das Array
enthält dabei n Regionen mit einer Dimensionalität von jeweils (1 ×m). Unterschiedliche
Detektions-Operatoren können Regionen mit unterschiedlicher Dimensionalität zurückge-
ben. Die Darstellung der Regionen wurde bereits in Kapitel 3.3.4 beschrieben.
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RegionDetection

+isInitialized:boolean
+init(paramStruct)
+initSubclass(paramStruct)
+isActive():boolean
+getResultType():String
+getParamStruct():paramStruct
+process(img):array

SiftKeypoints

+initSubclass(paramStruct)
+getResultType():String
+getParamStruct():paramStruct
+process(img):array

HarrisAffineDetector

+initSubclass(paramStruct)
+getResultType():String
+getParamStruct():paramStruct
+process(img):array

Mser

+initSubclass(paramStruct)
+getResultType():String
+getParamStruct():paramStruct
+process(img):array

HessianAffineDetector

+initSubclass(paramStruct)
+getResultType():String
+getParamStruct():paramStruct
+process(img):array

GlobalRegion

+initSubclass(paramStruct)
+getResultType():String
+getParamStruct():paramStruct
+process(img):array

Abbildung A.8: UML-Klassendiagramme der Operator-Schnittstelle für die Merkmals-
detektion sowie die abgeleiteten Klassen der implementierten Detektionsoperatoren. Auf
Konstruktoren wurde der Übersichtlichkeit halber verzichtet.
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A.3.5 Schnittstelle für Merkmalsextraktion
Abbildung A.9 stellt die Schnittstelle für die Operatoren zur Merkmalsdetektion dar. Ein
Implementierungsbeispiel für eine Klasse, die die abstrakte Klasse FeatureExtraction
erweitert, ist in Kapitel A.4.2 gegeben.
Die Klasse MikolajzykFeature stellt eine Elternklasse für drei Operatorimplemen-
tierungen dar. Das verwendete externe Programm bietet die Möglichkeit zur Berechnung
verschiedener Operatoren, hierfür muss lediglich ein spezifischer Befehl übergeben wer-
den. Die Funktionalität wurde daher in der Elternklasse implementiert und die Kindklassen
implementieren jeweils nur die Methoden getResultType() und getCommand().
Die Methoden

◇ init()

◇ initSubclass(paramStruct)

◇ isActive()

◇ getResultType()

◇ getParamStruct()

sind identisch mit denen der RegionDetection Klasse. Die verbleibenden Methoden
sind im Folgenden beschrieben.

canProcess(roiType):int Gibt einen Wert zurück, der angibt, ob die Klasse Regionen
vom Typ roiType verarbeiten kann. Die Verwendung eines Integer-Werts sorgt dafür,
dass die Methode angeben kann, ob sie das Ergebnis der Detektion direkt verarbeiten kann,
oder ob das Detektionsergebnis konvertiert werden muss (beispielsweise von Ellipse nach
Rechteck). Die Umrechnung selbst muss nicht innerhalb der Methode definiert werden.

process(img,roi,roiID):array Enthält die eigentliche Funktionalität zur Extraktion der
Bildmerkmale. Die Übergabe der roiID, also der Identifikationsnummern der einzelnen
Regionen, ist wichtig, da aus einer Region potentiell kein, ein oder mehrere Merkma-
le extrahiert werden können. Zudem werden dieser Methode alle Regionen eines Bildes
übergeben, um eine effiziente Verarbeitung zu gewährleisten. Eine explizite Zuordnung
der Merkmale zu den RoiID vereinfacht die weitere Verarbeitung. Die Methode gibt ein
(n×m) Array zurück, wobei n die Anzahl der Merkmale ist und m die Dimensionalität des
Merkmalsvektors. Die Methode gibt zusätzlich ein (n× 1) Array zurück, welches für jeden
Merkmalsvektor die RoiID definiert.
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A.3.6 Integration neuer Operatoren
Die Integration neuer Operatoren für die Merkmalsdetektion und -extraktion erfolgt durch
die Implementierung dieser Operatoren als MATLAB-Klasse, die die entsprechende El-
ternklasse erweitern. Diese Implementierung kann Aufrufe anderer MATLAB-Funktionen
oder Skripte enthalten sowie Kommandozeilenbefehle ausführen oder Methoden anspre-
chen, die in anderen Programmiersprachen implementiert sind. Kapitel A.4.1 und A.4.2
zeigen beispielhafte Implementierungen solcher Operatoren, die externen Code nutzen, um
die Funktionalität zu integrieren.
Die fertige Implementierung eines Operators, der entweder die RegionDetection oder
FeatureExtraction Elternklasse erweitert, muss in dem konfigurierten Verzeichnis
abgelegt werden (XML Attribut operatorLocation in der Server-Konfiguration (cf.
Kapitel A.5.1). Zudem muss die Serverkonfiguration um diesen Operator erweitert werden.
Algorithmus A.1 bezeichnet den Prozess zur Bereitstellung eines neuen Operators. Obwohl
die Bereitstellung eines neuen Operators einige Schritte sowie das Eintragen der Konfigu-
ration in die beiden Konfigurationsdateien der Service-Schicht und der Berechnungsschicht
erfordert, ist dies nicht als Einschränkung im Hinblick auf die Anwenderzielgruppe zu se-
hen. Die Informationen könnten über ein Webinterface abgefragt werden und die in Algo-
rithmus A.1 beschriebenen Schritte könnten anschließend automatisiert ablaufen. Generell
ist der manuelle Eintrag daher nicht als Einschränkung zu betrachten, sondern lediglich der
Vollständigkeit halber an dieser Stelle beschrieben.
Algorithmus A.2 beschreibt den Vorgang in der Berechnungsschicht, wenn eine Operation
mit einem nicht vorhandenen Operator stattfinden soll. Der MATLAB-Server holt sich die
entsprechenden Dateien selbstständig aus dem konfigurierten Verzeichnis.
Für die Integration eines Operators, der den Histogram of Oriented Gradients (HOG)-
Deskriptor (Dalal und Triggs, 2005) implementiert, bestehen zwei Möglichkeiten:

1. Die Verwendung eines Detektors, der einen Sliding-Window-Ansatz implementiert
(abgeleitet von der RegionDetection Klasse) und die Implementierung der Hi-
stogrammberechnung als Deskriptor (abgeleitet von der FeatureExtraction
Klasse).

2. Die Berechnung der Sliding Windows innerhalb des Operators (abgeleitet von der
FeatureExtraction Klasse). Die Detektionsphase entfällt, bzw. die Extrakti-
onsberechnung findet auf dem globalen Bild statt.

Beide Möglichkeiten sind denkbar, obwohl der Entwurf von FOREST die erste Option vor-
sieht. Die weniger flexible zweite Möglichkeit bietet allerdings den Vorteil die Auswahl der
Regionen direkt auf die Berechnung der Histogramme abzustimmen. Zusätzlich bietet die-
se Option die Möglichkeit, in der Detektionsstufe bereits relevante Bildbereiche ausfindig
zu machen, auf denen HOG-Deskriptoren berechnet werden sollen. Dies hätte zur Folge,
dass der Sliding-Window-Ansatz nicht über das komplette Bild laufen müsste.
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1 Algorithmus : Integration neuer Operatoren - Anwendersicht
2 Implementierung eines neuen Operators [opName]
// operatorLocation in Server Konfigurationsdatei
definiert

3 Bereitstellung der Datei in operatorLocation Verzeichnis
// Konfiguration

4 Eintragen der Operator-Konfiguration in der Server-Konfigurationsdatei
5 Ablegen der aktualisierten Konfigurationsdatei in operatorLocation

Verzeichnis
6 Eintragen des Operators in Konfigurationsdatei der Service-Schicht

Algorithmus A.1 : Integration neuer Operatoren aus Anwendersicht

1 Algorithmus : Verarbeitung einer Detektions- oder Extraktions-Anfrage in der
Berechnungsschicht

2 Weiterleitung einer Anfrage an einen MATLAB Server
3 ProcessOps:[opName1]:...:[opNameN]$param1=val1$param2=val2

4 for i = 1, .., N do
5 Instanttiiere Objekt von Operator i
6 if Instantiierung fehlgeschlagen then
7 Lade Operator und Server-Konfiguration aus konfiguriertem

operatorLocation Verzeichnis
8 Instantiiere Objekt von Operator i
9 end

10 Lies Standardkonfiguration für Operator i aus Server Konfigurationsdatei
11 if Parameter für Operator i übergeben then
12 for j = 1,..,|OpParams| do
13 if Wert für Parameter j in Anfrage übergeben then
14 Überschreibe Parameter j mit übergebenen Parameterwerten
15 end
16 end
17 end
18 Initialisiere Operator i
19 end
20 Starte Berechnung

Algorithmus A.2 : Verarbeitungsprozess in der Berechnungsschicht (einem Server)
bei Integration eines neuen Operators. Eckige Klammern im Aufruf stellen Platzhal-
ten für den tatsächlichen Operator dar. Parameter-Werte Paare werden in der Form
parameterName = parameterWert übergeben.
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A.3.7 Ergebnistypen

DescriptorResultType

+getMinDistance(v,w):array

Abbildung A.10: UML-Klassendiagramm der Klasse DescriptorResultType.

Für jeden Ergebnistyp, der in einem Operator zur Merkmalsextraktion definiert wird, kann
ein spezieller Ergebnistyp implementiert werden. Die Bereitstellung einer speziellen Klas-
se, die von der Elternklasse DescriptorResultType abgeleitet ist, ist allerdings op-
tional. Wird keine Implementierung bereitgestellt, so wird die abgeleitete Klasse für den
Ergebnistyp automatisch generiert, wenn ein neuer Operator, wie in Algorithmus A.2 be-
schrieben, geladen wird. Die Elternklasse implementiert die Methode getMinDistance
mit der Berechnung der euklidischen Distanz. Das Überschreiben dieser Methode erlaubt
die Verwendung beliebiger anderer Distanzmetriken für einen Merkmalstyp. Kapitel A.4.3
zeigt eine Beispielimplementierung einer Klasse, die die getMinDistance-Methode der
Elternklasse überschreibt und stattdessen die Histogramm-Intersektion-Distanz implemen-
tiert.

getMinDistance(v,w):array Berechnet die Distanz zwischen v und w, wobei v eine Ma-
trix der Form (n × k) und w eine Matrix (m × k) darstellt. Die beiden Matrizen enthalten
jeweils eine Menge an Merkmalsvektoren, von denen jeder einzelne die Dimension (1× k)
hat. Die resultierende Distanzmatrix hat die Form (n ×m) und enthält die Distanzen der
Merkmalsvektoren aus v zu den Merkmalsvektoren aus w.
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A.4 Beispielimplementierungen

A.4.1 Beispiel eines Detektionsoperators

1 classdef SiftKeypoints < operators.RegionDetection
2 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
3 % Wrapper for SIFT Keypoint calculation using VLFeat Toolbox
4 % http://www.vlfeat.org
5 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
6 properties(SetAccess = private)
7 octaves; % Number of octave of DoG scale space
8 levels; % Number of levels per octave in DoG scale space
9 peakThresh; % Peak selection threshold

10 edgeThresh; % Non-edge selection threshold
11 windowSize; % Variance of the Gaussian window
12 end
13

14 methods(Static)
15

16 function resultType = getResultType()
17 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
18 % get type of resulting ROI
19 % @return String indicating the result type
20 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
21 resultType = ’SIFT_KEYPOINT’;
22 end
23

24 end
25

26 methods
27

28 function obj = SiftKeypoints()
29 end
30

31 function initSubclass(obj, paramStruct)
32 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
33 % Initialize operator with operator config
34 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
35 obj.octaves = paramStruct.noOctaves;
36 obj.levels = paramStruct.noLevels;
37 obj.peakThresh = paramStruct.peakThresh;
38 obj.edgeThresh =paramStruct.edgeThresh;
39 obj.windowSize =paramStruct.gaussianWindowSize;
40 end
41

42

43

44
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45 function params = getParamStruct(obj)
46 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
47 % @return paramStruct: struct containing parameter name as
48 % fields and structs as values. The sub-structs contain
49 % value and type of the corresponding parameter
50 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
51 params = struct(’noOctaves’, struct(...
52 ’value’,obj.octaves,’type’,class(obj.octaves)),...
53 ’noLevels’,struct(’value’,obj.levels,...
54 ’type’,class(obj.levels)),...
55 ’peakThresh’,struct(’value’,obj.peakThresh,..
56 ’type’,class(obj.peakThresh)),...
57 ’edgeThresh’,struct(’value’,obj.edgeThresh,...
58 ’type’,class(obj.edgeThresh)),...
59 ’gaussianWindowSize’,struct(...
60 ’value’,obj.windowSize,...
61 ’type’,class(obj.windowSize)));
62 end
63

64 function roi = process(obj, img)
65 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
66 % perform actual calculation and process input image
67 % @return roi: nx4 cell array containing n regions of
68 % interest. Each region of interest is a 1x4 row element
69 % format of result is [col row scale ori(in radians)]
70 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
71 roi = zeros(0,4);
72 img = im2single(img);
73 try
74 vl_roi = vl_sift(img, ...
75 ’Octaves’, obj.octaves,...
76 ’Levels’, obj.levels,...
77 ’PeakThresh’,obj.peakThresh,...
78 ’EdgeThresh’, obj.edgeThresh,...
79 ’WindowSize’, obj.windowSize) ;
80 roi = vl_roi’;
81 catch e
82 logger.warning([’Exception: ’ e.message]);
83 end
84 end
85 end
86 end

Code A.1: Implementierung eines Detektionsoperators. Diese Klasse stellt einen Wrapper
für die bereits existierende SIFT Implementierung der VLFeat Toolbox dar.
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A.4.2 Beispiel eines Extraktionsoperators

1 classdef MikolajczykFeature < operators.FeatureExtraction
2 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
3 % This is an abstract wrapper superclass for all functions
4 % taken fromhttp://www.robots.ox.ac.uk/~vgg/research/affine/
5 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
6

7 properties(Access=private)
8 myID = char(java.util.UUID.randomUUID());
9 end

10

11 methods(Abstract)
12

13 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
14 % get subclass command, e.g. ’-gloh’
15 % Name of method abbreviated for page width reasons
16 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
17 command = getCmd(obj);
18

19 end
20

21 methods
22

23 function obj = MikolajczykFeature()
24 end
25

26 function bool = canProcess(obj, roiType)
27 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
28 % Returns 1 if the module is able to process the given
29 % ROI type, 3, if it needs to be converted first
30 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
31 bool = 0;
32 if (strcmp(roiType,’BASIC_REGION’))
33 bool = 3;
34 elseif (strcmp(roiType,’ELLIPSE’))
35 bool = 1;
36 end
37 end
38

39 function [fv, roiID] = process(obj, img, roi, roiID)
40 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
41 % Save keypoints to temporary file. Then get appropriate
42 % command line argument from subclass and start calc.
43 % Afterwards read descriptors into feature vector.
44 % @param roi: kx1 cell array containing regions of interest
45 % @return fv: nxm numeric array containing n feature
46 % vectors of length m. m depends on the subclass.
47 % @return roiIDs: nx1 numeric array containing regionIDs
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48 % for the corresponding fvs.
49 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
50 try
51

52 fv = zeros(size(roi,1),0);
53 if (size(img,3) > 1)
54 img = rgb2gray(img) ;
55 end
56 imwrite(img,[’tmp/’ obj.myID ’.pgm’]);
57 % write keys to tmp.key, get command from subclass
58 f = fopen([’tmp/’ obj.getCmd() ’/’ obj.myID ’.key’],’w’);
59 if f == -1
60 fv = [];
61 logger.warning([Could not create file ’...
62 ’tmp/’ obj.getCmd() ’/’ obj.myID ’.key.’]);
63 return;
64 end
65

66 fprintf(f, ’0\n%d\n’, size(roi,1));
67 for r = 1:size(roi,1)
68 fprintf(f, ’%f %f %f %f %f\n’, roi{r});
69 end
70 fclose(f);
71

72 % get complete command, call subclass to get necessary
73 % information
74 command = [’!tmp/compute_descriptors.ln ’...
75 obj.getCmd() ’ -i tmp/’ obj.myID ’.pgm’...
76 ’ -p1tmp/’ obj.getCmd() ’/’ obj.myID ’.key -o1 ’...
77 ’tmp/’ obj.getCmd() ’/’ obj.myID ’.desc’];
78 eval(command);
79

80 % transform file to feature vector
81 % Open tmp.desc and check its header
82 g = fopen([’tmp/’ obj.getCmd() ’/’ obj.myID ’.desc’], ’r’);
83 if g == -1
84 fv = [];
85 logger.warning(’Could not open descriptor file.’);
86 return;
87 end
88 [header, count] = fscanf(g, ’%d %d’, [1 2]);
89 if count ~= 2
90 fv = [];fclose(g);
91 logger.info(’Invalid keypoint file beginning.’);
92 return;
93 end
94 num = header(2);
95 len = header(1);
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96

97 fv = double(zeros(num, len));
98

99 fstring = repmat([’%f ’],1, len+5);
100 % Parse tmp.desc
101 [tmp, count] = fscanf(g, fstring, [len+5 num]);
102 fv(:,:) = tmp(6:end,:)’;
103 if count ~= (len+5)*num
104 fv = [];
105 roiID =[];
106 fclose(g);
107 logger.info(’Invalid keypoint file format’);
108 return;
109 end
110

111 fclose(g);
112

113 if (any(isnan(fv),2))
114 ix = any(isnan(fv),2);
115 fv(ix,:) = [];
116 roiID(ix,:)=[];
117 logger.info(’Vector ignored because of NAN entries’);
118 end
119

120 catch ex
121 logger.warning([’Calculating Mikolajczyk feature ’...
122 ’for command ’ obj.getCmd() ’ failed.’...
123 ’ Exception: ’ ex.message()]);
124 end
125 end
126 end
127

128 end

Code A.2: Implementierung einer abstrakten Wrapper Klasse für mehrere Extraktionsope-
ratoren, die unter Visual Geometry Group et al. (2006) verfügbar sind. Da sich die Ope-
ratoren eine Schnittstelle teilen kann die Implementierung in einer abstrakten Elternklasse
zusammengefasst werden. Je Operator muss lediglich die Methode getCommand() imple-
mentiert werden.
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A.4.3 Beispiel eines Ergebnistyps

1 classdef COL_HIST_ResultType < resultTypes.DescriptorResultType
2 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
3 % Custom distance metric for color histograms
4 % Implements histogram intersection
5 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
6

7 methods
8

9 function obj = COL_HIST_ResultType()
10 % Constructor
11 end
12

13 function dist = getMinDistance(obj, descs, compDescs)
14 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
15 % getMinDistance
16 % Could be implemented more efficiently in MATLAB.
17 % Readability was preferred in this context
18 %
19 % @param descs: nxm numeric array with n = number of
20 % descriptors and m = length of descriptor
21 % @param compDescs: kxm numeric array with k = number of
22 % descriptors and m = length of descriptor
23 % @return dist: nx1 numeric array containing the minimum
24 % distance of the elements in ’descs’ to all
25 % elements in compDescs
26 %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
27 dists = zeros(size(descs,1),1);
28 tmpDists = zeros(size(compDescs,1),1);
29

30 for i = 1:size(descs,1)
31

32 % for current descriptor descs(i,:) compare to all
33 % descriptors in compDescs
34 for j = 1:size(compDescs,1)
35 % calculate histogram intersection distance
36 concatMat = [descs(i,:);compDescs(j,:)];
37 tmpDists(j,1) = sum(min(concatMat,[],1));
38 end
39 dists(i,1) = -min(tmpDists);
40 end
41 end
42 end
43 end

Code A.3: Implementierung einer speziellen Distanzmetrik
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A.5 Konfigurationsdateien

A.5.1 MATLAB-Server Konfiguration

1 <?xml version="1.0" encoding="utf-8"?>
2 <forest>
3 <framework>
4 <!-- Process several images before writing results for efficiency -->
5 <storeToDBAfterNoImgs>3</storeToDBAfterNoImgs>
6 <!-- Location where new operator implementations can be downloaded -->
7 <operatorLocation></operatorLocation>
8 </framework>
9 <operatorConfig>

10 <!-- Operator configuration -->
11 <operator name="SiftKeypoints">
12 <parameter>
13 <name>noOctaves</name>
14 <value>6</value>
15 <type>double</type>
16 <description>Number of octaves used for detecting
17 SIFT keypoints</description>
18 <range>[1,10000]</range>
19 </parameter>
20 <!-- Parameters omitted due to space restrictions -->
21 <parameter>
22 <name>active</name>
23 <value>1</value>
24 <type>logical</type>
25 <range>[0,1]</range>
26 </parameter>
27 </operator>
28 </operatorConfig>
29 <classification>
30 <operator name="Boosting">
31 <parameter>
32 <name>weakClassifiers</name>
33 <value>300</value>
34 <type>double</type>
35 <range>[2,10000]</range>
36 </parameter>
37 </operator>
38 </classification>
39 </forest>
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A.5.2 Konfiguration der Service-Schicht

1 <?xml version="1.0" encoding="UTF-8" standalone="yes" ?>
2 <forest version="1.0">
3 <!-- system configuration goes here -->
4 <framework>
5 <!-- Database connection info goes here -->
6 <dbInfo name="forestDB">
7 <userName>dbUserName</userName>
8 <password>dbUserPassword</password>
9 <dbDriver>org.postgresql.Driver</dbDriver>

10 <dbURL>jdbc:postgresql://localhost/forestdb</dbURL>
11 </dbInfo>
12 <!-- Matlab servers go here -->
13 <matlabServer>
14 <host>
15 imagine.cv.uni-osnabrueck.de
16 </host>
17 <port>
18 1234
19 </port>
20 </matlabServer>
21 <matlabServer>
22 <!-- Another Matlab server -->
23 ...
24 </matlabServer>
25 <settings>
26 <logLevel>ALL</logLevel>
27 <noThreads>3</noThreads>
28 <removeSCPFromDBAfter>
29 200
30 </removeSCPFromDBAfter>
31 <systemPath>
32 /work/Forest/src/server/java/Forest
33 </systemPath>
34 <globalConfig>
35 <!-- Server Config path -->
36 <!-- Needed when Matlab Server is initialized-->
37 /work/Forest/src/server/config
38 </globalConfig>
39 </settings>
40 </framework>
41

42 <!-- classification config goes here -->
43 <classification>
44 <!-- Name of default classifier -->
45 <operator>OpeltBoosting</operator>
46 </classification>
47 <!-- User interaction stuff goes here -->
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48 <userInteraction>
49 <dataSources>
50 <!-- data source types that will be available for selection -->
51 <type>webcam</type>
52 <type>local</type>
53 </dataSources>
54 </userInteraction>
55 <operatorConfig>
56 <!-- detection operators -->
57 <detection>
58 <operator name="SiftKeypoints"></operator>
59 <operator name="Mser"></operator>
60 <operator name="HarrisAffineDetector"></operator>
61 <operator name="HessianAffineDetector"></operator>
62 <operator name="GlobalRegion"></operator>
63 </detection>
64 <!-- extraction operators -->
65 <extraction>
66 <operator name="SiftDescriptors"></operator>
67 <operator name="SurfDescriptors"></operator>
68 <operator name="ColorLayoutDescriptor"></operator>
69 <operator name="ColorHist"></operator>
70 <operator name="DominantColorDescriptor"></operator>
71 <operator name="GLOHDescriptor"></operator>
72 <operator name="SteerableFilters"></operator>
73 <operator name="ShapeContextDescriptor"></operator>
74 </extraction>
75 </operatorConfig>
76 </forest>
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B.1 Merkmalsextraktion
Die folgenden Grafiken enthalten die Erkennungsergebnisse der Evaluation der Merkmals-
extraktion unter Verwendung einzelner Merkmalstypen. Die Ergebnisse der Merkmalsex-
traktion werden in Kapitel 6.3 diskutiert.
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Abbildung B.1: Erkennungsergebnisse auf dem Caltech-101 (a) Flugzeug und (b) Motor-
rad Datensatz für einzelne Operatoren. Die Ergebnisse sind über die Ergebnisse der 10-
fachen Kreuzvalidierung gemittelt.
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Abbildung B.2: Erkennungsergebnisse auf dem Graz-02 (c) Fahrrad und (d) Auto Da-
tensatz für einzelne Operatoren. Die Ergebnisse sind über die Ergebnisse der 10-fachen
Kreuzvalidierung gemittelt.
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B.2 Caltech-101 Evaluation
Dieses Kapitel zeigt die detaillierten Ergebnisse der Bilderkennungssysteme, die auf ein-
zelne Kategorien des Caltech-101-Datensatzes (Fei-Fei et al., 2004) trainiert wurden. Die
Anzahl der Bilder in jeder Kategorie ist in Kapitel 6.4 in Tabelle 6.2 gegeben. Für das Trai-
ning der Bilderkennungssysteme wurden die Bilder der jeweiligen Kategorie und die Bilder
der Negativkategorie verwendet. Die Ergebnisse wurden jeweils über zehn Durchläufe ge-
mittelt. Für jeden Durchlauf fand das Training mit n = {10, 20, 30} Bildern statt. Für die
Evaluation wurden 50 Bilder je Kategorie verwendet. Falls die Kategorie nicht genügend
Bilder für die Evaluation enthält wurde mit der Menge der verbleibenden Bildern getestet.
Die mittlere Erkennungsrate bei einem Training mit n Bildern ist als Gesamt n angegeben.
Die Rate der richtig positiven Elemente ist als TP n gegeben.
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Abbildung B.3: Detaillierte Evaluationsergebnisse der Caltech-101 Kategorien (a) Ameise
und (b) Bonsai.
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Abbildung B.4: Detaillierte Evaluationsergebnisse der Caltech-101 Kategorien (c) Fähre,
(d) Flugzeug und (e) Gehirn.
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Abbildung B.5: Detaillierte Evaluationsergebnisse der Caltech-101 Kategorien (f) Gesicht,
(g) Lama und (h) Motorrad.
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Abbildung B.6: Detaillierte Evaluationsergebnisse der Caltech-101 Kategorien (i) Rhino-
zeros, (j) Segelboot und (k) Skorpion.



190 Kapitel B ◆ Detaillierte Evaluationsergebnisse

 60

 65

 70

 75

 80

 85

 0  20  40  60  80  100 120 140 160 180 200 220 240 260 280 300

E
rk

en
nu

ng
sr

at
e 

in
 %

# schwache Hypothesen

Gesamt 10
Gesamt 20
Gesamt 30

TP 10
TP 20
TP 30

(l)

 80

 85

 90

 95

 100

 0  20  40  60  80  100 120 140 160 180 200 220 240 260 280 300

E
rk

en
nu

ng
sr

at
e 

in
 %

# schwache Hypothesen

Gesamt 10
Gesamt 20
Gesamt 30

TP 10
TP 20
TP 30

(m)

 60

 65

 70

 75

 80

 0  20  40  60  80  100 120 140 160 180 200 220 240 260 280 300

E
rk

en
nu

ng
sr

at
e 

in
 %

# schwache Hypothesen

Gesamt 10
Gesamt 20
Gesamt 30

TP 10
TP 20
TP 30

(n)

Abbildung B.7: Detaillierte Evaluationsergebnisse der Caltech-101 Kategorien (l) Stego-
saurus, (m) Stoppschild und (n) Tasse.
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B.3 Erkennung auf realen Datensätzen
Darstellung der Ergebnisse von FOREST-Erkennungssystemen als Funktion der Erken-
nungsraten über der Anzahl der schwachen Hypothesen. Die Ergebnisse sind bezeichnet
als Gesamt n, mit n der Anzahl an Trainingsbildern je Kategorie. Die Diskussion der ein-
zelnen Ergebnisse befindet sich in Kapitel 6.5.
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Abbildung B.8: Ergebnisse der FOREST-Erkennungssysteme, die erkennen, ob (a) Fenster
geöffnet sind oder (b) Markt stattfindet. Getestet wurde jeweils auf 150 zufällig ausgewähl-
ten Bildern je Kategorie.
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Abbildung B.9: Ergebnisse der FOREST-Erkennungssysteme, die erkennen, ob sich (c)
Segler auf der Alster oder (d) Flugzeuge auf dem Rollfeld befinden. Getestet wurde jeweils
auf 250 zufällig ausgewählten Bildern je Kategorie.
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Darstellung der Ergebnisse eines FOREST-Erkennungssysteme auf dem Stralsund-Datensatz
als Funktion der Erkennungsraten über der Anzahl der schwachen Hypothesen. Die Erken-
nung bezieht sich auf die zeitlich geordneten Daten. Die Bezeichnung completen benennt
die Erkennung auf dem gesamten Bild und sectionn die Erkennung auf dem Bildbereich,
der lediglich die Straße zeigt. Der Wert n gibt die Anzahl an Tagen an, an denen Trainings-
bilder aufgenommen wurden. Die detaillierte Diskussion der Ergebnisse befindet sich in
Kapitel 6.5.5.
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Abbildung B.10: Ergebnisse für FOREST-Erkennungssystem, das erkennt, ob Fahrzeuge
im Halteverbot parken. Getestet wurde auf den verbleibenden Bildern des Datensatzes.





Verzeichnis der Webcam
Datenquellen

Alster Webcam. http://www.barca-hamburg.de/webcam, Barca an der Alster .

Flugplatz Atterheide. http://atterheide.mm-concept.de/image_02.jpg,
AeroClub Osnabrück .

Hafen Stralsund. http://www.weisse-flotte.de/main/webcams/
hafen-stralsund, Weiße Flotte GmbH .

Laborkamera SFB Nexus. Intern verfügbare Kamera, die im Rahmen des SFB 627 (Nexus)
genutzt wurde.

Marktplatz Aurich. http://www.landkreis-aurich.de/webcam_
marktplatz.html, Stadt Aurich, Firma OMG, Sparkasse Aurich-Norden .

TowerCam. http://towercam.upb.de/, Universität Paderborn .

Webcam Windsurfclub Emsland. http://www.wsce.de/Kamera1/webcam_big.
jpg, Abgerufen am 28.11.2013 16:21 Uhr .
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http://www.landkreis-aurich.de/webcam_marktplatz.html
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http://www.wsce.de/Kamera1/webcam_big.jpg
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Z. Popović, et al. Predicting Protein Structures with a Multiplayer Online Game. Nature,
466(7307):756–760, 2010. 28

S. Counts und E. Fellheimer. Supporting Social Presence through Lightweight Photo Sha-
ring On and Off the Desktop. In Proceedings of the SIGCHI Conference on Human
Factors in Computing Systems, pages 599–606. ACM, 2004. 1

M. Cox und T. Cox. Multidimensional Scaling. In Handbook of Data Visualization, Sprin-
ger Handbooks Computational Statistics, pages 315–347. Springer Berlin Heidelberg,
2008. 31

D. Crandall, P. Felzenszwalb, und D. Huttenlocher. Spatial Priors for Part-based Reco-
gnition using Statistical Models. In IEEE Conference on Computer Vision and Pattern
Recognition (CVPR), volume 1, pages 10–17. IEEE, 2005. 22

http://www.vision.ee.ethz.ch/~surf
http://www.vision.ee.ethz.ch/~surf


200 LITERATURVERZEICHNIS

G. Csurka, C.R. Dance, L. Fan, J. Willamowski, und C. Bray. Visual Categorization with
Bags of Keypoints. In ECCV Workshop on Statistical Learning in Computer Vision,
pages 1–22, 2004. 19, 21

J. Cui, F. Wen, R. Xiao, Y. Tian, und X. Tang. EasyAlbum: An Interactive Photo Annota-
tion System based on Face Clustering and Re-Ranking. In Proceedings of the SIGCHI
Conference on Human Factors in Computing Systems, pages 367–376. ACM, 2007. 30,
32

N. Dalal und B. Triggs. Histograms of Oriented Gradients for Human Detection. In IEEE
Conference on Computer Vision and Pattern Recognition (CVPR), volume 1, pages 886–
893. IEEE, 2005. 8, 15, 171

J. Davis, B. Kulis, P. Jain, S. Sra, und I. Dhillon. Information-Theoretic Metric Learning. In
Proceedings of the Intl. Conference on Machine Learning, pages 209–216. ACM, 2007.
34

T. Deselaers, D. Keysers, und H. Ney. Features for Image Retrieval: An Experimental
Comparison. Information Retrieval, 11(2):77–107, 2008. 16

S. Dillard, M. Henry, S. Bohn, und L. Gosink. Coherent Image Layout using an Adaptive
Visual Vocabulary. In Proc. SPIE, volume 8661, Image Processing: Machine Vision
Applications VI, pages 86610Q–86610Q–14, 2013. 20, 31

Ø. Due Trier, A.K. Jain, und T. Taxt. Feature Extraction Methods for Character Recognition
- A Survey. Pattern Recognition, 29(4):641–662, 1996. 2

M. Everingham, L. Van Gool, C.K.I. Williams, J. Winn, und A. Zisserman.
The PASCAL Visual Object Classes Challenge 2007 (VOC2007) Results.
http://www.pascal-network.org/challenges/VOC/voc2007/
workshop/index.html, 2007. 26

M. Everingham, L. Van Gool, C. K. I. Williams, J. Winn, und A. Zisser-
man. The PASCAL Visual Object Classes Challenge 2010 (VOC2010) Re-
sults. http://www.pascal-network.org/challenges/VOC/voc2010/
workshop/index.html, 2010. 26

J. Fails und D. Olsen. A Design Tool for Camera-based Interaction. In Proceedings of the
SIGCHI Conference on Human Factors in Computing Systems, pages 449–456. ACM,
2003. 23

J. Farquhar, S. Szedmak, H. Meng, und J. Shawe-Taylor. Improving „Bag-of-Keypoints“
Image Categorisation: Generative Models and pdf-Kernels. PASCAL Eprint Series, 8157,
2005. 20, 66

L. Fei-Fei, R. Fergus, und P. Perona. Learning Generative Visual Models from Few Training
Examples: An Incremental Bayesian Approach Tested on 101 Object Categories. In IEEE
CVPR Workshop on Generative-Model based Vision, 2004. 25, 70, 84, 109, 116, 186

http://www.pascal-network.org/challenges/VOC/voc2007/workshop/index.html
http://www.pascal-network.org/challenges/VOC/voc2007/workshop/index.html
http://www.pascal-network.org/challenges/VOC/voc2010/workshop/index.html
http://www.pascal-network.org/challenges/VOC/voc2010/workshop/index.html


LITERATURVERZEICHNIS 201

P. Felzenszwalb, R. Girshick, D. McAllester, und D. Ramanan. Object Detection with
Discriminatively Trained Part-based Models. IEEE Transactions on Pattern Analysis
and Machine Intelligence, 32:1627–1645, 2010. 22

R. Fergus, P. Perona, und A. Zisserman. Object Class Recognition by Unsupervised Scale-
Invariant Learning. IEEE Conference on Computer Vision and Pattern Recognition (CV-
PR), 2:264, 2003. 22

B. Fernando, E. Fromont, D. Muselet, und M. Sebban. Supervised Learning of Gaussian
Mixture Models for Visual Vocabulary Generation. Pattern Recognition, 45(2):897–907,
2012. 20

J. Ferryman (ed.). Fourth IEEE Intl. Workshop on Performance of Tracking and Surveil-
lance (PETS-ICVS). Graz, Austria. http://www.cvg.rdg.ac.uk/PETS-ICVS,
Abgerufen am 16.03.2014 17:35 Uhr, 2003. 84, 90

P.-E. Forssén. Maximally Stable Colour Regions for Recognition and Matching. In IE-
EE Conference on Computer Vision and Pattern Recognition (CVPR), pages 1–8. IEEE,
2007. 14

D. Foster. Color Constancy. Vision Research, 51(7):674–700, 2011. 36

W.T. Freeman und E.H. Adelson. The Design and Use of Steerable Filters. IEEE Transac-
tions on Pattern Analysis and Machine Intelligence, 13:891–906, 1991. 15, 49

Y. Freund und R. Schapire. A Desicion-Theoretic Generalization of On-line Learning and
an Application to Boosting. In Computational Learning Theory, volume 904 of Lecture
Notes in Computer Science, pages 23–37. Springer Berlin Heidelberg, 1995. 51

Y. Freund und R. Schapire. Experiments with a New Boosting Algorithm. In Intl. Confe-
rence on Machine Learning, pages 148–156. Morgan Kaufmann publishers, 1996. 22

A. Gijsenij, T. Gevers, und J. van de Weijer. Computational Color Constancy: Survey and
Experiments. IEEE Transactions on Image Processing, 20(9):2475–2489, 2011. 36

D. Glasner, M. Galun, S. Alpert, R. Basri, und G. Shakhnarovich. Viewpoint-Aware Object
Detection and Continuous Pose Estimation. Image and Vision Computing, 2012. 8

D. Goldman, B. Curless, D. Salesin, und S. Seitz. Schematic Storyboarding for Video
Visualization and Editing. In ACM Transactions on Graphics (TOG), volume 25, pages
862–871. ACM, 2006. 152

D. Goldman, C. Gonterman, B. Curless, D. Salesin, und S. Seitz. Video Object Annotation,
Navigation, and Composition. In Proceedings of the ACM Symposium on User Interface
Software and Technology (UIST), pages 3–12. ACM, 2008. 152

A. Gomi und T. Itoh. MIAOW: A 3D Image Browser Applying a Location- and Time-
based Hierarchical Data Visualization Technique. In Proceedings of the Intl. Conference
on Advanced Visual Interfaces (AVI), pages 225–232. ACM, 2010. 30

http://www.cvg.rdg.ac.uk/PETS-ICVS


202 LITERATURVERZEICHNIS

A. Gomi, R. Miyazaki, T. Itoh, und Jia Li. CAT: A Hierarchical Image Browser using a
Rectangle Packing Technique. In Intl. Conference on Information Visualisation, pages
82–87, 2008. 30

Google Goggles im Google Play Store. https://play.google.com/store/
apps/details?id=com.google.android.apps.unveil, Abgerufen am
15.03.2014 17:41 Uhr . 2

A. Graham, H. Garcia-Molina, A. Paepcke, und T. Winograd. Time as Essence for Photo
Browsing through Personal Digital Libraries. In Proceedings of the ACM/IEEE-CS joint
Conference on Digital libraries (JCDL), pages 326–335. ACM, 2002. 30

G. Griffin, A. Holub, und P. Perona. Caltech-256 Object Category Dataset. Technical
Report 7694, California Institute of Technology, 2007. 25

R.M. Haralick. Statistical and Structural Approaches to Texture. Proceedings of the IEEE,
67(5):786–804, 1979. 16

C. Harris und M. Stephens. A Combined Corner and Edge Detector. In Proceedings of the
Alvey Vision Conference, pages 147–151, 1988. 12

Z. Harris. Distributional Structure. In Papers on Syntax, volume 14 of Synthese Language
Library, pages 3–22. Springer Netherlands, 1981. 17

J.A. Hartigan und M.A. Wong. Algorithm AS 136: A k-Means Clustering Algorithm. Jour-
nal of the Royal Statistical Society. Series C (Applied Statistics), 28(1):100–108, 1979.
19

D. Hegazy und J. Denzler. Boosting Colored Local Features for Generic Object Recogniti-
on. Pattern Recognition and Image Analysis, 18:323–327, 2008. 22

D. Hegazy und J. Denzler. Combining Appearance and Range based Information for Multi-
class Generic Object Recognition. In Progress in Pattern Recognition, Image Analysis,
Computer Vision, and Applications, volume 5856 of Lecture Notes in Computer Science,
pages 741–748. Springer, 2009a. 22

D. Hegazy und J. Denzler. Generic Object Recognition. In Computer Vision in Camera
Networks for Analyzing Complex Dynamic Natural Scenes, 2009b. 22

G. Heidemann, A. Saalbach, und H. Ritter. Semi-Automatic Acquisition and Labelling
of Image Data using SOMs. In European Symposium on Artificial Neural Networks
(ESANN), pages 503–508, 2003. 32, 61

F. Heimerl, S. Koch, H. Bosch, und T. Ertl. Visual Classifier Training for Text Document
Retrieval. IEEE Transactions on Visualization and Computer Graphics, 18(12):2839–
2848, 2012. 33

C.-J. Ho, T.-H. Chang, J.-C. Lee, J. Yung-jen Hsu, und K.-T. Chen. KissKissBan: A Com-
petitive Human Computation Game for Image Annotation. In Proceedings of the ACM
SIGKDD Workshop on Human Computation (HCOMP), pages 11–14, 2009. 28

https://play.google.com/store/apps/details?id=com.google.android.apps.unveil
https://play.google.com/store/apps/details?id=com.google.android.apps.unveil


LITERATURVERZEICHNIS 203

B. Höferlin, R. Netzel, M. Höferlin, D. Weiskopf, und G. Heidemann. Inter-Active Lear-
ning of Ad-Hoc Classifiers for Video Visual Analytics. In IEEE Conference on Visual
Analytics Science and Technology, pages 23–32, 2012. 33, 154

A. Holub, M. Welling, und P. Perona. Combining Generative Models and Fisher Kernels
for Object Recognition. In IEEE Intl. Conference on Computer Vision (ICCV), volume 1,
pages 136–143. IEEE, 2005. 128

T. Hori, T. Takiguchi, und Y. Ariki. Generic Object Recognition by Graph Structural Ex-
pression. In IEEE Intl. Conference on Acoustics, Speech and Signal Processing (ICAS-
SP), pages 1021–1024. IEEE, 2012. 22

J. Hull. A Database for Handwritten Text Recognition Research. IEEE Transactions on
Pattern Analysis and Machine Intelligence, 16(5):550–554, 1994. 2

S. Impedovo, L. Ottaviano, und S. Occhinegro. Optical Character Recognition - A Survey.
Intl. Journal of Pattern Recognition and Artificial Intelligence, 5(1-2):1–24, 1991. 2

L. Itti, C. Koch, und E. Niebur. A Model of Saliency-based Visual Attention for Rapid
Scene Analysis. IEEE Transactions on Pattern Analysis and Machine Intelligence, 20
(11):1254–1259, 1998. 93

R. Jarvis und E. Patrick. Clustering using a Similarity Measure based on Shared Near
Neighbors. IEEE Transactions on Computers, 100(11):1025–1034, 1973. 31

R. Jesus, D. Goncalves, A.J. Abrantes, und N. Correia. Playing Games as a Way to Improve
Automatic Image Annotation. In IEEE Conference on Computer Vision and Pattern
Recognition Workshops (CVPRW), pages 1–8, 2008. 28

Y.-G. Jiang, C.-W. Ngo, und J. Yang. Towards Optimal Bag-of-Features for Object Catego-
rization and Semantic Video Retrieval. In Proceedings of the ACM Intl. Conference on
Image and Video Retrieval, pages 494–501, 2007. 20

Y.-G. Jiang, J. Yang, C.-W. Ngo, und A.G. Hauptmann. Representations of Keypoint-based
Semantic Concept Detection: A Comprehensive Study. IEEE Transactions on Multime-
dia, 12(1):42–53, 2010. 20, 70

T. Joachims. Learning to Classify Text using Support Vector Machines: Methods, Theory
and Algorithms. Kluwer Academic Publishers, 2002. 17

S.C. Johnson. Hierarchical Clustering Schemes. Psychometrika, 32(3):241–254, 1967. 62

I.T. Jolliffe. Principal Component Analysis. Springer-Verlag, 1986. 16, 31

F. Jurie und B. Triggs. Creating Efficient Codebooks for Visual Recognition. In IEEE Intl.
Conference on Computer Vision (ICCV), volume 1, pages 604–610. IEEE, 2005. 19

J. M. Kahn, R. H. Katz, und K. S. J. Pister. Next Century Challenges: Mobile Networ-
king for „Smart Dust“. In Proceedings of the ACM/IEEE Intl. Conference on Mobile
computing and networking (MobiCom), pages 271–278. ACM, 1999. 5



204 LITERATURVERZEICHNIS

H. Kato und K.T. Tan. Pervasive 2D Barcodes for Camera Phone Applications. IEEE
Pervasive Computing, 6(4):76–85, 2007. 2

K. Kesorn und S. Poslad. An Enhanced Bag-of-Visual Word Vector Space Model to Re-
present Visual Content in Athletics Images. IEEE Transactions on Multimedia, 14(1):
211–222, 2012. 20

A. Kläser. Bounding Box Annotation Tool. http://lear.inrialpes.
fr/people/klaeser/software_bbox_image_annotation, Abgerufen am
16.03.2014 17:56 Uhr, 2010. 148

S.R. Klemmer, J. Li, J. Lin, und J.A. Landay. Papier-Mâché: Toolkit Support for Tangi-
ble Input. In Proceedings of the SIGCHI Conference on Human Factors in Computing
Systems, pages 399–406. ACM, 2004. 23

M. Kogler und M. Lux. Bag of Visual Words Revisited: An Exploratory Study on Robust
Image Retrieval Exploiting Fuzzy Codebooks. In Proceedings of the Intl. Workshop on
Multimedia Data Mining, page 3. ACM, 2010. 19

T. Kohonen. The Self-Organizing Map. Proceedings of the IEEE, 78(9):1464–1480, 1990.
61

K. Konstantinides und J.R. Rasure. The Khoros Software Development Environment for
Image and Signal Processing. IEEE Transactions on Image Processing, 3(3):243–252,
1994. 23

B.G.V. Kumar und I. Patras. Learning Codebook Weights for Action Detection. In IEEE
Conference on Computer Vision and Pattern Recognition Workshops (CVPRW), pages
27–32. IEEE, 2012. 34

N. Kumar und K. Kummamuru. Semi-Supervised Clustering with Metric Learning using
Relative Comparisons. IEEE Transactions on Knowledge and Data Engineering, 20(4):
496–503, 2008. 34, 66

J. Laaksonen, M. Koskela, S. Laakso, und E. Oja. PicSOM - Content-based Image Retrieval
with Self-Organizing Maps. Pattern Recognition Letters, 21(13-14):1199–1207, 2000.
30

R. Lange, N. Cipriani, L. Geiger, M. Grossmann, H. Weinschrott, A. Brodt, M. Wieland,
S. Rizou, und K. Rothermel. Making the World Wide Space Happen: New challenges
for the Nexus Context Platform. In IEEE Intl. Conference on Pervasive Computing and
Communications (PerCom), pages 1–4, 2009. 6

E. Law, L. Von Ahn, R. Dannenberg, und M. Crawford. TagATune: A Game for Music
and Sound Annotation. In Proceedings of ISMIR, pages 361–364. Austrian Computer
Society, 2007. 28

S. Lazebnik, C. Schmid, und J. Ponce. A Maximum Entropy Framework for Part-based
Texture and Object Recognition. In IEEE Intl. Conference on Computer Vision (ICCV),
volume 1, pages 832–838. IEEE, 2005. 22

http://lear.inrialpes.fr/people/klaeser/software_bbox_image_annotation
http://lear.inrialpes.fr/people/klaeser/software_bbox_image_annotation


LITERATURVERZEICHNIS 205

S. Lazebnik, C. Schmid, und J. Ponce. Beyond Bags of Features: Spatial Pyramid Matching
for Recognizing Natural Scene Categories. In IEEE Conference on Computer Vision and
Pattern Recognition (CVPR), volume 2, pages 2169–2178, 2006. 20, 63

D. Lee und H. Seung. Learning the Parts of Objects by Non-Negative Matrix Factorization.
Nature, 401(6755):788–791, 1999. 17

A. Leonardis und H. Bischof. Robust Recognition using Eigenimages. Computer Vision
and Image Understanding, 78(1):99–118, 2000. 16

S. Leutenegger, M. Chli, und R.Y. Siegwart. BRISK: Binary Robust Invariant Scalable
Keypoints. In IEEE Intl. Conference on Computer Vision (ICCV), pages 2548–2555,
2011. 14

J. Li und N.M. Allinson. A Comprehensive Review of Current Local Features for Computer
Vision. Neurocomputing, 71(10):1771–1787, 2008. 14, 15

S. Li und A. Jain, editors. Handbook of Face Recognition. Springer-Verlag, 2011. 2

W. Li, F. Jiao, und C. He. Face Detection using Ellipsoid Skin Model. In Emerging Tech-
nologies for Information Systems, Computing, and Management, volume 236 of Lecture
Notes in Electrical Engineering, pages 513–521. Springer New York, 2013. 8

S. Lim, L. Chen, G. Lu, und R. Smith. Browsing Texture Image Databases. In Proceedings
of the Intl. Multimedia Modelling Conference (MMM), pages 328–333. IEEE, 2005. 31

J. Little, A. Abrams, und R. Pless. Tools for Richer Crowd Source Image Annotations.
In IEEE Workshop on Applications of Computer Vision (WACV), pages 369–374. IEEE,
2012. 26

L. Liu, L. Wang, und X. Liu. In Defense of Soft-Assignment Coding. In IEEE Intl. Confe-
rence on Computer Vision (ICCV), pages 2486–2493. IEEE, 2011. 20

D. Lowe. Distinctive Image Features from Scale-Invariant Keypoints. Intl. Journal of
Computer Vision, 60:91–110, 2004. 13, 15, 49, 117

J. Määttä, A. Hadid, und M. Pietikainen. Face Spoofing Detection from Single Images
using Texture and Local Shape Analysis. Biometrics, IET, 1(1):3–10, 2012. 16

B.S. Manjunath, J.-R. Ohm, V.V. Vasudevan, und A. Yamada. Color and Texture Descrip-
tors. IEEE Transactions on Circuits and Systems for Video Technology, 11(6):703–715,
2001. 16, 49

B. Manly. Multivariate Statistical Methods: A Primer. CRC Press, 2005. 63

J. Matas, O. Chum, M. Urban, und T. Pajdla. Robust Wide Baseline Stereo from Maximally
Stable Extremal Regions. In British Machine Vision Conference, volume 1, pages 384–
393, 2002. 14, 49, 117

MatlabControl. http://code.google.com/p/matlabcontrol/, Abgerufen am
16.03.2014 18:08 Uhr . 163

http://code.google.com/p/matlabcontrol/


206 LITERATURVERZEICHNIS

Y. Matsuoka. Login to a Computing Device based on Facial Recognition, 2012. US Patent
8,261,090. 2

D. Maynes-Aminzade, T. Winograd, und T. Igarashi. Eyepatch: Prototyping Camera-based
Interaction through Examples. In Proceedings of the ACM Symposium on User Interface
Software and Technology (UIST), pages 33–42. ACM, 2007. 23, 78

F. Michel. How Many Photos Are Uploaded to Flickr Every Day, Month, Year?
http://www.flickr.com/photos/franckmichel/6855169886, Abgeru-
fen am 16.03.2014 18:10 Uhr, 2013. 1

K. Mikolajczyk und C. Schmid. Indexing based on Scale Invariant Interest Points. In IEEE
Intl. Conference on Computer Vision (ICCV), volume 1, pages 525–531. IEEE, 2001. 14

K. Mikolajczyk und C. Schmid. Scale and Affine Invariant Interest Point Detectors. Intl.
Journal of Computer Vision, 60(1):63–86, 2004. 14

K. Mikolajczyk und C. Schmid. A Performance Evaluation of Local Descriptors. IEEE
Transactions on Pattern Analysis and Machine Intelligence, 27(10):1615–1630, 2005b.
15, 49

K. Mikolajczyk, T. Tuytelaars, C. Schmid, A. Zisserman, J. Matas, F. Schaffalitzky, T. Ka-
dir, und L. Gool. A Comparison of Affine Region Detectors. Intl. Journal of Computer
Vision, 65:43–72, 2005a. 14, 117

G. Miller und S. Fels. Developer-Centred Interface Design for Computer Vision. In Procee-
dings of Intl. Workshop on Human-Computer Interaction, pages 437–444. IEEE, 2011.
24

J. Moehrmann und G. Heidemann. Automatic Trajectory Clustering for Generating Ground
Truth Data Sets. In Image Processing: Machine Vision Applications III, volume 7538,
pages 753808–753808–9. SPIE, 2010c. 153

J. Moehrmann und G. Heidemann. Efficient Annotation of Image Data Sets for Computer
Vision Applications. In Intl. Workshop on Visual Interfaces for Ground Truth Collection
in Computer Vision Applications, pages 2:1–2:6. ACM, 2012. 59

J. Moehrmann und G. Heidemann. Efficient Development of User-Defined Image Reco-
gnition Systems. In Computer Vision - ACCV 2012 Workshops, volume 7728 of Lecture
Notes in Computer Science, pages 242–253, 2013a. 59, 97

J. Moehrmann und G. Heidemann. Semi-Automatic Image Annotation. In Computer Ana-
lysis of Images and Patterns, volume 8048 of Lecture Notes in Computer Science, pages
266–273, 2013b. 60

J. Moehrmann, S. Bernstein, T. Schlegel, G. Werner, und G. Heidemann. Improving the
Usability of Hierarchical Representations for Interactively Labeling Large Image Data
Sets. In Human-Computer Interaction. Design and Development Approaches, volume
6761 of Lecture Notes in Computer Science, pages 618–627, 2011. 59, 82

http://www.flickr.com/photos/franckmichel/6855169886


LITERATURVERZEICHNIS 207

P.-A. Moëllic, J.-E. Haugeard, und G. Pitel. Image Clustering based on a Shared Nearest
Neighbors Approach for Tagged Collections. In Proceedings of the Intl. Conference on
Content-based Image and Video retrieval, pages 269–278. ACM, 2008. 31

A. Mogelmose, M.M. Trivedi, und T.B. Moeslund. Vision-based Traffic Sign Detection
and Analysis for Intelligent Driver Assistance Systems: Perspectives and Survey. IEEE
Transactions on Intelligent Transportation Systems, 13(4):1484–1497, 2012. 2

B. Moghaddam, Q. Tian, N. Lesh, C. Shen, und T. Huang. Visualization and User-Modeling
for Browsing Personal Photo Libraries. Intl. Journal of Computer Vision, 56(1-2):109–
130, 2004. 31

F. Moosmann, B. Triggs, F. Jurie, et al. Fast Discriminative Visual Codebooks using Ran-
domized Clustering Forests. Advances in Neural Information Processing Systems 19,
pages 985–992, 2007. 20

H.P. Moravec. Towards Automatic Visual Obstacle Avoidance. In Intl. joint Conference on
Artificial Intelligence (IJCAI), volume 2, pages 584–584. Morgan Kaufmann Publishers
Inc., 1977. 12

E.N. Mortensen und W.A. Barrett. Intelligent Scissors for Image Composition. In Pro-
ceedings of the Conference on Computer Graphics and Interactive Techniques, pages
191–198. ACM, 1995. 27

M. Naaman, Y.J. Song, A. Paepcke, und H. Garcia-Molina. Automatic Organization for Di-
gital Photographs with Geographic Coordinates. In Proceedings of the Joint ACM/IEEE
Conference Digital Libraries, pages 53–62, 2004. 30

L. Nanni, A. Lumini, und S. Brahnam. Survey on LBP based Texture Descriptors for Image
Classification. Expert Systems with Applications, 39(3):3634–3641, 2012. 16

S. Nene, S. Nayar, und H. Murase. Columbia Object Image Library (COIL-100). Technical
Report CUCS-006-96, Columbia University, 1996. 25, 62, 84

M-E. Nilsback und A. Zisserman. Automated Flower Classification over a Large Number
of Classes. In Proceedings of the Indian Conference on Computer Vision, Graphics and
Image Processing, 2008. 128, 141

M-E Nilsback und Andrew Zisserman. A Visual Vocabulary for Flower Classification. In
IEEE Conference on Computer Vision and Pattern Recognition (CVPR), volume 2, pages
1447–1454. IEEE, 2006. 140, 142

O. Nov und C. Ye. Why Do People Tag?: Motivations for Photo Tagging. Communications
of the ACM, 53(7):128–131, 2010b. 1

O. Nov, M. Naaman, und C. Ye. Analysis of Participation in an Online Photo-Sharing
Community: A Multidimensional Perspective. Journal of the American Society for In-
formation Science and Technology, 61(3):555–566, 2010a. 1



208 LITERATURVERZEICHNIS

E. Nowak, F. Jurie, und B. Triggs. Sampling Strategies for Bag-of-Features Image Classi-
fication. In Computer Vision – ECCV 2006, volume 3954 of Lecture Notes in Computer
Science, pages 490–503. Springer Berlin Heidelberg, 2006. 18

E. Ohbuchi, H. Hanaizumi, und L.A. Hock. Barcode Readers using the Camera Device in
Mobile Phones. In Intl. Conference on Cyberworlds, pages 260–265. IEEE, 2004. 2

T. Ojala, M. Pietikäinen, und T. Mäenpää. A Generalized Local Binary Pattern Operator for
Multiresolution Gray Scale and Rotation Invariant Texture Classification. In Advances in
Pattern Recognition – ICAPR 2001, volume 2013 of Lecture Notes in Computer Science,
pages 397–406, 2001. 16

T. Ojala, M. Pietikäinen, und T. Mäenpää. Multiresolution Gray-Scale and Rotation Inva-
riant Texture Classification with Local Binary Patterns. IEEE Transactions on Pattern
Analysis and Machine Intelligence, 24(7):971–987, 2002a. 16, 49

V. Ojansivu und J. Heikkilä. Blur Insensitive Texture Classification using Local Phase
Quantization. In Image and Signal Processing, volume 5099 of Lecture Notes in Com-
puter Science, pages 236–243. Springer Berlin Heidelberg, 2008. 16, 49

A. Oliva und A. Torralba. Modeling the Shape of the Scene: A Holistic Representation of
the Spatial Envelope. Intl. Journal of Computer Vision, 42(3):145–175, 2001. 16

A. Opelt. Generic Object Recognition. PhD thesis, Institute of Electrical Measurement and
Measurement Signal Processing, Graz University of Technology, 2006a. 21, 124

A. Opelt, M. Fussenegger, A. Pinz, und P. Auer. Weak Hypotheses and Boosting for Generic
Object Detection and Recognition. In Computer Vision - ECCV 2004, volume 3022 of
Lecture Notes in Computer Science, pages 71–84, 2004. 21, 51, 52

A. Opelt, A. Pinz, M. Fussenegger, und P. Auer. Generic Object Recognition with Boosting.
IEEE Transactions on Pattern Analysis and Machine Intelligence, 28(3):416–431, 2006b.
21, 22, 25, 54, 70, 94, 116, 124, 125

S. Padilla, F. Halley, D. Robb, und M. Chantler. Intuitive Large Image Database Browsing
using Perceptual Similarity Enriched by Crowds. In Computer Analysis of Images and
Patterns, volume 8048 of Lecture Notes in Computer Science, pages 169–176. Springer
Berlin Heidelberg, 2013. 30

K. Patel, N. Bancroft, S.M. Drucker, J. Fogarty, A.J. Ko, und J. Landay. Gestalt: Integra-
ted Support for Implementation and Analysis in Machine Learning. In Proceedings of
the ACM Symposium on User Interface Software and Technology (UIST), pages 37–46.
ACM, 2010. 78

F. Perazzi, P. Krahenbuhl, Y. Pritch, und A. Hornung. Saliency Filters: Contrast based
Filtering for Salient Region Detection. In IEEE Conference on Computer Vision and
Pattern Recognition (CVPR), pages 733–740. IEEE, 2012. 93

F. Perronnin. Universal and Adapted Vocabularies for Generic Visual Categorization. IEEE
Transactions on Pattern Analysis and Machine Intelligence, 30(7):1243–1256, 2008. 20,
21, 66



LITERATURVERZEICHNIS 209

F. Perronnin, C. Dance, G. Csurka, und M. Bressan. Adapted Vocabularies for Generic
Visual Categorization. In Computer Vision – ECCV 2006, volume 3954 of Lecture Notes
in Computer Science, pages 464–475. Springer Berlin Heidelberg, 2006. 20, 66

J. Philbin, O. Chum, M. Isard, J. Sivic, und A. Zisserman. Object Retrieval with Large
Vocabularies and Fast Spatial Matching. In IEEE Conference on Computer Vision and
Pattern Recognition (CVPR), pages 1–8. IEEE, 2007. 19

J. Philbin, O. Chum, M. Isard, J. Sivic, und A. Zisserman. Lost in Quantization: Improving
Particular Object Retrieval in Large Scale Image Databases. In IEEE Conference on
Computer Vision and Pattern Recognition (CVPR), pages 1–8. IEEE, 2008. 20

W. Plant und G. Schaefer. Image Retrieval on the Honeycomb Image Browser. In IEEE
Intl. Conference on Image Processing (ICIP), pages 3161–3164, 2010. 76

J.C. Platt, M. Czerwinski, und B.A. Field. PhotoTOC: Automatic Clustering for Browsing
Personal Photographs. In Proceedings of the Joint Conference of the Intl. Conference on
Information, Communications and Signal Processing and the Pacific Rim Conference on
Multimedia, volume 1, pages 6–10, 2003. 30

R. Polikar. Ensemble based Systems in Decision Making. IEEE Circuits and Systems
Magazine, 6(3):21–45, 2006. 51

J. Ponce, T.L. Berg, M. Everingham, D.A. Forsyth, M. Hebert, S. Lazebnik, M. Marsza-
lek, C. Schmid, B.C. Russell, A. Torralba, C.K.I. Williams, J. Zhang, und A. Zisserman.
Dataset Issues in Object Recognition. In Toward Category-Level Object Recognition,
volume 4170 of Lecture Notes in Computer Science, pages 29–48. Springer Berlin Hei-
delberg, 2006. 26

A.R. Pope und D.G. Lowe. Vista: A Software Environment for Computer Vision Research.
In IEEE Conference on Computer Vision and Pattern (CVPR), pages 768–772, 1994. 24

F. Porikli. Trajectory Distance Metric using Hidden Markov Model based Representation.
In IEEE European Conference on Computer Vision, PETS Workshop, volume 3, 2004.
153

PostgreSQL SQL Conformance. http://www.postgresql.org/docs/
current/interactive/features.html, Abgerufen am 16.03.2014 18:37
Uhr, 2013. 44

P. Prentis. GalSOM - Colour-based Image Browsing and Retrieval with Tree-Structured
Self-Organising Maps. In Proceedings of the Intl. Workshop on Self-Organizing Maps
(WSOM), 2007. 30

T. Quack, B. Leibe, und L. Van Gool. World-Scale Mining of Objects and Events from
Community Photo Collections. In Proceedings of the Intl. Conference on Content-based
Image and Video retrieval, CIVR ’08, pages 47–56. ACM, 2008. 31

D. Ritchie. The Development of the C Language. ACM SIGPLAN Notices, 28(3):201–208,
1993. 39

http://www.postgresql.org/docs/current/interactive/features.html
http://www.postgresql.org/docs/current/interactive/features.html


210 LITERATURVERZEICHNIS

K. Rodden, W. Basalaj, D. Sinclair, und K. Wood. Does Organisation by Similarity As-
sist Image Browsing? In Proceedings of the SIGCHI Conference on Human Factors in
Computing Systems, pages 190–197. ACM, 2001. 31

L. Rokach. Ensemble-based Classifiers. Artificial Intelligence Review, 33(1-2):1–39, 2010.
51

A. Rorissa. A Comparative Study of Flickr Tags and Index Terms in a General Image
Collection. Journal of the American Society for Information Science and Technology, 61
(11):2230–2242, 2010. 1

E. Rosten und T. Drummond. Machine Learning for High-Speed Corner Detection. In
Computer Vision – ECCV 2006, volume 3951 of Lecture Notes in Computer Science,
pages 430–443. Springer Berlin Heidelberg, 2006. 14

F. Rothganger, S. Lazebnik, C. Schmid, und J. Ponce. 3D Object Modeling and Recognition
using Local Affine-Invariant Image Descriptors and Multi-View Spatial Constraints. Intl.
Journal of Computer Vision, 66(3):231–259, 2006. 25

E. Rublee, V. Rabaud, K. Konolige, und G. Bradski. ORB: An Efficient Alternative to SIFT
or SURF. In IEEE Intl. Conference on Computer Vision (ICCV), pages 2564–2571, 2011.
14

B.C. Russell, A. Torralba, K.P. Murphy, und W.T. Freeman. LabelMe: A Database and
Web-based Tool for Image Annotation. Intl. Journal of Computer Vision, 77(1):157–
173, 2008. 4, 27

A. Ruta, Y. Li, und X. Liu. Real-Time Traffic Sign Recognition from Video by Class-
Specific Discriminative Features. Pattern Recognition, 43(1):416–430, 2010. 2

H. Sagan. Space-Filling Curves, volume 18. Springer-Verlag New York, 1994. 31

F. Samaria und A. Harter. Parameterisation of a Stochastic Model for Human Face Identifi-
cation. In Proceedings of the IEEE Workshop on Applications of Computer Vision, pages
138–142. IEEE, 1994. 141, 143

Harald Sanftmann. 3D Visualization of Multivariate Data. PhD thesis, Universität Stuttgart,
2012. 153

G. Schaefer. A Next Generation Browsing Environment for Large Image Repositories.
Multimedia Tools and Applications, 47:105–120, 2010. 30

A. Schaffland. Multimodal Image Classification. Bachelorarbeit, Universität Osnabrück,
2013. 150

R.E. Schapire. A Brief Introduction to Boosting. Intl. joint Conference on Artificial Intel-
ligence (IJCAI), pages 1401–1406, 1999. 15

J. Schleith. Interactive Clustering & Advanced User Interaction. Bachelorarbeit, Universität
Osnabrück, 2013. 60



LITERATURVERZEICHNIS 211

P. Schmitz. Inducing Ontology from Flickr Tags. In Collaborative Web Tagging Workshop
at WWW2006, volume 50, 2006. 1

K. Schoeffmann und D. Ahlstrom. Similarity-based Visualization for Image Browsing Re-
visited. In IEEE Intl. Symposium on Multimedia (ISM), pages 422–427, 2011. 30

M. Schultz und T. Joachims. Learning a Distance Metric from Relative Comparisons. Ad-
vances in Neural Information Processing Systems, 16:41, 2004. 34

L. Seneviratne und E. Izquierdo. An Interactive Framework for Image Annotation through
Gaming. In Proceedings of the Intl. Conference on Multimedia Information Retrieval
(MIR), pages 517–526, 2010. 28

H.J. Seo und P. Milanfar. Training-Free, Generic Object Detection using Locally Adaptive
Regression Kernels. IEEE Transactions on Pattern Analysis and Machine Intelligence,
32:1688–1704, 2010. 22

B. Settles. Active Learning Literature Survey. Computer Sciences Technical Report 1648,
University of Wisconsin-Madison, 2009. 33

G. Shakhnarovich und B. Moghaddam. Face Recognition in Subspaces. In Handbook of
Face Recognition, pages 19–49. Springer, 2011. 16

B. Shneiderman. The Eyes Have It: A Task by Data Type Taxonomy for Information Vi-
sualizations. In IEEE Symposium on Visual Languages, pages 336–343. IEEE, 1996.
78

B. Sigurbjörnsson und R. van Zwol. Flickr Tag Recommendation based on Collective
Knowledge. In Proceedings of the Intl. Conference on World Wide Web (WWW), pages
327–336. ACM, 2008. 1

T. Sikora. The MPEG-7 Visual Standard for Content Description - An Overview. IEEE
Transactions on Circuits and Systems for Video Technology, 11(6):696–702, 2001. 16

J. Šimko und M. Bieliková. Games With A Purpose: User Generated Valid Metadata for
Personal Archives. In Workshop on Semantic Media Adaptation and Personalization,
pages 45–50, 2011. 29

J. Šimko und M. Bieliková. Personal Image Tagging: A Game-based Approach. In Procee-
dings of the Intl. Conference on Semantic Systems, pages 88–93. ACM, 2012. 29

J. Sivic und A. Zisserman. Video Google: A Text Retrieval Approach to Object Matching
in Videos. In Proceedinsg of the Intl. Conference on Computer Vision (ICCV), pages
1470–1477. IEEE, 2003. 20

Z. Song und R. Klette. Robustness of Point Feature Detection. In Computer Analysis of
Images and Patterns, volume 8048 of Lecture Notes in Computer Science, pages 91–99.
Springer Berlin Heidelberg, 2013. 14

A. Sorokin und D. Forsyth. Utility Data Annotation with Amazon Mechanical Turk. In
Computer Vision and Pattern Recognition Workshops (CVPRW), pages 1–8, 2008. 4, 26



212 LITERATURVERZEICHNIS

J. Stallkamp, M. Schlipsing, J. Salmen, und C. Igel. Man vs. Computer: Benchmarking
Machine Learning Algorithms for Traffic Sign Recognition. Neural Networks, 32:323–
332, 2012. 2

S. Steinbach, V. Rabaud, und S. Belongie. Soylent Grid: It’s Made of People. In Proceed-
insg of the Intl. Conference on Computer Vision, pages 1–7, 2007. 27

G. Strong und M. Gong. Browsing a Large Collection of Community Photos based on
Similarity on GPU. In Advances in Visual Computing, volume 5359 of Lecture Notes in
Computer Science, pages 390–399. Springer Berlin Heidelberg, 2008. 30

B. Suh und B.B. Bederson. Semi-Automatic Image Annotation using Event and Torso Iden-
tification. Technical Report HCIL-2004-15, Computer Science Department, University
of Maryland, College Park, MD, 2004. 32

B. Suh und B.B. Bederson. Semi-Automatic Photo Annotation Strategies using Event based
Clustering and Clothing based Person Recognition. Interacting with Computers, 19(4):
524–544, 2007. 32

M.J. Swain und D.H. Ballard. Color Indexing. Intl. Journal of Computer Vision, 7(1):
11–32, 1991. 63

S. Thaler, K. Siorpaes, D. Mear, E. Simperl, und C. Goodman. SeaFish: A Game for Col-
laborative and Visual Image Annotation and Interlinking. The Semanic Web: Research
and Applications, pages 466–470, 2011. 29

Y. Tian, W. Liu, R. Xiao, F. Wen, und X. Tang. A Face Annotation Framework with Partial
Clustering and Interactive Labeling. In IEEE Conference on Computer Vision and Pattern
Recognition (CVPR), pages 1–8. IEEE, 2007. 32

A. Tonn. Detection and Prediction of Relevant Image Areas for Efficient Image Annotation.
Bachelorarbeit, Universität Osnabrück, 2013. 148, 149

Antonio Torralba, Kevin P Murphy, und William T Freeman. Sharing Features: Efficient
Boosting Procedures for Multiclass Object Detection. In Proceedings of the Conference
on Computer Vision and Pattern Recognition (CVPR), volume 2, pages II–762. IEEE,
2004. 56

R.S. Torres, CC.G. Silva, CC.B. Medeiros, und H.V. Rocha. Visual Structures for Image
Browsing. In Proceedings of the Intl. Conference on Information and Knowledge Mana-
gement, pages 49–55. ACM, 2003. 31

C.-F. Tsai. Bag-of-Words Representation in Image Annotation: A Review. ISRN Artificial
Intelligence, 2012, 2012. 20

M. Tschirsich und A. Kuijper. Laplacian Eigenimages in Discrete Scale Space. In Structu-
ral, Syntactic, and Statistical Pattern Recognition, pages 162–170. Springer, 2012. 16

M. Turk und A. Pentland. Eigenfaces for Recognition. Journal of Cognitive Neuroscience,
3(1):71–86, 1991a. 16



LITERATURVERZEICHNIS 213

M. Turk und A. Pentland. Face Recognition using Eigenfaces. In IEEE Conference on
Computer Vision and Pattern Recognition (CVPR), pages 586–591. IEEE, 1991b. 16

T. Tuytelaars und K. Mikolajczyk. Local Invariant Feature Detectors: A Survey. Foundati-
ons and Trends in Computer Graphics and Vision, 3(3):177–280, 2008. 14, 49

A. Ultsch und H. P. Siemon. Kohonen’s Self Organizing Feature Maps for Exploratory
Data Analysis. In Proceedings of the Intl. Neural Networks Conference (INNC), pages
305–308. Kluwer Academic Press, 1990. 76

University of Oulu, Machine Vision Group. LBP Matlab Code. http://www.cse.
oulu.fi/CMV/Downloads/LBPMatlab, Abgerufen am 16.03.2014 16:59 Uhr,
2009. 49

University of Oulu, Machine Vision Group. LPQ Matlab Code. http://www.cse.
oulu.fi/CMV/Downloads/LPQMatlab, Abgerufen am 16.03.2014 16:59 Uhr,
2012. 49

K.E.A. van de Sande, T. Gevers, und C.G.M. Snoek. Evaluating Color Descriptors for
Object and Scene Recognition. IEEE Transactions on Pattern Analysis and Machine
Intelligence, 32(9):1582–1596, 2010. 22

J. Van De Weijer und C. Schmid. Coloring Local Feature Extraction. In Computer Vision
– ECCV 2006, volume 3952 of Lecture Notes in Computer Science, pages 334–348.
Springer Berlin Heidelberg, 2006. 15

J.C. van Gemert, C.J. Veenman, A.W.M. Smeulders, und J.-M. Geusebroek. Visual Word
Ambiguity. IEEE Transactions on Pattern Analysis and Machine Intelligence, 32(7):
1271–1283, 2010a. ISSN 0162-8828. 20, 70

M. Varma und D. Ray. Learning The Discriminative Power-Invariance Trade-Off. IEEE
Intl. Conference on Computer Vision (ICPR), 0:1–8, 2007. 22

J. Vesanto. SOM-based Data Visualization Methods. Intelligent Data Analysis, 3:111–126,
1999. 76

J. Vesanto, J. Himberg, E. Alhoniemi, und J. Parhankangas. Self-Organizing Map in Mat-
lab: The SOM Toolbox. In In Proceedings of the Matlab DSP Conference, pages 35–40,
1999. 61

V. Viitaniemi und J. Laaksonen. Experiments on Selection of Codebooks for Local Image
Feature Histograms. In Visual Information Systems. Web-based Visual Information
Search and Management, pages 126–137. Springer, 2008. 19, 20

P. Viola und M. Jones. Rapid Object Detection using a Boosted Cascade of Simple Featu-
res. IEEE Conference on Computer Vision and Pattern Recognition (CVPR), 1:511–518,
2001. 13, 15, 22

http://www.cse.oulu.fi/CMV/Downloads/LBPMatlab
http://www.cse.oulu.fi/CMV/Downloads/LBPMatlab
http://www.cse.oulu.fi/CMV/Downloads/LPQMatlab
http://www.cse.oulu.fi/CMV/Downloads/LPQMatlab


214 LITERATURVERZEICHNIS

Visual Geometry Group, Katholieke Universiteit Leuven, Inria Rhone-Alpes, und Cen-
ter for Machine Perception. Region Descriptors. http://www.robots.ox.ac.
uk/~vgg/research/affine/descriptors.html, Abgerufen am 16.03.2014
17:03 Uhr, 2006. 49, 178

Visual Geometry Group, Katholieke Universiteit Leuven, Inria Rhone-Alpes, und Cen-
ter for Machine Perception. Comparison of Affine Region Detectors. http://
www.robots.ox.ac.uk/~vgg/research/affine/detectors.html, Ab-
gerufen am 16.03.2014 17:03 Uhr, 2007. 49, 50

VLFeat. VLFeat Toolbox. http://www.vlfeat.org. 24, 49, 175

L. von Ahn. Games With A Purpose. Computer, 39(6):92–94, 2006b. 27

L. von Ahn und L. Dabbish. Labeling Images with a Computer Game. In Proceedings of
the SIGCHI Conference on Human Factors in computing systems, pages 319–326. ACM,
2004. 4, 27

L. von Ahn, R. Liu, und M. Blum. Peekaboom: A Game for Locating Objects in Images. In
Proceedings of the SIGCHI Conference on Human Factors in computing systems, pages
55–64. ACM, 2006a. 27, 28

L. Von Ahn, S. Ginosar, M. Kedia, R. Liu, und M. Blum. Improving Accessibility of the
Web with a Computer Game. In Proceedings of the SIGCHI Conference on Human
Factors in Computing Systems, pages 79–82. ACM, 2006b. 28

L. Von Ahn, M. Kedia, und M. Blum. Verbosity: A Game for Collecting Common-Sense
Facts. In Proceedings of the SIGCHI Conference on Human Factors in Computing Sy-
stems, pages 75–78. ACM, 2006c. 28

J. Wang, J. Yang, K. Yu, F. Lv, T. Huang, und Y. Gong. Locality-Constrained Linear Coding
for Image Classification. In IEEE Conference on Computer Vision and Pattern Recogni-
tion (CVPR), pages 3360–3367. IEEE, 2010. 20

M. Wang, D. Ji, Q. Tian, und X.-S. Hua. Intelligent Photo Clustering with User Interaction
and Distance Metric Learning. Pattern Recognition Letters, 33(4):462–470, 2012. 34

Q. Wang, P.C. Yuen, und G. Feng. Semi-Supervised Metric Learning via Topology Preser-
ving Multiple Semi-Supervised Assumptions. Pattern Recognition, 46(9):2576–2587,
2013a. 34

R. Wang, S.J. McKenna, J. Han, und A.A. Ward. Visualizing Image Collections using
High-Entropy Layout Distributions. IEEE Transactions on Multimedia, 12(8):803–813,
2010b. 31

Y.-X. Wang und Y.-J. Zhang. Nonnegative Matrix Factorization: A Comprehensive Review.
IEEE Transactions on Knowledge and Data Engineering, 25(6):1336–1353, 2013. 17

M. Weber, M. Welling, und P. Perona. Unsupervised Learning of Models for Recognition.
In Computer Vision - ECCV 2000, volume 1842 of Lecture Notes in Computer Science,
pages 18–32. Springer, 2000b. 22

http://www.robots.ox.ac.uk/~vgg/research/affine/descriptors.html
http://www.robots.ox.ac.uk/~vgg/research/affine/descriptors.html
http://www.robots.ox.ac.uk/~vgg/research/affine/detectors.html
http://www.robots.ox.ac.uk/~vgg/research/affine/detectors.html
http://www.vlfeat.org


LITERATURVERZEICHNIS 215

P. Welinder, S. Branson, S. Belongie, und P. Perona. The Multidimensional Wisdom of
Crowds. In Neural Information Processing Systems Conference (NIPS), 2010. 27

K. Whitehouse. Calling MATLAB from Java. http://www.cs.virginia.edu/
~whitehouse/matlab/JavaMatlab.html, Abgerufen am 16.03.2014 19:09
Uhr, 2010. 39, 163

L. Wiskott, J.-M. Fellous, N. Kuiger, und C. von der Malsburg. Face Recognition by Elastic
Bunch Graph Matching. IEEE Transactions on Pattern Analysis and Machine Intelli-
gence, 19(7):775–779, 1997. 2

J. Wright, Y. Ma, J. Mairal, G. Sapiro, T. Huang, und S. Yan. Sparse Representation for
Computer Vision and Pattern Recognition. Proceedings of the IEEE, 98(6):1031–1044,
2010. 20

J. Wu und J.M. Rehg. Beyond the Euclidean Distance: Creating Effective Visual Codebooks
using the Histogram Intersection Kernel. In IEEE Intl. Conference on Computer Vision
(ICCV), pages 630–637, 2009. 63

J. Xiao und T. Zhang. Face Bubble: Photo Browsing by Faces. In Proceedings of the Intl.
Conference on Advanced Visual Interfaces (AVI), pages 343–346. ACM, 2008. 30

E.P. Xing, A.Y. Ng, M.I. Jordan, und S. Russell. Distance Metric Learning with Applicati-
on to Clustering with Side-information. In Advances in Neural Information Processing
Systems 15, pages 505–512. MIT Press, 2002. 34, 66, 68

J. Yang, J. Fan, D. Hubball, Y. Gao, H. Luo, W. Ribarsky, und M. Ward. Semantic Image
Browser: Bridging Information Visualization with Automated Intelligent Image Analy-
sis. In IEEE Symposium On Visual Analytics Science And Technology, pages 191–198,
2006. 31

J. Yang, Y.-G. Jiang, A.G. Hauptmann, und C.-W. Ngo. Evaluating Bag-of-Visual-Words
Representations in Scene Classification. In Proceedings of the Intl. Workshop on Multi-
media Information Retrieval, pages 197–206. ACM, 2007. 20

J. Yang, K. Yu, Z. Gong, und T. Huang. Linear Spatial Pyramid Matching using Sparse
Coding for Image Classification. In IEEE Conference on Computer Vision and Pattern
Recognition (CVPR), pages 1794–1801. IEEE, 2009. 20

L. Yang, R. Jin, R. Sukthankar, und F. Jurie. Unifying Discriminative Visual Codebook Ge-
neration with Classifier Training for Object Category Recognition. In IEEE Conference
on Computer Vision and Pattern Recognition (CVPR), pages 1–8. IEEE, 2008. 20

B. Yao, X. Yang, und S.-C. Zhu. Introduction to a Large-Scale General Purpose Ground
Truth Database: Methodology, Annotation Tool and Benchmarks. In Proceedings of
the Intl. Conference on Energy Minimization Methods in Computer Vision and Pattern
Recognition, pages 169–183, 2007. 26

H. Zeng und Y.-M. Cheung. Semi-Supervised Maximum Margin Clustering with Pairwise
Constraints. IEEE Transactions on Knowledge and Data Engineering, 24(5):926–939,
2012. 34

http://www.cs.virginia.edu/~whitehouse/matlab/JavaMatlab.html 
http://www.cs.virginia.edu/~whitehouse/matlab/JavaMatlab.html 


216 LITERATURVERZEICHNIS

J. Zhang, M. Marszalek, S. Lazebnik, und C. Schmid. Local Features and Kernels for Clas-
sification of Texture and Object Categories: A Comprehensive Study. In IEEE Confe-
rence on Computer Vision and Pattern Recognition Workshop (CVPRW), page 13, 2006.
20, 66

W. Zhang, B. Yu, G.J. Zelinsky, und D. Samaras. Object Class Recognition using Multiple
Layer Boosting with Heterogeneous Features. In IEEE Conference on Computer Vision
and Pattern Recognition (CVPR), volume 2, pages 323–330, 2005. 22, 48, 125

W. Zhao, R. Chellappa, P.J. Phillips, und A. Rosenfeld. Face Recognition: A Literature
Survey. ACM Computing Surveys, 35(4):399–458, 2003. 2

X. Zhao, W. Ren, K. Huang, und T. Tan. Online Codebook Reweighting using Pairwise
Constraints for Image Classification. In First Asian Conference on Pattern Recognition
(ACPR), pages 662–666. IEEE, 2011. 34

X. Zhu. Semi-Supervised Learning Literature Survey. Computer Sciences Technical Report
1530, University of Wisconsin-Madison, 2006. 33


	Titelseite
	Inhaltsverzeichnis
	Zusammenfassung
	Englische Zusammenfassung - Abstract
	Einführung
	Nutzung allgegenwärtiger Bilderkennungsanwendungen
	Ziele dieser Arbeit
	Aufbau dieser Arbeit

	Grundlagen
	Merkmalsdetektion und Merkmalsextraktion
	Bag-of-Features

	Bilderkennungssysteme
	Generische Bilderkennungssysteme
	Flexible Bilderkennung
	Frameworks

	Generierung von Trainingsdaten
	General-Purpose-Datensätze
	Human Computation und Crowdsourcing
	Visualisierung von Bilddatensätzen
	Semi-automatische Annotation


	Architektur des flexiblen Bilderkennungssystems
	Anforderungen an ein flexibles Bilderkennungssystem
	Weiche Anforderungen
	Technische Anforderungen

	Architektur von FOREST
	Berechnungsschicht
	Service-Schicht
	Interaktionsschicht
	Datenbank

	Technische Realisierung
	Physikalische Verteilung
	Parallelisierung
	Erweiterbarkeit
	Algorithmen
	Klassifikation
	Multi-Klassen Klassifikation
	Berechnung eines Bilderkennungssystems

	Zusammenfassung

	Annotation von Trainingsdaten
	Vorsortierung der Bilddaten
	Unüberwachtes Lernen
	Semi-überwachtes Lernen
	Evaluation der semi-überwachten Neuberechnung

	Grafische Benutzungsoberfläche
	Visuelle Rückkopplung
	Technische Realisierung

	Benutzungsfreundlichkeit und Effizienz
	Studie 1
	Studie 2
	Qualitative Ergebnisse der Benutzerstudien
	Einschränkungen

	Annotation von Bildregionen

	Entwicklung aufgabenspezifischer Bilderkennungssysteme
	Entwicklungsprozess
	Bilddatenakquisition
	Grafische Entwicklungsoberfläche
	Spezifikation der Bilddatenquelle
	Analyse der Trainingsdaten
	Fortschrittsanzeige
	Validierung und Fertigstellung

	Spezifische Funktionen für Experten-Anwender
	Entwicklungsdauer

	Evaluation
	Darstellung der Ergebnisse
	Evaluation der Detektionsoperatoren
	Evaluation der Merkmalsextraktion
	Generelle Erkennungsleistung auf künstlichen Datensätzen
	Diskriminative Bildstrukturen
	Erkennungsleistung auf Caltech-101

	Generelle Erkennungsleistung auf realen Datensätzen
	Erkennung offener Fenster
	Erkennung von Markttagen
	Erkennung von Segelbooten auf der Alster
	Erkennung von Flugzeugen auf dem Rollfeld
	Erkennung von Fahrzeugen

	Multi-Klassen Klassifikation
	Unterscheidung von Blumen
	Unterscheidung von Gesichtern

	Diskussion der Ergebnisse

	Zusammenfassung und Ausblick
	Zusammenfassung
	Ausblick
	Bereitstellung von Schnittstellen
	Annotation von Bildregionen
	Multimodale Daten
	Komplexe Erkennungssysteme
	Raum-zeitliche Bilderkennung


	Technische Details
	Service-Schicht
	Klasse core.Manager
	Klasse core.scpManagement.SensorCreationProcess
	Paket core.requests

	Datenbank
	Berechnungsschicht
	MATLAB-Server Schnittstelle
	Objektorientierung in MATLAB
	Paketstruktur der Berechnungsschicht
	Schnittstelle für Detektionsoperatoren
	Schnittstelle für Merkmalsextraktion
	Integration neuer Operatoren
	Ergebnistypen

	Beispielimplementierungen
	Beispiel eines Detektionsoperators
	Beispiel eines Extraktionsoperators
	Beispiel eines Ergebnistyps

	Konfigurationsdateien
	MATLAB-Server Konfiguration
	Konfiguration der Service-Schicht


	Detaillierte Evaluationsergebnisse
	Merkmalsextraktion
	Caltech-101 Evaluation
	Erkennung auf realen Datensätzen

	Verzeichnis der Webcam Datenquellen
	Literaturverzeichnis

